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v
Resumen

El objetivo de esta investigacion fue el encontrar conocimiento en bases de datos
resultado de procesos escolares y académicos que no habian sido tratados con
anterioridad con técnicas de Mineria de Datos y Texto. Este conocimiento es pues, la
aportacion de esta investigacion.

Numerosas publicaciones confirman que la utilizacion de técnicas de Mineria de
Datos en diferentes areas permiten la obtencion exitosa de conocimiento o informacidn
valiosa que se empleard en la toma de decisiones del dominio analizado. En esta
investigacion el dominio de aplicacion son los datos procedentes de los procesos
escolares y académicos de una Institucion de educacion superior.

El proceso al que fueron sometidos los datos de esta Institucion siguiendo la
metodologia de Mineria de Datos permitid obtener patrones y modelos de
comportamiento de los clientes alumnos. Los modelos se realizaron con algoritmos de
Arboles de Decision y de Redes Neuronales utilizando la herramienta Sipina. El
conocimiento obtenido a través de la modelacion con Arboles de Decision es expresado
en forma de reglas que caracterizan cada uno de los atributos de prediccion: poblacion de
becados, por género, de alumnos en intercambio académico y de la procedencia.

Los modelos que caracterizan los atributos de prediccion preparados con la técnica
de Redes Neuronales comprobaron la utilidad de combinar las técnicas empleadas en
esta investigacion con el fin de optimizar el proceso de modelacion con Redes
Neuronales.

El conocimiento anterior se considera de interés para cada uno de los campus que
conforman el sistema de la Institucion, pues caracteriza las dependencias de las
poblaciones de los atributos de prediccion con las poblaciones de las carreras que se
imparten en cada campus.

Los datos académicos fueron sometidos a un tratamiento con herramientas de
Mineria de Texto con el que se obtuvieron descripciones académicas de universidades
extranjeras que son semejantes a las del dominio de aplicacion de esta investigacion.

Las sesenta y nueve equivalencias encontradas de las materias de la Institucion
evaluada con las materias de tres universidades norteamericanas son considerados
conocimiento valioso para la Institucion, que tiene definido en su Mision la
Internacionalizacion del mismo.
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Capitulo 1.

Introduccion

La Mineria de Datos es la busqueda de informacion valiosa en grandes volimenes de
datos. La informaciébn que se obtiene es valiosa en el sentido de que es util para la
organizacion a la cual pertenecen estos datos. Por ejemplo, su utilizacion como
herramienta de investigacion puede reducir los costos de investigacion y desarrollo de
nuevos productos, como el caso de la industria farmacéutica en donde & prediccion de los
compuestos quimicos que se podran utilizar en la produccion efectiva de un nuevo
medicamento ahorra muchas horas de investigacion y reduce costos.

Otra aplicacion que tiene la Mineria de Datos es en la mejora de procesos de
manufactura pues ayuda a la generacion de reglas de control de proceso. Y quizd la
aplicacion mas comun es en el area de Mercadotecnia, especificamente en la buisqueda de
mercados objetivos para una campafia publicitaria. Su utilizacibn en Mercadotecnia
definitivamente ha reducido los costos de sondeo de mercados, pues al existir bases de
datos con informacion de las compras de los clientes se pueden deducir y predecir
comportamientos de los mismos y disefiar promociones o campafas publicitarias mas
efectivas y de menor costo.

Por ultimo, la Mineria de Datos es esencial en el proceso de ‘Customer Relationship
Management” (CRM), que significa que una compaiia tenga una imagen Unica para cada
cliente en todas las formas de contacto que tenga con el mismo. Para lograr esto se requiere
que la compaiia conozca al cliente, saber qué le gusta y qué no le gusta, anticipe sus
necesidades y predecir su comportamiento. Es en la extraccion de esta informacion a partir
de los datos que tenga almacenada la compaiia en sus bases de datos, en donde se utiliza la
Mineria de Datos. Ejemplos de aplicacion de Mineria de Datos para CRM son los analisis
que se han hecho en las bases de datos de clientes de compafias telefonicas y en
Companias Aseguradoras [2].

El presente trabajo describe la investigacion realizada sobre bases de datos de alumnos
universitarios no estudiados con anterioridad con técnicas, metodologia y herramientas de
Mineria de Datos. El objetivo fue extraer conocimiento e informacion de los datos tratados,
con el fin de que se pueda utilizar en el disefio de nuevos productos y que forme parte de la
base de conocimiento de la Institucion de donde se extrajeron estos datos.

La informacién analizada es el conjunto de datos generados en los procesos escolares
del Tec de Monterrey y que ha sido capturada por la Direccion de Informacion
Institucional como Indicadores Académicos. Cabe mencionar que ninguna de estas bases
de datos ha sido analizada previamente con un proceso de Mineria de Datos, ni en la
literatura o publicaciones se encontrdé un estudio semejante al realizado en esta
investigacion.



El conocimiento que se obtuvo después de tratar las bases de datos con técnicas de
Mineria de Datos fue la caracterizacion de la poblacion de alumnos becados, la de la
procedencia de los alumnos, la del género de los mismos y la de la participacion de los
alumnos en los programas de intercambio de la Institucion evaluada.

El proceso seguido para extraer las equivalencias entre los datos académicos de la
Institucion contra otras universidades extranjeras y las equivalencias en si mismas son
también parte del conocimiento que se formalizo en esta investigacion.

Es el conocimiento descrito anteriormente es el que se espera sea de utilidad en algunos
de los procesos académicos de la Institucion al que pertenecen las bases de datos
evaluados.

En el capitulo de “Antecedentes” se hace una descripcion del proceso de
descubrimiento de conocimiento en bases de datos, la utilidad de la Mineria de Datos y la
definicion de la misma.

Existen diferentes técnicas de Mineria de Datos, las dos elegidas para tratar los datos de
esta investigacion son la de Arboles de Decision y la de Redes Neuronales. Estas son
descritas también en el capitulo de Antecedentes, asi como la forma de evaluar las
caracterizaciones, patrones y modelos obtenidos de la Mineria de Datos. Dentro del
contenido de este capitulo también se explica qué es la Mineria de Texto.

En el capitulo tres se define el problema, se plantean las hipotesis de la investigacion y
para cada tipo de Mineria se describe la metodologia, basada en los conceptos explicados

en el capitulo dos sobre el proceso de descubrimiento de conocimiento en bases de datos
(KDD).

Una vez que se defini6 la metodologia para cada tipo de mineria, en el capitulo cuatro
se reporta el proceso de preparacion de datos y la elaboracion de las tablas de mineria que
fueron tratadas con las dos técnicas de Mineria de Datos elegidas para la solucién de este
problema y la de Mineria de Texto. También en el capitulo cuatro se reportan los modelos
generados en esta investigacion.

En el capitulo cinco son reportados los resultado del proceso KDD, tanto para las
pruebas realizadas con herramientas de Mineria de Datos como las realizados con Mineria
de Texto. Los patrones de comportamiento que describen las caracteristicas de los alumnos
inscritos en la Institucion son expresados en forma de reglas faciles de entender y que
representan el conocimiento obtenido.

Los resultados del proceso KDD utilizando herramientas de Mineria de Texto son
expresados como equivalencias académicas entre las materias de la Institucion y las de las
universidades extranjeras evaluadas.



Capitulo 2.

Antecedentes

2.1 El Proceso de Hallazgo de Conocimiento en Bases de Datos

El incremento de la capacidad para almacenar datos y las mejoras en los sistemas para
administraciéon de bases de datos han permitido que los datos y la informaciéon almacenada
por las organizaciones haya crecido de una manera exorbitante. Como ejemplo se tienen
las grandes bases de datos de companias telefénicas o de servicios e inclusive bases de
datos de proyectos cientificos como el del genoma humano [3].

El andlisis tradicional utilizando hojas de célculo y queries en bases de datos tan
grandes no resulta tan sencillo. Estos métodos pueden ofrecer reportes e informacion
valiosa pero no permiten un verdadero andlisis de conocimiento importante o relevante. El
conocimiento es importante para un dominio en una situacion dada, no solamente debe
predecir situaciones futuras sino que ademas debe de poderse emplear en la toma de
decisiones futuras del dominio, esto lo hace relevante segtin Faloustuos [5].

En la ultima década crecio el interés por el KDD ( Knowledge Discovery in Databases)
y su relacion con la Mineria de Datos. En [3] Usama M. Fayyad define el KDD como:
“el proceso no trivial de identificar en los datos patrones validos, potencialmente utiles,
novedosos y finalmente entendibles” .

Los patrones son hechos que describen caracteristicas de un subconjunto de todos los
datos, éstos requieren ser validos o tener un grado de certeza, deben ser nuevos para el
sistema, ademas de utiles para la organizacion y finalmente entendibles.

El proceso de KDD es el proceso de utilizar métodos de Mineria de Datos para extraer
conocimiento. El descubrimiento de conocimiento es la evaluacion y posible interpretacion
de los patrones encontrados para tomar la decision de que es conocimiento y que no lo es.

El conocimiento se puede clasificar de la siguiente manera de acuerdo a Adriaans &
Zantinge [4] :

*  Shallow Knowledge: que es el que se obtiene con un qguery language.
* El conocimiento multidimensional, obtenido con la utilizacion de herramientas de
procesamiento analitico (OLAP)



El conocimiento escondido que se puede obtener con el reconocimiento de patrones

por asociacion.

Y el wnocimiento profundo, este conocimiento solo es encontrado en las bases de
el resultado de una busqueda minuciosa en un determinado espacio. Este tipo de

datos si se tiene una idea de que es lo que se quiere encontrar o en donde buscar, es
conocimiento al igual que el anterior se encuentra utilizando técnicas de Mineria

de Datos.
El proceso de KDD, mostrado en la figura 2.1, es un proceso interactivo e iterativo en el

cual los pasos basicos son los siguientes:

Conocimiento %Deﬁnicién objetivo

4

Dominio
Aplicacion
Consolidacion
Interpretacion de Conocimiento
Interesante y Novedoso
=— Preparacion Tablas
Mineria
y 4
o\

Realizacion Seleccion
Mineria Técnica Mineria

Fig. 2.1 Proceso de KDD

Conocer el dominio de aplicacion, y el conocimiento previo relevante, asi como las
realizar el trabajo de

1.
metas finales.
2. Crear el conjunto de datos objetivo, en el cual se va a
3. La preparacion de los datos (fig. 2.2), la eliminacion de ruidos y la reduccion del

“descubrimiento”.
nimero de variables a ser consideradas; es decir, la depuracion de los datos

Def. de

Objetivos
Transformacior
de Datos
Dependencias
con el tiempo

Fig. 2.2 Preparacion de Datos

Tabla
Inicial




La preparacion de esta tabla inicial es de suma importancia, ayuda a encontrar el
conjunto de datos de cualidades mas importantes para que éstas puedan ser
manipuladas durante el proceso de mineria. Las caracteristicas deben ser
codificadas en un formato numérico, como verdadero/falso o con valores o cdodigos
numéricos. Para poderlas clasificar se requiere un objetivo bien definido.

Una gran cantidad de datos para entrenamiento y pruebas pueden parecer utiles
pero pueden reducir el comportamiento del software o herramienta empleada para
realizar la Mineria de Datos, especificamente cuando se requieren realizar
numerosas iteraciones en donde se repiten experimentos para encontrar la solucion
deseada. En este proceso de reduccion (fig. 2.3) se pueden emplear técnicas
estadisticas para encontrar las dependencias entre los datos y eliminar las
caracteristicas y valores que no son significativos para la busqueda de la
informacion deseada.

Métodos de reduccion de
datos

Tabla de
Conjunto de | N datos Conjunto de datos
Tabla datos de T—®{Reduccion de valores y reducida final de pruebas
Inicial entrenamiento caracteristicas y de entrenamient
inicial

Test inicial de pruebas

Fig. 2.3 Proceso de Reduccion de Datos

Elegir la técnica que se utilizara para hacer la Mineria de Datos, clasificacion,
regresion, etc.

Seleccionar el método que se utilizara para buscar patrones en los datos.
Generalmente la eleccion de la técnica correcta para cada problema depende de la
experiencia del analista y del conocimiento que tenga sobre el dominio de
aplicacion.

Realizar la Mineria de Datos.

Interpretar los patrones encontrados y analizar la posibilidad de hacer una nueva
iteracion.



8. Consolidar el conocimiento encontrado y validarlo con algin usuario.

La mayor parte de investigacion y publicaciones en KDD se ha enfocado
principalmente en el proceso de Mineria de Datos y no en el proceso completo segin
Ronald J. Brachman y Tej Anand [3]. De acuerdo con estos dos autores, la experiencia del
analista y el conocimiento del dominio de aplicacion es sumamente importante para definir
una “metodologia” especifica.

Las tareas mas complicadas son las del descubrimiento de la tarea o técnica a emplear,
el descubrimiento de los datos y la depuracion de los datos. Estas son consideradas tareas
con enfoque humano y no dependen de una correcta utilizacion de las herramientas sino
del conocimiento del dominio de aplicacion y de la experiencia del analista.

2.2 Técnicas y Métodos de Mineria de Datos

Las dos metas de la practica de la Mineria de Datos son la descripcion y la prediccion.
La prediccion se refiere a utilizar algunos campos de la base de datos para predecir valores
futuros de variables de interés. Y la descripcion se refiere a encontrar patrones entendibles
que describan los datos, ademas de ayudar a encontrar anomalias en los datos. Los dos
estilos basicos de Mineria de Datos son la prueba de hipdtesis sobre los datos y las de
descubrimiento direccionado o no de conocimiento.

Para alcanzar cualquiera de estas dos metas existen las tareas primarias de la mineria de
datos, que son : la clasificacion, la regresion, el clustering, la sumarizacién y los modelos
de dependencia. Los algoritmos que existen para poder realizar estas tareas contienen los
siguientes elementos [3]:

* La representacion de los datos mediante un modelo que permita descubrir patrones
de comportamiento. Generalmente se utiliza el conjunto de datos de entrenamiento
para este proceso.

* La evaluacién del modelo, o sea la exactitud de la representacion de los datos de
entrenamiento.

 La busqueda del método, que consiste en la busqueda de los parametros que
optimizan el criterio de evaluacion del modelo, generalmente se requiere un
proceso recursivo para obtener los pardmetros Optimos. Al mismo tiempo que
ocurre la busqueda de parametros ocurre la busqueda del modelo que representa
mejor el conjunto de datos.

La mayoria de los algoritmos que utiliza la Mineria de Datos provienen de la
estadistica, las ciencias computacionales y de la investigacion en inteligencia artificial.



En base a [7] las técnicas de Mineria de Datos pueden ser divididas de la siguiente
manera:
* Las que utilizan retencion de datos. En este tipo de técnicas una vez que un dato es
analizado se guarda para compararlo con el patrén encontrado. La técnica del
vecino mas cercano es un ejemplo.

» Las que obtienen patrones, que se pueden subdividir en las técnicas logicas, con
ecuaciones o de tabulaciones cruzadas.

-Las de caracteristicas 16gicas pueden trabajar con datos numéricos y con no
NuUMEricos.

-Las de tabulaciones cruzadas son muy parecidas a las hojas de célculo, con las
columnas y los encabezados como atributos.

-Las técnicas que utilizan ecuaciones son las que buscan construir ‘“una
superficie”. Utilizan ecuaciones para generar esta superficie y luego miden las
distancias entre la superficie para realizar predicciones.

2.21 Métodos

A continuacion se hace una breve descripcion de los métodos empleados en Mineria de
Datos conforme a la clasificacion de Aggarwal & Yu [13]:

a) Reglas de asociacion. Este tipo de algoritmo busca encontrar correlaciones interesantes
entre los datos y sus diferentes atributos, estas correlaciones son reglas que existen entre
los datos y que tiene un cierto grado de certeza o exactitud. Una regla de asociacion como
enunciado puede ser: “el 90% de los clientes que compran pan y mantequilla (antecedente)
también compran leche (consecuencia)”. Su ventaja es que genera reglas de muy facil
entendimiento y su desventaja es que se requiere de muchas iteraciones.

b) Clustering. Estos algoritmos agrupan registros similares en segmentos que tienen cierta
similitud entre un grupo de puntos. Cada uno de estos segmentos debe ser tratado de
manera diferente. Estos algoritmos son conocidos como algoritmos de aprendizaje no
supervisado y se basan ampliamente en métodos estadisticos. Su ventaja es que pueden
generar reglas claras sobre los datos sin necesidad de supervision y su desventaja es que el
tratar de encontrar reglas que cubran Optimamente todos los clusters encontrados en un
conjunto es un problema NP-hard'.

¢) Arboles de Decision. Estos clasificadores, que son supervisados, utilizan un arbol de
decision para dividir o clasificar los datos hasta que cada particion contenga la mayoria de
los ejemplos de una clase. El split point en un arbol de decision es un nodo en el arbol que

! Los problemas NP-hard son un subconjunto de la clase NP (problemas para los que no se puede tener una
solucion en tiempo polinomial para todas sus instancias) con la caracteristica de que todos los problemas de
ésta clase pueden ser reducidos a él (como el problema del agente viajero) [52].



se utiliza como condicion para decidir como se deben dividir los datos. Las ventajas de los
Arboles de Decision son que corren muy rapido y producen resultados de muy facil
interpretacion. Una de sus desventajas es que pueden producirse resultados poco exactos.

d) Vecino mas cercano. Este algoritmo encuentra los vecinos mds cercanos del dato de
prueba y le asigna un identificador de clase de la misma que tengan sus vecinos mas
cercanos. También es facil de interpretar el resultado que producen estos algoritmos, pero
su desventaja es que produce una gran cantidad de reglas para un conjunto de datos
pequefio.

€) Redes Neuronales. Se basan en el modelo del cerebro humano. Es una estructura de
datos de funciones a las que le son dadas unos pesos de entrada, producen un output que es
el identificador de una clase. Cada dato es alimentado en la red neuronal, las funciones van
siendo modificadas conforme a los rangos de error producidos a la salida. Estos algoritmos
requieren de mucho entrenamiento aun cuando los conjuntos de datos sean pequefos. La
ventaja principal es que producen resultados muy exactos y su desventaja, ademas del
tiempo que les toma el entrenamiento, es que los resultados no son féciles de interpretar.

e) Algoritmos Genéticos. Estos algoritmos son utilizados para encontrar dependencias entre
las variables. Las combinaciones de soluciones potenciales compiten entre ellas y la mejor
solucién es seleccionada y combinada con otras. También producen resultados exactos y su
desventaja es que los resultados que arroja también son dificiles de comprender.

/) Redes Bayesianas Son grafos direccionados aciclicos que representan distribuciones de
probabilidad. Los nodos representan atributos y estados; las aristas representan las
dependencias probabilisticas entre ellos. Al agregar conocimiento experto (proveniente de
expertos en el dominio de aplicacién) la red neuronal es modificada. Una ventaja que
tienen las redes bayesianas es que sus resultados son muy ficiles de interpretar, la
desventaja es que la probabilidades deben ser introducidas por un experto del dominio de
aplicacion.

Cada uno de estos algoritmos tiene sus debilidades y fortalezas y no hay un sblo
algoritmo que pueda ser utilizado para resolver todos los problemas. Una forma de
optimizar el desempefio de los algoritmos es combinando los resultados de varios métodos;
por ejemplo, combinar Arboles de Decisién con Redes Neuronales.

En la siguiente parte se hace una descripcion mas detallada de dos de las técnicas mas
populares de Mineria de Datos y que fueron empleadas en este proyecto. Son las mas
populares porque los Arboles de Decision son capaces de generar reglas de fécil
entendimiento y las Redes Neuronales generan modelos predictivos muy exactos.



2.2.1.1 Arboles de Decisidn

Esta técnica de caracteristica logica se puede dividir en dos tipos, conforme a [2]:

Arboles de clasificacién. Sirven para identificar datos y asignarlos a la clase
apropiada. Los arboles de clasificacion aseguran que un dato sea clasificado correctamente.

Arboles de regresion. Estiman el valor de una variable objetivo que toma valores
numericos.

Estos arboles son construidos a partir de un proceso de particion recursiva, cada rama
del arbol es una prueba a una variable que parte el espacio en dos, los algoritmos de
Arboles de Decision buscan que los datos resultantes de la division sean mas “puros” que
le nodo del que provienen. El proceso contimia hasta que ya no se encuentran divisiones
que sean utiles para el modelo predictivo.

La primera tarea es la de identificar el nodo inicial, esto significa decidir cual de los
campos independientes es el mejor para comenzar con las particiones sucesivas. El criterio
para elegirlo es tomar aquel que hace la mejor separacion en dos grupos en donde una sola
clase predomina. La medida que se utiliza para evaluar a un posible nodo raiz es la
reduccion en diversidad [2].

El indice de diversidad es conocido en Mineria de datos como el indice GINI y es la
probabilidad de que uno de los dos elementos de una poblacion elegidos al azar pueda
pertenecer a diferentes clases. La probabilidad de que cualquier clase sea elegida dos veces
en una fila es P* el indice de diversidad es simplemente 1 menos la suma de todas las P2,
Cuando se tienen unicamente dos clases el indice GINI queda: 2Py (1- Py) .

En los algoritmos de Arboles de Decision todos los campos son evaluados y también
cada particién posible. La mejor es la que tiene mayor decremento en diversidad, esto se
repite para cada campo y el ganador se elige como la caracteristica de particion para el
nodo.

Existen otras medidas de diversidad, otra de ellas es la de la Entropia. Estas funciones
tienen un maximo en donde las probabilidades de las clases son iguales y todas cero
cuando el conjunto contiene una sola clase. Los resultados entre el criterio de la Entropia y
GINI pueden ser ligeramente diferentes, es por ello que los paquetes de software permiten
al “minero” elegir, pues no hay una que sea la mejor.

Después de que se ha elegido al nodo inicial, se contina con las divisiones. Si todos los
resultados de un nodo son los mismos en las pruebas de diversidad, no tiene caso dividir el
nodo y éste es llamado un “nodo hoja”. También se encuentra un nodo hoja cuando no hay
un decremento significativo en la diversidad de un nodo dado.



Un arbol puede crecer indefinidamente y dar resultados que no son utiles. Para evitar
esto se utilizan técnicas de “poda” o tipo bonsai. La técnicas de bonsai prueban cada nodo
para ver si es conveniente hacer una nueva division. Los métodos de poda; en cambio,
permiten que el arbol crezca y luego eliminan las ramas que no sirven para generalizar.
Esto se logra comparando los resultados entre el conjunto de datos de entrenamiento y el
conjunto de datos de pruebas; en donde el rango del error entre ellos sea significativo se
decide podar el arbol.

Algunos algoritmos de Arboles de Decision primero transforman los datos numéricos a
forma binaria y luego los tratan como datos categdricos, esto puede generar pérdida de
informacion. El manejo de variables categoricas también puede generar problemas, pues
una variable categérica puede dividirse en cada valor de la variable y ocasiona arboles con
muchas hojas y que rapidamente se quedan sin datos para dividir.

Los métodos de Arboles de Decision son una buena eleccién cuando la tarea es
clasificar los datos o predecir resultados. También son una buena opcion cuando se desean
generar reglas que son faciles de entender y explicar y que pueden ser traducidas
facilmente a SQL o a lenguaje natural.

Un software muy conocido es el CART, que utiliza el criterio GINI para hacer
particiones [10]. C5 es otro software muy utilizado para ayudar en la tarea de clasificar
los datos, éste emplea el criterio de la Entropia. No hay ninguna regla escrita sobre cual de
los criterios para dividir datos es mejor. Es por ello que se deben hacer numerosas pruebas
para ver con cudl se obtiene mejores resultados.

La preparacion de los datos para utilizar este tipo de algoritmos es relativamente facil
porque los datos se pueden introducir directamente de hojas de calculo y los valores no
requieren de normalizacion.

Como ya se menciond anteriormente, una de las ventajas de los Arboles de Decision
sobre otros métodos es que es un método relativamente rapido y que sus resultados son
faciles de interpretar. Como regla es mas facil de interpretar y mas confiable un arbol de
profundidad corta que uno muy largo [9]. Para mejorar la calidad de los resultados de un
arbol de decision es conveniente que se utilicen otros métodos con el fin de afinarlos.

2.2.1.2 Redes Neuronales

Esta es una de las técnicas mas utilizadas en Mineria de Datos. La definicion de
una red neuronal segun [12] “..una NN es una red de muchos procesadores simples
(“unidades™), cada uno teniendo una pequefia cantidad de memoria local. Estas unidades
estan conectadas mediante canales de comunicacion (‘“‘conexiones”) que generalmente
tiene datos numéricos codificados. Estas unidades operan con sus datos locales y con los
datos de entrada que reciben por medio de sus conexiones.”
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En terminologia de Redes Neuronales una red tiene una capa de entrada y una capa
de salida. Cada una de las entradas adquiere su propia unidad, estos datos de entrada no
son generalmente los datos originales, sino una transformacion de los mismos. Cada
unidad de entrada estd conectada a la de salida con un peso. Generalmente existe una capa
escondida entre la capa de entrada y la capa de salida y es conocida como la capa
escondida en donde existen unidades escondidas. El valor del output es calculado con la
funcion de activacion de la unidad de salida, que es alimentada con los pesos de las
unidades escondidas. Los pesos producidos por las unidades escondidas son también
funciones de las unidades de entrada, que estdn conectadas a todas las unidades
escondidas.

La figura 2.3 muestra el esquema de una red neuronal con una sola capa escondida y
de tipo feed-forward, que significa que los datos entran por los nodos de entrada y salen
por los de salida sin que exista ningun ciclo de regreso. Esta es conocida como una red
estandar, pues esté totalmente conectada y es de tipo feed-forward.

Dentro de cada red neuronal existe una funcién de activacidbn que consiste en una
funcién de combinacion y una funcion de transferencia. La funcion de combinacion es la
suma ponderada con los pesos de las entradas.

Las funciones de transferencia pueden ser de distintos tipos, generalmente son
senoidales o en forma de campana, se eligen de este tipo porque cualquier curva puede
acercarse con un grado de confianza aceptable a cualquiera de estos dos tipos de funciones.
La funcion de transferencia calcula el valor de salida con el resultado de la funcién de
combinacion.

Capa de Salida

Capa de entrada Capa Oculta

Fig. 2.4 Red Neuronal Standard
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El entrenamiento de una red neuronal es el proceso de asignar los pesos a las entradas
de cada una de las unidades, de tal manera que se obtenga la mejor prediccion. Las
entradas son los atributos de un caso. Este problema de optimizacién se resuelve utilizando
la técnica de retropropagacion, que es la técnica que utilizan la mayoria de las
herramientas con algoritmos de Redes Neuronales.

El primer paso del entrenamiento con retropropagacion es calcular la salida para la
instancia con los pesos existentes en la red. El segundo paso es el célculo del error
tomando la diferencia entre el resultado calculado y el esperado (el actual). Por tultimo el
error es utilizado para ajustar los pesos y se repite el proceso.

Los pesos se ajustan calculando que tanto es afectada la salida por cada una de las
entradas. Esto es, se estima qué tanto el error incrementa o decrece el cambio en cada uno
de los pesos de los datos de entrada. Cuando los pesos ya no cambian y el error no decrece
se dice que la red ha aprendido los valores de entrada y se detiene el entrenamiento.

Las Redes Neuronales son una buena opciéon para la mayoria de las tareas de
clasificacion y de prediccion, cuando los resultados son mdas importantes que el
entendimiento del modelo. Para problemas de clasificacion, cada clase es representada por
una salida separada. Para cada caso “cero” es asignado a la clase incorrecta y “uno” es
asignado a la clase correcta.

Las Redes Neuronales requieren un transformacion cuidadosa de los datos de entrada
y éstos deben de ser numéricos.

Una red neuronal debe trabajar con datos no faltantes, si hubiera filtantes estos deben
de estimarse para un buen desempefio de la red neuronal.

Una de las desventajas de las Redes Neuronales es que no trabajan bien con grandes
cantidades de datos debido a que le dificultan a la red encontrar patrones y pueden causar
fases de entrenamiento muy largas y que no converjan a ninguna soluciéon, ademas de
incrementar la complejidad de la misma. Una solucion a esta desventaja es combinar las
Redes Neuronales con Arboles de Decision, alimentando a la red neuronal unicamente
aquellos atributos con fuerza predictiva que resultaron de la modelacion con Arboles de
Decision, con lo que se reduce la complejidad de la red.

Otra desventaja es que si el conjunto de datos es muy grande, el tiempo que se
requiere para entrenar la red es mucho. En términos computacionales se puede hablar de
tiempos de cpu por dia o semanales.

Si se busca una solucién verdaderamente confiable, la utilizacion de Redes Neuronales

es sugerida [9] porque tienen la capacidad de ofrecer un entrenamiento Optimo comparado
con otros métodos.
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El empleo de Redes Neuronales en la preparacion de modelos predictivos para series
de tiempo es generalmente una estrategia adecuada para este tipo de datos [29]. Las series
de tiempo son tipos de datos que representan diferentes momentos en el tiempo, cada
registro esta ordenado por los valores de este registro. Para cada valor del tiempo, otros
atributos guardan la informacion sobre las propiedades coocurrentes del objeto [3].

2.3 Comportamiento de los modelos

El ultimo paso en la elaboracion de los modelos es verificar como se comportan con
datos no vistos o con el conjunto de datos de prueba. En algunas situaciones es deseado
que el modelo prediga unicamente los atributos que satisfacen el atributo de prediccion y
en otros se busca que la certeza de que no lo satisfagan sea exactamente de un 100 por
ciento.

Para medir el comportamiento de un modelo se pueden utilizar matrices de confusion
(fig. 2.5), las cuales miden si el modelo se ha confundido o no, esto es, si el modelo eta
cometiendo errores en la prediccion [2].

Datos Reales
Si No
o
._g Si 10% 25%
(7]
‘0
c
©1No 25% 40%
o

Fig. 2.5 Matriz de Confusion

En la figura 2.5 se muestra que el modelo clasifico correctamente el 10 por ciento de

(1942

los datos “si” y el 40 por ciento de los datos “no”. El 25 por ciento de los datos fue
clasificado equivocadamente como “si” aunque en realidad eran “no”. La exactitud de
prediccion del modelo evaluado con esta matriz de prediccion fue del 50 por ciento, porque

solo la mitad de los datos fueron clasificados en la clase correcta.

Otra forma de medir el comportamiento de los modelos es con grafica de
levantamiento. En estas graficas el eje horizontal representa la calificacion de los datos
conforme al modelo. Por ejemplo un 10 por ciento representa el 10 por ciento de las mas
altas calificaciones con el modelo. El eje vertical representa la densidad de las salidas,
entre mas alta, mejor el desempefio del modelo.

13



2.4. Mineria de Texto

Existen varias tecnologias para manejar documentos. Una forma de clasificarlas es
como aparece en la siguiente tabla [22]:

Analizar texto con técnicas de Mineria de Datos puede ser muy complicado, porque el
analisis de palabras escritas considera aspectos como el entendimiento de la lectura
humana y la comprension del texto. Sin embargo, existen numerosas aplicaciones y
algoritmos que han resultado utiles en la Mineria de Texto.

. x . . . Representacion Procesamiento .
Funcion Proposito Tecnologia 3 Salida
de datos de Lenguaje Naturall
, e enfoca a datos o . . .
Busqueda de See toca a dato Retribucion de  [Caracteres, enunciados,| Extraccion de Conjunto de
relacionados a un . .y
documentos . e informacion palabras clave palabras claves documentos
topico especifico

P ., . . Analisis de la

Organizacion de Revision de Clustering, Conjunto de palabras T Clusters de
i . & distribucion de

documentos topicos Clasificacion claves documentos
palabras claves

- Informacion

Extraccion de (;)i eriga
Descubrimiento de informacion NLP, Mineria de - Analisis semantico, S
A . .. ., |Conceptos semanticoy . . . - (patrones,
conocimiento interesante de los Datos, Visualizacion analisis de intencion .
; tendencias,
contenidos
etc.)

Tabla 2.4.1 Comparacion de tecnologias para manejo de documentos

En general la Mineria de Texto es semejante a la Mineria de Datos porque trabajan
con grandes volumenes de datos pero, mientras la Mineria de Datos extrae y analiza datos
estructurados, la Mineria de Texto maneja grandes volimenes de datos no estructurados y

de tipo texto.

La extraccion de conocimiento o conceptos de un texto a través de Mineria de Texto
presenta dificultades por las ambigliedades que pueden existir en el lenguaje natural; es
decir, una palabra puede tener varios significados y el que se esta utilizando dentro de un
texto depende totalmente del contexto. Y las mismas ambigiiedades ocurren con las
palabras que tiene sindnimos.

Esto es pues el verdadero reto de la Mineria de Texto: extraer conceptos, entender el
contexto y la intencion, y no solamente palabras claves.

En el caso del TAKMI (Text Analysis and Knowledge Mining) de IBM [22], se
siguen los siguientes pasos para extraer conceptos:
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* Se crea un diccionario semantico, unificando sinénimos para que estos al
categorizarse sean tratados de manera semejante. Este diccionario es creado y
validado junto con los conocedores del dominio de aplicacion. Este trabajo puede
parecer largo y dificil pero para los expertos del dominio puede resultar bastante
facil.

Washington [persona]
Washington [queja]

« Se asocian las intenciones comunicativas con los predicados para analizar las
caracteristicas gramaticales y de esta manera “ fall6” queda como sigue:

(a) X fallo. — fall6 [queja]
(b) X no fall. —= no fall6 [aprobacion]
(c) Fallo X? —= fallo [pregunta]

La extraccion de la intencidn se hace después de categorizar cada palabra y grupos
de verbos conforme a la intencion que puedan tener:

querer + VERBO —= VERBO [solicitud]
por favor + VERBO —= VERBO [solicitud]

« Se extraen dependencias entre los pares de palabras analizados. Generalmente un
sustantivo y un verbo en una oracién sin otro verbo o conjunciones es considerada
una dependencia.

El Programa A es bueno, pero el Programa B es malo.

—3 Programa A [software]...
bueno[aprobacion],
Programa B [software]
malo[queja]

El Programa A borrd el Programa B.
— 4 Programa A [software] ...
borrd[queja],
borro [queja] ... Programa B[software]

Una vez que los conceptos han sido extraidos se les aplican técnicas de Mineria de
Datos y se pueden observar las tendencias de los topicos de los textos revisados y analizar
las asociaciones por concepto de los contenidos de cada texto o documento.
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Los algoritmos existentes pueden clasificarse en modelos de texto a nivel palabra, a
nivel caracter y algunos a nivel palabra, y si encuentran una palabra nueva, cambian a
nivel caracter [15].

En el caso de Clasitex [17 y 18], que es otra herramienta de Mineria de Texto, el primer
paso para la identificaciéon de un tdpico es el conteo de caracteres y el segundo paso es
utilizar un “arbol de conceptos, que es un grafo aciclico en el cual cada nodo es un
término que representa a un concepto y las aristas representan relaciones entre conceptos”
[18].

El andlisis de un documento ocurre cuando se determina la repeticion de los conceptos
en el mismo, o sea, se cuentan, y los conceptos con mayor densidad son los que se refieren
al topico del texto.

Segiin un articulo del DCI's L.T. News [14] una buena herramienta comercial para
analizar texto debe tener los siguientes procesos automatizados:

a. Indices y extraccién de texto. Automaticamente lee grandes cantidades de
texto y extrae las frases relevantes.

b. Clustering de conceptos. Una vez que las frases son identificadas la mineria
de texto identifica la relacion entre estas frases. Construye una red léxica ,
agrupando las frases relacionadas y marcando las caracteristicas mas
importantes de estos grupos. Los patrones resultantes muestran los topicos
mas importantes de la coleccion de texto.

c. Despliegue de Resultados. Una buena herramienta debe mostrar las
relaciones encontradas en un mapa grafico facil de entender.

Resumen

Ya que no se encontrd en la literatura ninguna aplicacion de Mineria de Datos en datos
académicos como la realizada en esta investigacion, los antecedentes son unicamente la
descripcion tedrica sobre el proceso de descubrimiento de conocimiento en bases de datos
(KDD) y sobre los algoritmos de Mineria de Datos y Texto que se pueden emplear en el
mismo.

El proceso iterativo de extraccion de conocimiento escondido o profundo de las bases
de datos de una organizacion requiere de: el conocimiento del dominio de aplicacion,
definicion de un objetivo, la preparacion y depuracion de los datos a explorar, la seleccion
de la técnica de Mineria de Datos apropiada, la realizacion de la Mineria de Datos, la
interpretacion de los datos y la consolidacion del conocimiento encontrado.
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Existen diferentes métodos empleados en Mineria de Datos, entre ellos se encuentran
las reglas de asociacion, los Arboles de Decision, las Redes Neuronales y las redes
bayesianas. Ninguno de los algoritmos es mejor que otro, cada uno tiene sus debilidades y
fortalezas por lo que en numerosas aplicaciones resulta conveniente la utilizacion de la
combinacion de algoritmos.

En el capitulo se describié detalladamente los dos algoritmos utilizados en esta
investigacion: el de Arboles de Decision y el de Redes Neuronales. La eleccion de estos
dos algoritmos se debe a las caracteristicas de los datos que fueron sometidos a la Mineria
de Datos[41].

Por ultimo se defini6 la diferencia entre Mineria de Datos y Mineria de Texto, ademas
de una breve descripcion de dos algoritmos que se emplean para la extraccion de
conocimiento de texto.
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Capitulo 3.

Hallazgo de Conocimiento en Bases de Datos
Académicas

3.1 Definicién del Problema

El objetivo del analisis de las bases de datos de los procesos escolares del Tec de
Monterrey fue conocer el comportamiento de los clientes alumnos. Se realizd un analisis
de la poblacion de algunas de las carreras profesionales que se imparten en esta Institucion
y su relacion con las poblaciones de alumnos becados, con la de alumnos segiin su género
y la procedencia geografica de los mismos con respecto al campus en el que estudian.
También se analizaron los registros de los procesos escolares sobre los alumnos nacionales
que estudian algiin semestre en el extranjero y su relacion con la poblacion de las carreras
profesionales.

La iniciativa de realizar un estudio con técnicas de Mineria de Datos del
comportamiento de los alumnos del Tec de Monterrey obedece al interés por conocer
mejor a los clientes alumnos para caracterizarlos, asi como para satisfacer una de las
estrategias que tiene el Tec de Monterrey en el cumplimiento de su mision: la
Internacionalizacion del Instituto.

Los datos con los que se contd para esta investigacion son los indicadores de
internacionalizacion de la Direccion de Programas Internacionales del Tec de Monterrey
actualmente [19] que contiene registros de las materias que los alumnos han cursado en el
extranjero, en que Universidad y por cual materia del plan de estudios de la carrera
correspondiente a la que estudia el alumno se le ha revalidado.

En el caso de las bases de datos objetivo de este estudio, en la literatura no se encontrd
reportada una metodologia para estudios de datos académicos ni algin trabajo semejante.
Sin embargo, existen reportadas numerosas aplicaciones en diferentes dominios
principalmente los estudios realizados a las grandes bases de datos de compaiias
telefonicas y de datos médicos [2], las cuales muestran la utilidad y la eficiencia del
empleo de Mineria de Datos para analizar la informacion con la que cuenta una
organizacion como resultado de las actividades de la misma.

También se contd con los datos que la Direccion de Efectividad Institucional publica

en el Anuario Estadistico del Instituto como indicadores académicos. En estos se incluyen
también datos estadisticos de los alumnos que participan en los intercambios académicos.
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Los indicadores académicos son el resultado de la integracion de los datos estadisticos,
principalmente académicos, del Tec de Monterrey. Las areas mdas importantes que se
analizan en estos reportes son las relacionadas a alumnos, profesores, cursos e
infraestructura del sistema [26].

Como parte del proceso para lograr el objetivo de la clasificacion de la poblacion de
alumnos segun sus caracteristicas, se organizaron y transformaron los datos de los
Indicadores Académicos existentes para aplicar una Mineria de Datos efectiva. Este
proceso fue necesario para garantizar las mejores respuestas al final del proyecto [9]. El
andlisis de clasificacion y tipificacion de poblacion de alumnos a partir de las tablas de
mineria resultantes del proceso anterior, se realizar6 con herramientas de Mineria de
Datos, especificamente con algoritmos de Arboles de Decision y de Redes Neuronales.

Otra parte del problema fue encontrar las equivalencias de las materias que se
imparten en las universidades con las que existe el convenio de intercambio de alumnos y
las materias de los planes de estudio del Tec de Monterrey, con el fin de preparar paquetes
de especialidades y ayudar en la eleccion de materias que ®ran cursadas por los alumnos
en el extranjero.

La experiencia académica de los alumnos en el extranjero se promueve por medio de
las siguientes opciones: [19]

» Intercambio Internacional. El alumno es parte del alumnado regular de la
universidad. Ias clases que podra tomar son las que la universidad ofrezca para sus
alumnos durante ese semestre.

* Semestre de Especialidad Profesional. La duracion es de un semestre y las clases
son impartidas por la universidad especialmente para los alumnos del Tec de
Monterrey. Una de las ventajas de este programa contra el anterior es que en éste se
conocen con anticipacion exactamente que materias seran ofrecidas por la
universidad.

» Semestre de Idiomas. Estos programas son disefiados para aquellos alumnos cuyo
principal interés es dominar una segunda lengua.

» Semestre de Practicas Profesionales. El objetivo es poner en practica todos los
conocimientos adquiridos en las aulas, aplicdndolos a empresas del sector publico o
privado de diferentes paises.

En los programas semestrales de especialidad, se puede cursar un maximo de seis
materias, en el caso del Programa de intercambio varia dependiendo de la universidad a la
que el alumno desee ir, ya que tu tiene derecho a llevar carga completa en la universidad y
esto es variable, en la mayoria de los casos es entre cuatro y cinco materias.

El proceso de la eleccion de materias que el alumno desea cursar en el extranjero es

tipicamente el siguiente: el alumno revisa el catdlogo de cursos de la universidad para
conocer las materias referentes a la carrera que cursa, revisa cuales son las que ofrece la
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universidad en cuestion y cudles son las que al alumno le faltan por cursar. El Director de
Carrera revisa junto con el alumno las materias elegidas y le indica las materias del plan de
estudios que le seran revalidadas.

La Direccion de Programas Internacionales del ITESM actualmente cuenta con
indicadores de internacionalizacion [19] y con registros de las materias que los alumnos
han cursado en el extranjero, en que Universidad y por cual materia del plan de estudios de
la carrera correspondiente a la que estudia el alumno se le ha revalidado.

El Tec de Monterrey actualmente tiene 112 convenios bilaterales de intercambio de
estudiantes: En Norteamérica: Estados Unidos y Canadd; en América Latina: Argentina,
Chile, Ecuador y Venezuela; en Europa: Alemania, Espana, Francia, Holanda, Italia,
Noruega, Reino Unido, Suecia y Dinamarca; en Asia: China, Japon, Singapur y Tailandia y
en Oceania: Australia.

La clasificacion de materias de universidades extranjeras que corresponden a los
contenidos académicos de las materias impartidas en los programas de profesional del Tec
se realiz0 con herramientas de Mineria de Texto. Se espera que en un futuro la aplicacion
de Mineria de Texto en todos los contenidos académicos de las materias impartidas en el
Tec contra las de algunas universidades permita preparar “paquetes de especialidad” para
cada carrera por universidad extranjera para facilitarle al Director de Carrera el proceso de
la seleccion de materias a ser revalidadas y brindarle al alumno un mejor aprovechamiento
académico durante su estancia en el extranjero.

Este trabajo, si bien no pretendid obtener el producto final, si espera sirva como base
para la preparacion de nuevos “productos académicos”.

3.2 Hipétesis

La hipotesis de este proyecto es que es posible extraer informacion valiosa o
conocimiento de las bases de datos de los procesos escolares del Tec de Monterrey y de
los contenidos académicos de los planes de estudio de esta Institucion utilizando técnicas
de Mineria de Datos y de Texto.

Partiendo de  lo anterior se desea encontrar la respuesta a los siguientes
cuestionamientos:

» Existe conocimiento desconocido y valioso en las bases de datos que componen
los Indicadores Académicos del Tec de Monterrey?

» Es posible identificar algun tipo de comportamiento en los alumnos que participan
en intercambios académicos a través de la Direccion de Programas Internacionales?
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» Existe relacion entre las carreras impartidas en cada campus con la poblacion de
alumnos becados, con la procedencia geografica de los alumnos por campus y con
la poblacion de alumnos segun su sexo?

» (Es posible preparar paquetes de especialidad con las materias equivalentes de la
Institucion y las de universidades extranjeras?

» Existe equivalencia con alguna de las especialidades que existen actualmente en
las carreras profesionales del Tec de Monterrey?

* [ Se podra utilizar esta informacion en el disefio de productos académicos?

3.3 Metodologia y Alcance

3.3.1 Metodologia

La metodologia para la extraccion de conocimiento de las bases de datos con las que
se conto para esta investigacion fue la metodologia explicada en el capitulo dos.

Una vez definido el objetivo o descripcion del problema, el siguiente paso es la
preparacion y depuracion de los datos a explorar. En el capitulo cuatro se describira el
proceso seguido para la preparacion de las tablas de mineria de entrenamiento y prueba.

La seleccion de la técnica de Mineria de Datos apropiada es el siguiente paso. Para
resolver el problema de esta investigacion, éste se ha dividido en dos partes. La primera
parte consistié en clasificar y tipificar con una herramienta de Arboles de Decision la
poblacién de alumnos inscrita en la Direccion de Ingenieria y Arquitectura (DIA) desde
1998 en el Sistema Tec de Monterrey. Este andlisis generd el conocimiento del
comportamiento de los alumnos y también la base para preparar las tablas de mineria que
fueron sometidas a un analisis con un algoritmo de Redes Neuronales.

En esta primera parte se utilizo la herramienta de Arboles de Decision que tiene el
Sipina [24], el método empleado fue el C4.5. Después de haberse sometido a la
clasificacion con este algoritmo se emple6 el de Redes Neuronales de multicapa, que
también esta incluido en esta herramienta, para modelar los atributos de prediccion.

La segunda parte fue la busqueda de equivalencias, este proceso se realizO con
herramientas de Mineria de Texto. Las herramientas con la que se trabajé fueron el IBM
Intelligent Miner for Text [23], el Text Roller y Master Text. [25]

Algunas de las universidades extranjeras con las que el Tec de Monterrey tiene
convenio para los intercambios internacionales de alumnos inscritos en las carreras de
profesional tienen publicadas en web los contenidos académicos de sus materias. Se
clasificaron las materias de acuerdo con los contenidos académicos publicados en el web
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tanto para las universidades extranjeras seleccionadas como para las materias de las
carreras elegidas del Tec de Monterrey.

La realizacion de la Mineria de Datos, la interpretacion de los datos y la consolidacion
del conocimiento encontrado son los ultimos pasos del proceso de KDD y son reportados
en el capitulo de resultados.

Se pretende que los resultados sean utiles para el Instituto y que permitan comprender
el comportamiento de sus clientes alumnos. Los resultados fueron analizados para separar
el conocimiento valioso [27, 28] del conocimiento trivial; que bien puede ser deducido
facilmente de las estadisticas reportadas por la Direccion de Efectividad Institucional del
Tec de Monterrey o que es conocido, como por ejemplo la mayor poblaciéon masculina con
respecto a la femenina en carreras de Ingenieria.

3.3.2 Alcance

Las poblaciones de las carreras que se seleccionaron para ser analizadas son aquellas
carreras de la Direccion de Ingenieria y Arquitectura, DIA, por estar dentro de ella una de
las carreras mas populares y de mayor antigiiedad del Tec de Monterrey, la carrera de
Ingenieria Industrial y de Sistemas, que ademas es ofrecida en todos los campus.

Las carreras que pertenecen a la Direccion de Ingenieria y Arquitectura son:
* Arquitecto (ARQ)
* Ingeniero Agréonomo en Produccién (IAP)
* Ingeniero Agronomo Zootecnista (IAZ)
e Ingeniero Civil (IC)
* Ingeniero en Industrias Alimentarias (I1A)
* Ingeniero Industrial y de Sistemas (IIS)
* Ingeniero Mecanico Administrador (IMA)
* Ingeniero Mecanico Electricista (IME)
* Ingeniero en Mecatrénica (IMT)
* Ingeniero Quimico Administrador (IQA)
* Ingeniero Quimico en Sistemas (IQS)
* Licenciado en Comercio Internacional con especialidad en Agronegocios (LAN)
* Licenciado en Ciencias Quimicas (LCQ)
* Licenciado en Disefio Industrial (LDI)

Los datos con los que se cuenta y con los que se prepararon los modelos predictivos
son los reportados por la Direccion de Efectividad Institucional a partir del afio de 1998
[26]. Se realizaron modelos con las diferentes combinaciones de atributos contenidos en
estos datos para tipificar:

la poblacién de becados,

la poblacion de alumnos segun su procedencia geografica,

la poblacion de alumnos en intercambio internacional,

22



y la poblacion de alumnos de acuerdo con su género

todos ellos con respecto Unicamente a las carreras de la DIA, al periodo (semestre
enero-mayo o agosto-diciembre), y a cada uno de los campus que imparten carreras de
profesional de la Institucion Académica.

La cantidad de datos con los que se trabajo no es la tipica de un proceso de Mineria
de Datos, puesto que son Unicamente el resultado de procesos escolares de cuatro afios. Sin
embargo, los datos representan el comportamiento de una situacion semejante a la actual,
[9] con casi la misma cantidad de campus y carreras y con procesos escolares muy
parecidos entre todos los campus. Ademds solo los datos de estos afios se encuentran
digitalizados.

Una ventaja de trabajar con pocos datos es que es posible reducir el tiempo de
modelacién, especialmente en los modelos preparados con el algoritmo de Redes
Neuronales.

El riesgo que se corre, por otro lado, es que al ser una muestra pequefia de toda la
poblacion no sea ésta la que represente el comportamiento de las diferentes poblaciones de
alumnos por campus.De cualquier manera esta investigacion es la primera que se realiza en
informacion demografica de alumnos inscritos en una universidad y se espera sea de
suficiente interés para continuar explorando los registros que se generan en la
administracion de la poblacion estudiantil.

La aplicacion de Mineria de Texto se desarrolld con los contenidos académicos de las
materias de algunas universidades de Estados Unidos con las que el Tec de Monterrey
tiene convenio en las 4reas de las carreras elegidas para este estudio y que son las de mayor
poblacién de alumnos en el extranjero. Se eligieron universidades de los Estados Unidos
por la conveniencia de que los contenidos académicos de las materias de estas
universidades estan publicados en inglés y los de las materias del Tec estan traducidos a
este idioma.

Los criterios para seleccionar las Universidades con las que s realizard la busqueda de
equivalencias son: que haya habido alumnos del Tec que hayan asistido por intercambio a
dicha Universidad, que estos alumnos pertenezcan a cualquiera de las cuatro carreras que
tienen mayor porcentaje de participacion en Programas Internacionales y que estas
universidades; algo indispensable, tengan publicados en el web los contenidos académicos
de las materias que ofrecen.

Un proceso que puede ser apoyo para la preparacion de especialidades, es la busqueda
de tendencias en las materias que los alumnos han cursado como Tépicos. Cada carrera
tiene hasta cuatro materias que el alumno puede revalidar por uno de estos topicos y que
presentan un patréon de comportamiento que puede predecir la preferencia de los alumnos
de cierta carrera por una especialidad. La informacion sobre los tdpicos que han cursado
los alumnos de la carrera de Ingeniero Industrial y de Sistemas en el semestre agosto-
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diciembre 2002 fue la utilizada para definir el proceso de busqueda de comportamiento de
las materias revalidadas como topicos en cada carrera.

Resumen

En ¢éste capitulo se ha definido el problema que se busco resolver en esta
investigacion: la extraccion de conocimiento y de patrones de comportamiento de bases de
datos de procesos escolares no analizadas con anterioridad con técnicas y herramientas de
Mineria de Datos, asi como las equivalencias entre las materias de las carreras
profesionales del Instituto evaluado y las materias de universidades extranjeras.

La definicion de las hipotesis, asi como las bases datos de donde se extrajeron los
datos para ser depurados y preparar las tablas de mineria también fueron descritas. Las
tablas fueron preparadas con los datos de las carreras de la Direccion de Ingenieria y
Arquitectura provenientes de los anuarios estadisticos. La herramienta utilizada fue el
Sipina que tiene algoritmos de Arboles de Decision y de Redes Neuronales, las que se
consideraron adecuadas por el tipo de datos con los que se prepararian los modelos de
prediccion.

Con respecto a las equivalencias de materias entre universidades extranjeras y el
Instituto evaluado, se defini6 que los contenidos académicos de materias que fueron
sometidos a prueba son de universidades estadounidenses. Las herramientas utilizadas para
este proceso fueron el IBM Intelligent Miner for Text, el Text Roller y Master Text.

Por ultimo, se delimito la buasqueda de preferencias de materias cursadas como
Topicos para la carrera de Ingeniero Industrial y de Sistemas.
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Capitulo 4.

Generacion de Modelos

4.1 Preparacion de Datos Académicos

4.1.1 Aplicacion de Mineria de Texto.

Las carreras que se emplearon para esta parte de la experimentacion fueron:
Licenciado en Administracion de Empresas (LAE), Licenciado en Negocios
Internacionales (LIN), Licenciado en Mercadotecnia (LEM) e Ingeniero Industrial y de
Sistemas (IIS). Estas carreras se eligieron por ser las que tienen la mayor poblacion de
alumnos enviados al extranjero a través de la Direccion de Programas Internacionales [8].

Las materias que se eligieron para ser evaluadas fueron las de los departamentos
académicos con mayor “presencia’ en las cuatro carreras a partir del sexto semestre. Una
vez localizadas se procedid a clasificar cada uno de los contenidos de estas materias; es
decir, utilizar la Herramienta para Mineria de Texto y descubrir la “idea principal” para
cada una de estas materias.

A continuacion se eligieron cinco universidades estadounidenses con las que el Tec de
Monterrey tiene convenio de intercambio para las carreras seleccionadas al inicio de este
proceso. Una caracteristica que tenian que cumplir estas universidades era que debia de
contar con la publicacion de los objetivos por materia en Internet para poder encontrar la
afinidad con las materias del Tec de Monterrey.

El proceso seguido es el que aparece en la figura 4.1 y es descrito a continuacion:

1. Seleccion de materias a evaluar. Son las materias de las cuatro carreras elegidas que
pertenecen a los departamentos académicos de mayor presencia en estas a partir del
sexto semestre.

2. Clasificacion de contenido de materias (Idea principal). Las materias anteriores son
sometidas al andlisis con la herramienta Text Roller para poder obtener la “idea
principal” del contenido académico. Cada uno de estos tdpicos es alimentado a la
herramienta de IBM y a la Mine Text.

3. Clasificacion de departamentos académicos de universidades elegidas. En este paso se
utiliza la herramienta para clasificar los contenidos académicos de las universidades
elegidas. La herramienta ayuda a identificar las materias obtenidas de las paginas web
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en las que se encuentran contenidos con topico semejante a los del Tec de Monterrey y
que fueron identificados en el paso 2.

4. Busqueda de afinidad (materia Tec vs materia del departamento académico del paso
3). Este ultimo proceso se realizd6 manualmente; es decir leyendo los contenidos de las
materias de las universidades, para comprobar la semejanza en los contenidos
académicos por materia y verificar la certeza en la clasificacion.

Extraccion 4 Carreras
de Datos con mas alta

poblacién en Pl Transformacion

de Datns

BD
Programas

Disciplinas
caracteristicas
por carrera

Mineria
de Natns

—>

Planes de Estudio

BD
Sintéticos

Extraccion

Sintéticos
de Datos

materias por Tabla de
disciplina 4’ Mineria

de Texto

Fig. 4.1 Proceso de Preparacion de Tabla de Mineria de Texto

4.1.2 Aplicacién de Mineria de Datos.

Los datos utilizados para este trabajo son los indicadores académicos que se refieren a
los alumnos. La informacion se tomé de los libros Anuarios Estadisticos de 1998, 1999,
2000, 2001.[26]

El contenido de estos libros es el siguiente:

*  Crecimiento del alumnado por afio.
e Alumnos inscritos.

*  Alumnos de primer ingreso.

* (Carga académica del alumnado.

* Procedencia del alumnado.

* Poblacion estudiantil por género.

*  Alumnos becados.

* Desarrollo Estudiantil.
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* Programas Internacionales.

*  Cursos de verano.

* Solicitantes admitidos e inscritos en el Sistema Tec de Monterrey.
*  Alumnos graduados por aio.

*  Ex-alumnos del Tec de Monterrey.

* Profesores.

*  Grupos impartidos en el Sistema Tec de Monterrey.
*  Universidad Virtual.

* Investigacion del Sistema Tec de Monterrey.

* Servicios de apoyo académico.

* Recurso humano y estructura organizacional.

* Estudios comparativos.

Se decidio extraer la siguiente informacion de cada uno de los libros correspondientes
a los dos semestres de los afios 1998, 1999, 2000 y 2001, porque con estos atributos se
considerd que se podian satisfacer algunas de las hipotesis iniciales de la investigacion:

*  Alumnos totales inscritos por carrera y por campus.

*  Alumnos becados por campus.

* Poblacion masculina y femenina por campus (Gnicamente el libro del 2001
contenia esta informacion por carrera).

* Alumnos en Programas Internacionales por campus (Gnicamente el libro del
2001 contenia esta informacion por carrera).

e Alumnos de primer ingreso al campus por carrera

* Alumnos de reingreso al campus por carrera

* Procedencia de los alumnos por campus (unicamente el libro del 2001 contenia
esta informacion por carrera).

Se copid toda la informacion anterior en hojas de calculo en Excel para poder verificar
la consistencia de los datos.

La primera opcién fue buscar la granularidad por carrera pero, debido a que gran parte
de la informacion esta reportada como porcentajes de poblacion por carrera por campus,
ésto causd sesgo en la clasificacion con Arboles de Decision. Se optd entonces por buscar
la granularidad por campus y por periodo. Se eliminaron los atributos que se incluian en la
informacion reportada en porcentajes, por ejemplo, la de los alumnos de nuevo ingreso.

La tabla de mineria de datos quedd con los atributos mostrados en la tabla 4.1.1. Dado
que se utilizaria un algoritmo de Arboles de Decision para la clasificacion de los datos y la
herramienta emplea tUnicamente atributos categéricos, cada atributo de prediccion fue
discretizado por ensayo. Este proceso de discretizacion fue realizado con la herramienta
Sipina.
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Los atributos que fueron discretizados y para los que se construyeron modelos de
prediccion fueron: Becados, Hombres, Mujeres, PI, ProcCampus, Foraneo.

Atributo Descripcion Tipo
Nombre del campus :
Aguascalientes, Central de Veracruz, Ciudad de México, Ciudad
Campus Juarez, Ciudad Obre_g()n, Colima, Chi_apas, Chihuahua, Estado Categérica
de México, Guadalajara, Guaymas, Hidalgo, Irapuato, Laguna,
Ledn, Mazatlan, Monterrey, Morelos, Querétaro, Saltillo, San
Luis Potosi, Sinaloa, Sonora Norte, Tampico, Toluca, Zacatecas
Periodo escolar:
Periodo Ene98:1, Ago98:2, Ene99:3, Ago99:4, Ene00:5, Ago00:6, Numérico
Ene01:7, Ago01:8

Carreras* Poblacidn total por carrera por campus y por periodo Numérico
Becados Poblacion total de becados por campus Numérico
Hombres Poblacioén total de hombres por campus Numérico
Mujeres Poblacion total de mujeres por campus Numérico

Poblacion total de alumnos inscritos en Programas L
PI . Numérico

Internacionales por campus

Poblacion total de alumnos procedentes de la misma region L

ProcCampus . Numérico
geografica del campus por campus

, Poblacién total de alumnos foraneos a la region del campus por L

Foréneo campus Numérico

*Existe un atributo por cada carrera de la DIA, en total son 14

Tabla 4.1.1 Tabla de Mineria de Datos de Indicadores Académicos

4.1.2.1 Descripcién de Atributos de Prediccion

Becados

La poblacion de becados por campus por cada periodo, fue discretizada en los
intervalos que se muestran en la tabla 4.1.2
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Intervalo Rango Frecuencia

1.10,1) 0-730 0.8269
2.[1,2) 730-1440 0.1090
3.12,3) 1440-2000 0.0321
4.[3,5) 2000-2900 0.0000
5.[5,+00) 2900-3616 0.0321

Tabla 4.1.2 Discretizacion atributo Becados

El intervalo 5 es caracteristico de la poblacion de alumnos del Campus Monterrey y el
3 de los Campus Estado de México y Ciudad de México. Con respecto al total de alumnos,
el total de becados en promedio para estos campus es de 25 por ciento. Los datos de
alumnos becados para los dos periodos del afio 2001 estan incompletos, dado que los
comportamientos son parecidos en los seis periodos reportados, los faltantes seran
completados con el porcentaje promedio de los periodos anteriores.

ALUMNOS BECADOS POR CAMPUS

—&—Ene-98
—— Ago-98
Ene-99
Ago-99
—¥K—Ene-00
—8— Ago-00

Porcentaje

Grafica 4.1.1 Porcentaje de alumnos Becados por Campus

El comportamiento de la poblacion de becados durante los seis periodos con los que se
generd el modelo de prediccion es bastante similar para cada campus. Los porcentajes mas
altos conforme a la grafica anterior son los correspondientes al Campus Laguna y al
Campus Zacatecas, los dos con porcentajes cercanos al 60 por ciento.

La proporcion de becados con respecto al total de la poblacion total del campus en los
Campus Estado de México, Campus Ciudad de México y Campus Monterrey son los mas
bajos (alrededor de 25 por ciento), sin embargo la cantidad de alumnos becados es la mas

alta debido a que estos tres son los campus con mayor poblacion en el Sistema Tec de
Monterrey: 60 por ciento entre los tres.
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Género: Hombres o Mujeres

Los intervalos en los que qued6 discretizada la poblacion de hombres se muestran en
la tabla 4.1.3 y los de mujeres en la 4.1.4.

Intervalo Rango Frecuencia
1. [0,1) 0-3100 0.8846
2. [1,2) 3100-4200 0.0625
3. [2,3) 4200-7400 0.0144
4. 34 7400-8100 0.0096
5. [4,+00) 8160-10041 0.0288

Tabla 4.1.3 Discretizacion atributo Hombres

Las estadisticas para estos datos son muy similares, y conforme a los reportes de
indicadores académicos del Centro de Efectividad Institucional del Tec de Monterrey se

puede resumir de la siguiente manera para cada campus: el 60 por ciento de la poblacion
es de hombres y el 40 por ciento es de mujeres.

Intervalo Rango Frecuencia
1.[0,1) 0-1200 0.8750
2.[1,2) 1200-2400 0.0529
3.123) 2400-4000 0.0337
4.134) 4000-5400 0.0144
5. [4,%00) 5400-6395 0.0240

Tabla 4.1.4 Discretizacion atributo Mujeres

Programas Internacionales

La poblacion de alumnos por campus inscritos en programas internacionales fue
discretizada en siete intervalos (Tabla 4.1.5), el 90 por ciento de los datos de prueba
pertenecen al primer intervalo, de 0 a 140 alumnos por campus.

La grafica 4.1.2 muestra que el periodo en el que hubo mayor poblacion de estudiantes
del Tec de Monterrey en el extranjero fue en el afio 1999. Se observa también que la
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poblacion de estos alumnos se redujo considerablemente en el afio 2000, inclusive en el
Campus Monterrey que se caracteriza por tener la mayor poblacion de alumnos inscritos,
en donde se redujo hasta por debajo del 2 por ciento del total de la poblacion.

Intervalo Rango Frecuencia
1.10,1) 0-140 0.8689
2.[1,2) 140-280 0.0874
3.12,3) 280-420 0.0146
4.[3.4) 420-560 0.0097
5.[4,5) 560-700 0.0000
6.[5,6) 700-840 0.0097
7. [6,+00) 840-980 0.0097

Tabla 4.1.5 Discretizacion atributo PI (Programas Internacionales)

Campus de baja poblacion de alumnos como Colima o Mazatlan, sorprenden por el
alto indice de alumnos que tiene estudiando en el extranjero. Por ejemplo Colima antes del
afio 2000 tiene hasta un 7 por ciento.

Los datos fueron modelados en dos conjuntos, uno con los datos como estan y otro
reduciendo los altos porcentajes del afio 1999 a la media de los otros seis periodos.

Procedencia del Alumnado: ProcCampus o Foraneo

La procedencia de los alumnos puede ser: de la zona geografica en la que se encuentra
el campus o foraneos; es decir, de otra zona geografica y se mudan a la del campus para
estudiar.

Los datos discretizados de la poblacion de los alumnos que viven originalmente en la
zona geografica en la que se encuentra cada campus quedaron en cuatro intervalos (Tabla
4.1.6) y los datos de alumnos foraneos en seis intervalos.

Intervalo Rango Frecuencia
1.10,1) 0-1900 0.8510
2.[1,2) 1900-3800 0.0337
3.[2,3) 3800-5300 0.0481
4. [3,+00) 5300-7115 0.0673

Tabla 4.1.6 Discretizacion atributo ProcCampus
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Intervalo
1.[0,1)
2.[1,2)

Rango
0-1500
1500-3000
3000-4500
4500-6000
6000-7500
7500-9091

Frecuencia
0.9375
0.0240
0.0000
0.0000
0.0192
0.0192

Tabla 4.1.7 Discretizacion atributo Foraneo

ALUMNOS EN PROGRAMAS INTERNACIONALES

25
20 +— Ene-98
w —— Ago-98
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o —¥— Ene-00
e —8— Ago-00
=+ Ene-01
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Grafica 4.1.2 Porcentaje de alumnos inscritos en Programas Internacionales por Campus

En general, la poblacion & alumnos de la misma zona geografica en que se localiza el
campus es superior al 70 por ciento. Como se observa en la grafica 4.1.3 el Campus
Monterrey es el que posee la més baja poblacion de alumnos que proceden de la misma
region geografica del campus, su poblacién en los ocho periodos evaluados es inferior al
50 por ciento, esto debido a que algunas carreras se ofrecen completas Unicamente en este
campus y jovenes de otros estados se mudan a la ciudad en la que se localiza este para

estudiar una carrera profesional.

En la mayoria de los campus se observa una tendencia similar a largo de los ocho
periodos considerados para este estudio, el campus con comportamiento mds variable, con
datos que varian de O por ciento y de hasta 90 por ciento es el Campus Guaymas. Estos
datos fueron sustituidos por la poblacion de la media de los otros periodos. La grafica
4.1.4 contiene la informaciéon complementaria de la grafica 4.1.3.
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Porcentaje

ALUMNOS PROCEDENTES DE LA MISMA REGION GEOGRAFICA DEL CAMPUS
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Grafica 4.1.3 Porcentaje de alumnos Procedentes de la misma region geografica del Campus

ALUMNOS FORANEOS A LA REGION GEOGRAFICA DEL CAMPUS
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Grafica 4.1.4 Porcentaje de alumnos Foraneos a la region geografica del Campus
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4.1.2.2 Registro por alumno

Los datos del anuario de los Indicadores Académicos permitieron que la informacion
se pudiera expander; es decir, que se pudiera aear una base de datos con la informacion
por alumno.

Este proceso fue muy laborioso porque se debia comprobar que los porcentajes de
alumnos reportados por atributo coincidieran con la informacion proporcionada por la
Direccion de Informacion Institucional, cuyos registros estdn reportados como el tamafio
de la poblacién por atributo.

La base de datos resultante contiene cerca de 17,000 registros con los atributos
mostrados en la tabla 4.1.8

Estos datos fueron modelados con los algoritmos de Redes Neuronales de feedforward
con retropropagacion y con el de Arboles de Decision (C4.5) incluido en la herramienta
Sipina.

Atributo Descripcion y Valores Tipo

Carreras de la DIA:

Carrera ARQ, IAP, IAZ, IC, IIA, IIS, IMA, IME, IMT, I1QA, IQS, LAN, Categorico
LCQ, LDI
Sexo Femenino o masculino: F, M Categorico

Nombre del campus.

Aguascalientes, Central de Veracruz, Ciudad de México,
Ciudad Juarez, Ciudad Obregén, Colima, Chiapas, Chihuahua,
Campus Estado de México, Guadalajara, Guaymas, Hidalgo, Irapuato, Categorico
Laguna, Ledn, Mazatlan, Monterrey, Morelos, Querétaro,
Salltillo, San Luis Potosi, Sinaloa, Sonora Norte, Tampico,

Toluca, Zacatecas

Periodo Semestre Agosto 2001 Numérico
. Foraneo o del campus en que se localiza el campus: Foraneo .
Procedencia Categorico
o Campus
Estatus Nuevo Ingreso o reingreso: Nvolng, Reing Categorico
Programas

) Si el alumno esta en Pl o no: SI, NO Categorico
Internacionales

Tabla 4.1.8 Tabla de Mineria de Registro por Alumno
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Estos resultados también fueron comparados con las tendencias para discernir entre el
resultado valioso del trivial.

4.1.3 Tépicos

Los datos con los que se contd para encontrar las preferencias en las materias
“Topicos” (materias optativas) de los alumnos de la carrera de Ingeniero Industrial y de
Sistemas corresponden a los de los alumnos inscritos en el semestre agosto-diciembre del
afio 2002 en el Campus Monterrey.

Cada registro cuenta con la siguiente informacion:

e Topico (1,2,364).

* Numero de grupos abiertos para la materia.
* Clave de la materia cursada como Tépico.
* Nombre de la materia cursada.

* Carrera (IIS).

e Edicion de la carrera (1995 6 2000).

* Semestre en el que se curso el topico.

La preparacion de estos datos consistid en separar la disciplina, o departamento
académico al que pertenece la materia cursada por el alumno, de la clave. Por ejemplo:

Materia Departamento Académico

H 00 835 H, que corresponde al de Humanidades

La tabla de donde se sacaron las preferencias de los alumnos contiene tinicamente los
atributos reportados en la tabla 4.1.9. La tabla tinicamente incluye dos atributos y los
registros son por materia inscrita por alumno.

El cincuenta por ciento de las materias que los alumnos de la carrera de Ingeniero
Industrial y de Sistemas son materias curriculares de otras carreras el otro cincuenta por
ciento son materias que varian en cada campus y que no pertenecen a ningun plan de
estudios.
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Atributo Descripcion Tipo

AA, AF, CF, CO, D, EC, EX, FZ, HHI,
Disciplina IA,1G, IN, IS, M, MT, NI, OR, RHRI, RN,

6 Departamento Académico SA, SI, SM, TA Categorico
(25 Valores?)
Topico Topicol, Topico2, Categorico

Tépico3 6 Tépicod

Tabla 4.1.9 Tabla de Topicos

4.2 Modelacion

4.2.1 Mineria de Texto

El total de materias evaluadas del Tec de Monterrey mediante el proceso definido en
el capitulo anterior fue de cincuenta. Las materias que tienen una descripcion o contenido
sintético de la misma menor a veinticinco palabras, no pudieron ser clasificadas con la
herramienta.

El nimero de materias a las que no se le pudo encontrar la idea principal fueron diez,
y las que no pudieron ser clasificadas dentro de un tdpico general fueron veintiséis. Las
materias que no pudieron ser clasificadas dentro de un topico son en su mayoria
pertenecientes a las carreras de Licenciado en Administracion de Empresas (LAE) y
Licenciado en Mercadotecnia (LEM).

Las materias de la carrera de Ingeniero Industrial y de Sistemas pudieron clasificarse
en dos topicos: Calidad total y Sistemas porque la mayoria de las materias de los ssmestres
terminales pertenecen a estos dos departamentos académicos. Lo mismo ocurre con las
materias de la carrera de Licenciado en Comercio Internacional, en donde la mayoria de las

2 AA, Agronegocios, AF, Administracion Financiera, CF, Contabilidad Financiera, CO,
Comunicacion, D, Derecho, EC, Economia, EX, Emprendedores, FZ, Finanzas, H, Humanidades,
HI, Idiomas, 1A, Ingenieria en Alimentos, IG, Ingenieria Agricola, IN, Ingenieria Industrial, IS,
Ingenieria en Sistemas, M, Ingenieria Mecanica, MT, Mercadotecnia, NI, Negocios Internacionales,
OR, Organizacion, RH, Recursos Humanos, RI, Relaciones Internacionales, RN, Recursos Naturales,
SA, Sistemas Agricolas, SI, Sistemas de Informacion, SM, Sistemas, TA, Tecnologiaen
Alimentos.
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materias que no son optativas pertenecen al departamento académico de Comercio
Internacional.

Las ideas principales fueron alimentadas a la herramienta Master Text para poder ser
utilizada en la clasificacion y asociacion de materias por medio de sus contenidos
académicos.

Las tres universidades que se eligieron para hacer A comparacion de materias con las
del Tec de Monterrey fueron: Michigan State University (MSU), Carnegie Mellon y New
Mexico State University. Los departamentos de los que se extrajeron las materias para ser
comparadas son los que estdn publicados en las paginas de estas universidades [37, 38 y
39].

Primeramente se eligieron los departamentos que tienen similitud en nombre con los
departamentos académicos del Tec de Monterrey [34]. El siguiente paso fue verificar que
el contenido de las materias en los departamentos académicos de las universidades
estadounidenses elegidas tuviera las ideas principales que se obtuvieron del procesamiento
de las materias del Tec (Fig. 4.2).

Cada uno de los documentos que contienen las materias impartidas por los
departamentos que son similares en nombre a los departamentos a los que pertenecen las
materias del Tec procesadas fueron sometidos al proceso de Mineria de Texto para
encontrar si existian ideas principales en los contenidos académicos similares a las del Tec.

Tabla de Preparacion
Minatia —> Minerfa con —> Ideas —> diccionario

de Texto Text Roller prm[c)gales para herramienta
por materia sintético

Materias

' Universidades _> Mineria con | . ) )

] Extranjeras Text Roller Equivalencias
' idea principal

vs idea principal

Extraccion V

Fig. 4.2 Proceso de Modelaciéon con Mineria de Texto
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Una vez que se eliminaron los documentos por departamento académico que no
contenian ideas principales semejantes a las de las materias del Tec, se procedio al proceso
de asociacion de materias.

La herramienta permite ubicar los parrafos en los que se localiza la idea principal buscada.
La mayor parte de las materias no fueron asociadas una a una, pero si idea principal a idea
principal.

4.2.2 Mineria de Datos

Los atributos que fueron las variables de prediccion son: Becados, Hombres, Mujeres,
PI, ProcCampus y Foraneo (Ver Tabla 4.1.1). Para cada uno de estos atributos se busco la
mayor cantidad de combinaciones posibles con el resto de los atributos para obtener el
modelo que mejor representara el comportamiento de los datos. Es por esto, que el primer
conjunto de ensayos no incluyd los atributos Campus y Periodo y se fueron anexando en
los siguientes.

Los modelos se generaron con las siguientes caracteristicas:

A. Atributo de prediccion discretizado.
Todas las carreras de la DIA.
Atributos restantes, no se consideran los atributos complementarios; por ejemplo, si la
variable de prediccion es Mujeres, Hombres no es considerado.

B. Atributo de prediccion discretizado.
Campus.
Todas las carreras de la DIA.
Atributos restantes, no se consideran los atributos complementarios; por ejemplo, si la
variable de prediccion es Mujeres, Hombres no es considerado.

C. Atributo de prediccion discretizado.
Campus.
Periodo.
Todas las carreras de la DIA
Atributos restantes, no se consideran los atributos complementarios; por ejemplo, si la
variable de prediccion es Mujeres, Hombres no es considerado.

Cada uno de los grupos de datos anteriores fue repetido para modelos de Arboles de
Decision binarios y de tamano de hoja de cinco, ademas estos ensayos fueron a su vez
repetidos con diferentes niveles de confianza: 10, 25 y 50. El 60 por ciento de los datos con
los que se contaba se utilizaron como datos de entrenamiento y el 30 por ciento restante
como datos de prueba.
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El grupo C fue preparado también para ser evaluado como una serie de tiempo,
porque la variable periodo fue considerada [2]. La particion de los datos fue la misma que
en los experimentos anteriores. Se empled el algoritmo de Redes Neuronales para evaluar
esta tabla de mineria como serie de tiempo y encontrar algun patrén de comportamiento.

Los ensayos para preparar un modelo con Redes Neuronales se realizaron con una red
feed-forward de entrenamiento que mide el error por medio de retropropagacion [29, 31,
32, 33]. Se generaron modelos variando el nimero de nodos de la red oculta, las
variaciones fueron de 1 a 10 capas ocultas y variaciones de 1 a 10 en cada uno de los nodos
de las capas ocultas.

Los resultados de los modelos creados con el algoritmo de Arboles de Decision
pudieron ser transformados a reglas de facil entendimiento, estos fueron analizados para
diferenciar el conocimiento valioso del conocimiento trivial o conocido, ademas de
diferenciar los resultados que se vieron limitados por la calidad de los datos y la
herramienta.

Recordando, el conocimiento valioso es el que tiene las siguientes caracteristicas: es
novedoso, es util y es de relevancia [30]. La desviacion de lo estimado o conocido contra
lo pronosticado por el modelo de prediccion es util para medir el valor del conocimiento
obtenido. El grado de inferestigness o de interés depende en gran parte del dominio de
aplicacion y no solamente de las medidas estadisticas [27, 28].

Los resultados obtenidos de los ensayos hechos con el algoritmo de Redes Neuronales
incluido en la herramienta Sipina se evaluaron Unicamente con la exactitud de prediccion
del modelo, o sea con la matriz de confusion que provee esta herramienta para las pruebas
del modelo.

4.2.2.1 Modelos realizados con Arboles de Decision

Atributo Becados

Los modelos que se generaron para la variable Becados utilizando las diferentes
combinaciones de atributos considerados y las variaciones en el tamafio de las hojas tienen
una exactitud entre 89 y 99 por ciento. Los modelos con la exactitud mas alta fueron los
que se generaron con darboles binarios. Los arboles con tamafio de hoja de cinco generaron
menos reglas y menor exactitud en la clasificacion.

Los modelos generados con confiabilidades de 50 y 10 generaron exactamente los
mismos resultados que los que se obtuvieron en los modelos con confiabilidad de 25. Otra
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observacion en los modelos generados para el atributo Becados, es que al er considerado
el atributo Campus en los modelos, la procedencia de los alumnos no tuvo ninguna
influencia en la clasificacion y las reglas que se obtuvieron unicamente consideran las
poblaciones de alumnos en las diferentes carreras y la poblacion masculina y femenina.

Los nodos raiz o el atributo con mayor fuerza predictiva en el 50 por ciento de los
modelos fue la poblacion de Ingenieros Civiles (Ver tabla 4.2.1). Estos modelos
corresponden a los modelos generados con arboles binarios y con las siguientes
variaciones de atributos:

L. La poblacion de los alumnos inscritos en todas las carreras de la DIA, la poblacion
de alumnos en Programas Internacionales, la poblacion masculina y la poblacion de
alumnos que proceden de la misma zona geografica en la que se localiza el campus.

II. La poblacion de los alumnos inscritos en todas las carreras de la DIA, la poblacion
de alumnos en Programas Internacionales, la poblacion femenina y la poblacion de
alumnos que proceden de otra zona geografica a la que se localiza el campus.

1. La poblacion de los alumnos inscritos en todas las carreras de la DIA, la poblacion
de alumnos en Programas Internacionales, la poblacion masculina y la poblacion de
alumnos que proceden de misma zona geografica en la que se localiza el campus.

V. La poblacion de los alumnos inscritos en todas las carreras de la DIA, la poblacion
de alumnos en Programas Internacionales, la poblacién femenina y la poblacion de
alumnos que proceden de otra zona geografica a la que se localiza el campus.

Para estos modelos la poblacion de Ingenieros Civiles resulto el atributo con mayor fuerza
predictiva.

Atributo Hombres

Los modelos creados para la variable de prediccion Hombres, al igual que para la
variable Becados, se generaron combinando los atributos carreras, programas
internacionales, becados, la poblacion de alumnos procedentes de la misma zona
geografica en la que se encuentra el campus y la poblacion de alumnos foraneos a la zona
geografica del campus.
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Adicion de atributo Campus Adlcmr;tcrlﬁazigla:)u::)kﬁ;mpus y
Tamano de hoja
Atributos 2 3 2 s 2 S
Carreras DIA
| nferr%g::ai;':‘ﬁes Exactitud: 99% | Exactitud: 96% | Exactitud: 96% | Exactitud: 95% | Exactitud: 99% | Exactitud: 96%
H b Raiz: IC Raiz: H Raiz: IC Raiz: IME Raiz: IC Raiz: PC
ombres | profindidad:5 | Profundidad:3 | Profundidad:4 | Profundidad:3 | Profundidad:5 | Profundidad:4
Procedencia
Campus
Carreras DIA
Programas |Exactitud: 99% | Exactitud: 90% | Exactitud: 97% | Exactitud: 89% | Exactitud: 99% | Exactitud: 95%
Internacionales Raiz: IC Raiz: IIS Raiz: IC Raiz: M Raiz: IC Raiz: IC
Mujeres Profundidad:5 | Profundidad:2 | Profundidad:4 | Profundidad:3 | Profundidad:5 | Profundidad:4
Foraneo
Carreras DIA
Programas |Exactitud: 99% | Exactitud: 99% | Exactitud: 96% | Exactitud: 95% | Exactitud: 99% | Exactitud: 99%
Internacionales Raiz: IC Raiz: PC Raiz: IC Raiz: IME Raiz: IC Raiz:PC
Hombres Profundidad:5 | Profundidad:3 | Profundidad:4 | Profundidad:3 | Profundidad:5 | Profundidad:4
Foraneo
Carreras DIA
If’°9’i‘"‘af Exactitud: 99% | Exactitud: 99% | Exactitud: 97% | Exactitud: 89% | Exactitud: 94% | Exactitud: 93%
n el\’n"u"’j‘;';’e“: eS| Raiz:IC Raiz: PC Raiz: IC Raiz: M Raiz: IC Raiz: IS
Procedencia Profundidad:5 | Profundidad:3 | Profundidad:4 | Profundidad:3 | Profundidad:4 | Profundidad:3
Campus

Tabla 4.2.1 Modelos para atributo Becados

Una de las caracteristicas de los modelos creados es que al incluir las variables
Campus y Periodo, éstos se comportaron igual que los primeros que se realizaron y que no
consideraban estos atributos. La confiabilidad de estos modelos es superior al 95 por
ciento.

Se construyeron modelos de dos y cinco hojas. Las diferencias entre estos fueron
minimas, los Arboles de Decision obtenidos con el tamafio de hoja de cinco resultaron mas
compactos y por lo tanto se obtuvieron menos reglas que con los arboles binarios.

También se construyeron modelos con confiabilidades de 10 y 50 y no hubo diferencia
alguna a los correspondientes modelos con confiabilidad de 25.

En estos modelos el nodo raiz es la variable ProcCampus , que es la que corresponde a
la poblacion de alumnos que pertenecen a la misma regién geografica en la que se localiza
el campus. La cantidad de hombres inscritos por campus se incrementa con la cantidad de
alumnos procedentes de la misma regién geografica en la que se ubica el campus.

A diferencia de los modelos que incluyeron la variable ProcCampus, los que

incluyeron la variable Foraneo, tuvieron una certeza del 94 por ciento y los nodos raiz
fueron la variable Becados.
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Al igual que en los modelos con variable ProcCampus, una mayor poblacion de
Becados incrementa la poblacién masculina.

En todos los modelos, el atributo con segundo lugar en fuerza predictiva es la
poblacién de los alumnos inscritos en la carrera Arquitecto.

Adicién de atributo Campus

Adicion de atributo Campus y
atributo Periodo

Tamano de hoja

Atributo_s o 2 o g g
Carreras DIA
| f’°9’a.mas| Exactitud: 95% | Exactitud: 95% | Exactitud: 90% | Exactitud: 95% | Exactitud: 95% | Exactitud: 95%
L eé';i::fo“: eS| Raiz:PC Raiz: PC Raiz: PC Raiz: PC Raiz: PC Raiz: PC
Procedencia Profundidad:3 | Profundidad:2 Profundidad:5 Profundidad:3 Profundidad:3 | Profundidad:3
Campus
Carreras DIA
Programas Exactitud: 94% | Exactitud: 94% | Exactitud: 89% | Exactitud: 94% | Exactitud: 94% | Exactitud: 94%
Internacionales Raiz: IC Raiz: B Raiz: B Raiz: B Raiz: B Raiz: B
Becados Profundidad:4 | Profundidad:3 Profundidad:4 Profundidad:3 Profundidad:3 | Profundidad:3
Foraneo

Carreras DIA
Programas
Internacionales
Procedencia
Campus
Foraneo

Exactitud: 99%
Raiz: PC
Profundidad:4

Exactitud: 95%
Raiz: PC
Profundidad:2

Exactitud: 90%
Raiz: IC
Profundidad:4

Exactitud: 95%
Raiz: PC
Profundidad:3

Exactitud: 95%
Raiz: PC
Profundidad:3

Exactitud: 95%
Raiz: PC
Profundidad:3

Atributo Mujeres

Tabla 4.2.2 Modelos para el atributo Hombres

Los resultados de los modelos creados para el atributo de prediccion Mujeres son
semejantes a los obtenidos en los modelos del atributo Hombres.

Todos los modelos que incluyen el atributo ProcCampus lo tienen como nodo raiz, al
igual que los modelos para Hombres, los modelos en los que no se incluyd este atributo

tienen como nodo raiz la variable Becados.

Los resultados tuvieron al rededor del 88 por ciento de certeza. La poblacion de
mujeres por campus de acuerdo a los modelos creados, depende de la poblacién de
alumnos procedentes de la misma region geografica en la que se localiza el campus, de la
poblacion de becados y de la poblacion de alumnos inscritos en la carrera de Arquitecto.
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Atributo Programas Internacionales

Los modelos que se obtuvieron para caracterizar este atributo tienen una certeza del 88
al 92 por ciento. Los modelos que tuvieron la exactitud mds alta fueron los que se
generaron con darboles binarios. Los arboles con tamafio de hoja de cinco generaron menos
reglas y menor exactitud en la clasificacion (88 por ciento). (Ver tabla 4.2.4).

Adicién de atributo Campus

Adicion de atributo Campus y
atributo Periodo

Tamano de hoja
Atributos

Carreras DIA
Programas
Internacionales
Becados
Procedencia
Campus

Exactitud: 87%
Raiz: PC
Profundidad:3

Exactitud: 87%
Raiz: PC
Profundidad:3

Exactitud: 87%
Raiz: PC
Profundidad:3

Exactitud: 87%
Raiz: PC
Profundidad:3

Exactitud: 90%
Raiz: PC
Profundidad:4

Exactitud: 87%
Raiz: PC
Profundidad:3

Carreras DIA
Programas
Internacionales
Becados
Foraneo

Exactitud: 86%
Raiz: B
Profundidad:3

Exactitud: 86%
Raiz: B
Profundidad:3

Exactitud: 86%
Raiz: B
Profundidad:3

Exactitud: 86%
Raiz: B
Profundidad:3

Exactitud: 89%
Raiz: B
Profundidad:4

Exactitud: 86%
Raiz: B
Profundidad:3

Carreras DIA
Programas
Internacionales
Procedencia
Campus

Foraneo

Exactitud: 87%
Raiz: PC
Profundidad:3

Exactitud: 87%
Raiz: PC
Profundidad:3

Exactitud: 87%
Raiz: PC
Profundidad:3

Exactitud: 87%
Raiz: PC
Profundidad:3

Exactitud: 90%
Raiz: PC
Profundidad:4

Exactitud: 87%
Raiz: PC
Profundidad:3

Tabla 4.2.3 Modelos para atributo Mujeres

Si el atributo Mujeres es incluido en la caracterizacién de la poblacion de alumnos que
participan en Programas Internacionales, la exactitud de la clasificacion se reduce hasta 88

por ciento.

Los modelos generados con confiabilidades de 50 y 10 generaron exactamente los

mismos resultados que los que se obtuvieron en los modelos con confiabilidad de 25.

Los modelos generados y que se consideran en esta seccion se realizaron con las
siguientes combinaciones:

L. La poblacion de los alumnos inscritos en todas las carreras de la DIA, la poblacion
de alumnos becados, la poblacion masculina y la poblacion de alumnos que
proceden de la misma zona geografica en la que se localiza el campus.
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II. La poblacion de los alumnos inscritos en todas las carreras de la DIA, la poblacion
de alumnos becados, la poblacion femenina y la poblacion de alumnos que
proceden de otra zona geografica a la que se localiza el campus.

1. La poblacion de los alumnos inscritos en todas las carreras de la DIA, la poblacion
de alumnos becados, la poblacion masculina y la poblacion de alumnos que
proceden de misma zona geografica en la que se localiza el campus.

V. La poblacion de los alumnos inscritos en todas las carreras de la DIA, la poblacion
de alumnos becados, la poblacion femenina y la poblacion de alumnos que
proceden de otra zona geografica a la que se localiza el campus.

No todas las variables tiene influencia en la caracterizacion del atributo de prediccion,
s6lo participaron las poblaciones de algunas carreras, pero en ningun modelo los atributos
Hombres, Mujeres, ProcCampus, Foraneo, Campus, Periodo tuvieron fuerza predictiva.

Atributo ProcCampus

Los modelos que se obtuvieron para caracterizar este atributo tienen una certeza entre
el 89 y el 96 por ciento. Los modelos que tuvieron la exactitud mas alta fueron los que se
generaron con arboles binarios. Los arboles con tamafio de hoja de cinco generaron menos
reglas pero la misma exactitud.

El 60 por ciento de los modelos que incluyeron la variable Mujeres, tuvieron como
raiz esta variable, el 40 por ciento restante tuvo la carrera de Ingeniero Mecanico
Electricista como nodo inicial. En los modelos que se incluy6 el atributo de poblacion de
Hombres, ocurrid exactamente lo mismo, pero en este caso el 60 por ciento de los modelos
tuvieron como nodo inicial el atributo de poblacion masculina. (Ver tabla 4.2.5).

Al igual que los modelos anteriormente generados, los que se hicieron con

confiabilidades de 50 y 10 generaron exactamente los mismos resultados que los que se
obtuvieron en los modelos con confiabilidad de 25.
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Adicion de atributo Campus

Adicion de atributo Campus y
atributo Periodo

Tamarno de hoja

Atributos 2 2 2 2 2 g
Carreras DIA

Becados Exactitud: 92% | Exactitud: 88% | Exactitud: 92% | Exactitud: 88% | Exactitud: 92% | Exactitud: 88%

Hombres Raiz: IQA Raiz: IQA Raiz: IQA Raiz: IQA Raiz: IQA Raiz: IQA
Procedencia | Profundidad:5 | Profundidad:2 | Profundidad:5 | Profundidad:2 | Profundidad:5 | Profundidad:2

Campus

Carreras DIA

Exactitud: 90%

Exactitud: 88%

Exactitud: 90%

Exactitud: 88%

Exactitud: 90%

Exactitud: 88%

':nec.a“s Raiz: IQA Raiz: QA Raiz: IQA Raiz: QA Raiz: IQA Raiz: QA
E ;'g:;:ﬁ Profundidad:5 | Profundidad:2 | Profundidad:5 | Profundidad:2 | Profundidad:5 | Profundidad:2

Carreras DIA
Becados
Hombres
Foraneo

Exactitud: 90%
Raiz: IQA
Profundidad:5

Exactitud: 88%
Raiz: IQA
Profundidad:2

Exactitud: 90%
Raiz: IQA
Profundidad:5

Exactitud: 88%
Raiz: IQA
Profundidad:2

Exactitud: 90%
Raiz: IQA
Profundidad:5

Exactitud: 88%
Raiz: IQA
Profundidad:2

Carreras DIA

Becados Exactitud: 90% | Exactitud: 88% | Exactitud: 90% | Exactitud: 88% | Exactitud: 90% | Exactitud: 88%
Mujeres Raiz: IQA Raiz: IQA Raiz: IQA Raiz: IQA Raiz: IQA Raiz: IQA
Procedencia | Profundidad:5 | Profundidad:2 | Profundidad:5 | Profundidad:2 | Profundidad:5 | Profundidad:2

Campus
Tabla 4.2.4 Modelos para atributo Programas Internacionales
Los modelos se crearon con la siguiente combinacién de atributos:
L. La poblacion de los alumnos inscritos en todas las carreras de la DIA, la poblacion

de alumnos becados, la poblacion masculina y la poblacién de alumnos inscritos en
Programas Internacionales.

II. La poblacion de los alumnos inscritos en todas las carreras de la DIA, la poblacion
de alumnos becados, la poblacién femenina y la poblacién de alumnos inscritos en
Programas Internacionales.

No todas las variables tienen influencia en la caracterizacion del atributo de
prediccion, sdlo participaron las poblaciones de algunas carreras y los atributos
correspondientes al sexo de la poblacion, pero ningtin modelo se tuvo influencia predictiva
de los atributos Campus, Periodo y Becados.
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Adicion de atributo Campus Adlclor;tcrlﬁj:::t;’t::zo%a:)mpus y

Tamano de hoja
Atributos 2 g 2 g e g

Carreras DIA
Programas | Exactitud: 96% | Exactitud: 96% | Exactitud: 96% | Exactitud: 96% | Exactitud: 95% | Exactitud: 95%

Internacionales Raiz: M Raiz: M Raiz: M Raiz: M Raiz: IME Raiz: IME
Becados Profundidad:5 | Profundidad:3 | Profundidad:3 | Profundidad:3 | Profundidad:5 | Profundidad:3
Mujeres

Carreras DIA
Programas | Exactitud: 95% | Exactitud: 95% | Exactitud: 89% | Exactitud: 89% | Exactitud: 93% | Exactitud: 93%

Internacionales Raiz:IME Raiz: IME Raiz:H Raiz: H Raiz:H Raiz: H
Becados Profundidad:3 | Profundidad:3 | Profundidad:6 | Profundidad:3 | Profundidad:6 | Profundidad:4
Hombres

Tabla 4.2.5 Modelos para atributo Procedencia Campus

Atributo Foraneo

Los resultados de estos modelos fueron idénticos para todos los ensayos, los unicos
atributos que tuvieron fuerza predictiva fueron la poblacion de Ingenieros Mecanicos

Electricistas y la poblacién de alumnos en Programas Internacionales. La exactitud de las
predicciones fue del 92 por ciento. (Tabla 4.2.6)

Adicién de atributo Campus |Adicién de atributo Campus y
atributo Periodo

[Tamano de hoja
Atributos 2 S 2 S 2 3

Carreras DIA
Programas | Exactitud: 92% | Exactitud: 88% | Exactitud: 92% | Exactitud: 88% | Exactitud: 88% | Exactitud: 88%
Internacionales Raiz: IME Raiz: IME Raiz: IME Raiz: IME Raiz: IME Raiz: IME

Becados Profundidad:3 | Profundidad:2 | Profundidad:3 | Profundidad:2 | Profundidad:2 | Profundidad:2
Mujeres

Carreras DIA
Programas | Exactitud: 92% | Exactitud: 88% | Exactitud: 92% | Exactitud: 88% | Exactitud: 88% | Exactitud: 88%
Internacionales RaizIME Raiz: IME Raiz:IME Raiz: IME Raiz: IME Raiz: IME

Becados Profundidad:3 | Profundidad:2 | Profundidad:3 | Profundidad:2 | Profundidad:2 | Profundidad:2
Hombres

Tabla 4.2.6 Modelos para atributo Foraneo
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Los modelos se realizaron con las siguientes combinaciones de atributos:

L. La poblacion de los alumnos inscritos en todas las carreras de la DIA, la poblacion
de alumnos becados, la poblacién nasculina y la poblacion de alumnos inscritos en
Programas Internacionales.

II. La poblacion de los alumnos inscritos en todas las carreras de la DIA, la poblacion
de alumnos becados, la poblacién femenina y la poblacién de alumnos inscritos en
Programas Internacionales

Las variaciones en la certeza como en todos los atributos de prediccion anteriores no
tuvieron influencia en los resultados.

Registro por alumno

Esta tabla de mineria cuenta con muy pocos atributos: Carrera, Sexo, Campus,
Periodo, Procedencia, Estatus, Programas Internacionales, asi que se decidi6 incluir todos
los atributos excepto la variable de prediccion para primeramente modelar los datos con el
algoritmo de Arboles de Decision y después con el de Redes Neuronales.

Los modelos realizados con Arboles de Decision se realizaron con las siguientes
caracteristicas para cada una de las clases:

Meétodo: C4.5
Confiabilidad: 10, 25,50
Tamafio de hoja: 2y 5

Los ensayos no generaron ningun modelo, no hubo clasificacion para ninguna clase,
excepto para el atributo Procedencia. (Ver el Apéndice 1.)

4.2.2.2 Modelos realizados con Redes Neuronales

Atributo Becados

Los primeros ensayos que se hicieron para esta variable consideraban todas las
carreras de la Direccion de Ingenieria y Arquitectura, y todos los atributos excepto el de
prediccion. Se generaron varios modelos que emplearon un método de red neuronal de
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multicapa. El atributo de prediccion fue normalizado y discretizado porque asi es requerido

por

la herramienta Se inici® con una capa y con variaciones en el numero de nodos en

¢ésta. Las caracteristicas de estos ensayos son:

Método: Multilayer Perceptron

Numero de iteraciones maximas: 5000

Error maximo: 0.05

Numero de capas:1- 10

Numero de nodos por capa: 10 —23

Los pesos fueron en todos los casos los generados por default por la
herramienta Sipina.

Estos modelos generaron absolutamente todos los mismos resultados con un error de

0.25. La herramienta Sipina permite visualizar el modelo Unicamente por los resultados de
las matrices de confusion tanto de los datos de entrenamiento como de los datos de prueba.
En el caso de estos primeros ensayos la poblacion de alumnos por periodo y por campus
siempre fue clasificada como perteneciente al intervalo 1, de 0 a 730 alumnos becados,
esto quizd debido también a que el 82 por ciento de los datos se encuentran en este

intervalo.

Los siguientes experimentos se realizaron considerando Unicamente los atributos que

tuvieron mayor fuerza predictiva en la clasificacion realizada con el algoritmo de Arboles

de Decision.

Estos experimentos tuvieron las siguientes caracteristicas:

Método: Multilayer Perceptron

Numero de iteraciones méaximas: 5000

Error maximo: 0.05

Numero de capas:1- 10

Numero de nodos por capa: 5-10

Atributos:  Periodo, Campus, poblacion de la carrera Ingeniero Civil,
poblacion de la carrera Ingeniero Mecénico Electricista.

Los pesos fueron en todos los casos los generados por default por la
herramienta Sipina.

Atributos de Género: Hombres y Mujeres

Al igual que en la generacion del modelo para la poblacion de alumnos Becados, en

los primeros ensayos que se hicieron para el atributo Hombres y el atributo Mujeres se
consideraron todas las carreras de la Direccion de Ingenieria y Arquitectura, y todos los
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atributos excepto bs de prediccion. Se inicid con una capa y con variaciones en el niimero
de nodos en ésta.

Las caracteristicas de los ensayos realizados son idénticos a los del atributo Becados,
los resultados fueron exactamente iguales para todos los ensayos. Después se realizaron
ensayos con los atributos de mayor fuerza predictiva que se obtuvieron en los modelos
generados con el algoritmo de Arboles de Decision y tampoco hubo cambio en los
resultados.

Atributo Programas Internacionales

Se siguid el mismo procedimiento para estos ensayos que para los atributos anteriores.

Los modelos que clasificaron mejor los datos y que pudieron discernir efectivamente
entre por lo menos tres de los siete intervalos en que se discretizd este atributo fueron los
modelos con las siguientes caracteristicas:

Meétodo: Multilayer Perceptron

Numero de iteraciones: 5000

Error maximo: 0.10

Numero de capas: 1-10

Numero de nodos por capa: 1-10

Atributos: Periodo, Campus, poblacion de la carrera Ingeniero Quimico
Administrador.

Los pesos fueron en todos los casos los generados por default por la
herramienta Sipina.

Al igual que en los modelos para el atributo Becados, si se incrementa en mas de tres el
nimero de capas intermedias o en mas de cuatro los nodos cuando hay mas de una capa d
modelo converge en 1400 iteraciones, pero sin clasificar correctamente los intervalos dos y
tres.

Atributos de Procedencia Geografica: Campus y Foraneo

Estos modelos, al igual que los de todos los atributos modelados, siguieron el mismo
tratamiento: primero se probd con todos los atributos y después unicamente con los que
tuvieron mayor fuerza predictiva en la clasificacion con Arboles de Decision.
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Los modelos generados con una sola capa convergieron en 1400 iteraciones y los que
se generaron con nds capas no pasaban de la primera iteracion, pues el error resultaba
menor a 0.01.

El error tan bajo al igual que en los modelos por género es debido a que mas del 90
por ciento de los datos discretizados se encuentran en el primer intervalo.

Registro por Alumno

Los datos se tomaron asi como estaban en la tabla de mineria y ninguno de los
ensayos realizados convergié en algin modelo. Los ensayos que se realizaron fueron los
siguientes:

Método: Multilayer Perceptron

Numero de iteraciones maximas: 5000

Error maximo: 0.05

Numero de capas:1- 10

Numero de nodos: 5-10

Los pesos fueron en todos los casos los generados por default por la
herramienta Sipina.

En la realizaciéon de estas pruebas al unico atributo al que se le di6 un tratamiento
especial fue a la poblacion de alumnos inscritos en Programas Internacionales, se
cuadruplic6 para que el porcentaje fuera superior al 10 por ciento y tuviera mas
representacion. Los otros atributos no requirieron sobremuestrearse. Desafortunadamente,
esta modificacion tampoco permitid que los datos convergieran en algin modelo que
caracterizara el comportamiento de los datos de esta tabla de mineria.

4.2.3 Tépicos

La distribucion de las materias clasificadas por departamento académico quedd como
se muestra en la grafica 4.2.1.

De acuerdo a la grafica, las disciplinas de Agronegocios (AA) y Humanidades (H)
son las que tiene mayor preferencia entre los alumnos. Casi el 55 por ciento de las materias

de estas dos disciplinas no pertenecen a ningun otro plan de estudios.

Después de las dos disciplinas anteriores siguen en porcentaje de preferencia las de
Economia (EC), Finanzas (FZ), Idiomas (HI), Sistemas Agricolas (Si) y Tecnologia de
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Alimentos (Ta). Todas las materias de estas disciplinas que los alumnos de IIS han cursado
como topicos tienen el mismo comportamiento que las dos de mayor poblacion (AA y H),
excepto la disciplina de Tecnologias de Alimentos, en donde mas del 50 por ciento de las
materias cursadas de este departamento académico son materias curriculares en algun plan
de estudios.

Preferencia de Toépicos por Disciplina para IIS

14

12 1

10 1

Porcentaje

AA AF CF CO D ECEX FZ H HI IA IG IN IS M MT Nl OR RH RI RN SA SI SM TA
Disciplina

Grafica 4.2.1 Preferencia de Tépicos por Disciplina para IIS

Una preparacion de tabla de mineria y modelacion de datos con alguna técnica de
Mineria de Datos como la de Market Basket Analysis [35, 36] permitira encontrar
conocimiento, mas alla de las tendencias de eleccion por disciplina. Este proceso no es
parte de esta investigacion y en un futuro si se decidiera aplicar la técnica sugerida los
datos tendrian que ser preparados en forma de transacciones por cliente; es decir,
considerar cuales materias puso el cliente alumno en su “cuenta” por semestre.
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Resumen

En este capitulo se han descrito detalladamente cada uno de los modelos preparados

para lograr el objetivo de esta investigacion: el hallazgo o extraccion de conocimiento de
datos académicos utilizando técnicas de Mineria de Datos y de Texto.

Se definieron las carreras y materias de la Institucion evaluada a las que se les busco
una equivalencia con las materias de las universidades extranjeras.

Para las aplicaciones con técnicas de Mineria de Datos cada uno de los atributos
elegidos de las tablas de Indicadores Académicos: Becados, Género: Hombres y Mujeres,
Programas Internacionales y la Procedencia: Campus o Fordneo fueron modelados con
todas las combinaciones posibles, en algunos casos tratando los datos como series de
tiempo.

Los mismos atributos fueron modelados para la tabla de Registro por Alumno.

Los resultados de la modelacion con la técnica de Arboles de Decision fueron
aplicados a la modelacién con Redes Neuronales para obtener mejores modelos, mismos
que clasificaran datos atiin de baja representatividad o intervalos con baja poblacion.

Por tultimo se encontraron las tendencias por departamento académico de las materias
que los alumnos de esta Institucion cursaron como Topicos en un semestre de una carrera

profesional y se propuso el trabajo futuro que podria emplearse para la modelacion de estos
datos.
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Capitulo 5.

Resultados

5.1 Resultados Mineria de Texto

Las materias asociadas, tal como se explic en el capitulo anterior, no se encontraron
una a una, sino de idea principal a idea principal. Esto quiere decir que para una materia
del Tec de Monterrey se encontraron una o mas materias equivalentes de la universidad
extranjera.

Los resultados obtenidos para la primera parte de este proceso de busqueda de
equivalencias, que fue la de preparar la tabla con las ideas principales de las materias del
Tec de Monterrey, son las que se reportan en las tablas 5.1.1, 5.1.2 y 5.1.3. En estas tablas
se muestran las ideas principales de las materias traducidas al Inglés® y el topico al que se
les asocio.

En total se encontraron las ideas principales de nueve materias de Licenciado en
Administracion de Empresas, como ya se habia mencionado antes ninguna pudo asociarse
a un topico general Recordemos que estas materias proviene del conjunto de materias que
se cursan en la carrera a partir del sexto semestre, que pertenecen a la disciplina o
departamento académico mas representativo de la carrera en los ultimos semestres y que
son curriculares, es decir que no son materias optativas. (Ver tabla 5.1.1).

Para la carrera de Licenciado en Mercadotecnia se pudieron encontrar las ideas
principales de doce materias, aunque casi todas pertenecen al departamento académico de
Mercadotecnia, no se les pudo asociar a un topico general (Ver tabla 5.1.1).

Las materias de la carrera de Ingeniero Industrial a las que se les encontrd una idea
principal fueron diecisiete y casi todas ellas se pudieron asociar al tdpico “Total Quality
Management, Total Quality, Quality Management” (Ver tabla 5.1.2).

En el caso de la carrera de Licenciado en Comercio Internacional, unicamente se
encontro la idea principal de ocho materias y cuatro ellas pudieron asociarse al topico
“International Comercialization” como aparece en la tabla 5.1.3.

Como ya se habia mencionado, so6lo las materias de las carreras de Licenciado en
Comercio Internacional y las de Ingeniero Industrial y de Sistemas pudieron asociarse a un
topico. El hallazgo de este “topico” por grupo de materias es importante porque permitid

3 Las ideas principales son reportadas en Inglés porque fue en este idioma en el que se trabajo.
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asociar los documentos de todas las materias por departamento académico de Ia
universidad extranjera a los documentos por departamento académico del Tec de
Monterrey con topico semejante. Esto reduce considerablemente el tiempo de busqueda de
asociaciones por idea principal pues se cuenta Unicamente con los documentos en los que
se encontraran contenidos semejantes por materia.

En el proceso de asociacion de materias de las tres universidades extranjeras con las
de la Institucion evaluada, al igual que en la clasificacion de las materias del Tec, la
limitante fue el nimero de palabras contenido en cada contenido académico, cualquier
materia que tuviera una descripcion menor a veinticinco palabras no fue evaluada por la
herramienta. Las equivalencias encontradas  para cada materia por universidad se
mencionan en el Apéndice II.

Los resultados de las asociaciones fueron verificados con el andlisis para cada una de
las materias y no se encontrdé ningtin error de asociacion. Una observacion es que no todas
las materias del Tec fueron encontradas en los textos de los departamentos evaluados de las
tres universidades estadounidenses.

De acuerdo con estos resultados es en la Universidad Estatal de Nuevo México
(NMSU) en donde existe mas afinidad de materias con las del Tec de Monterrey. De hecho
el programa de la carrera de Ingeniero Industrial y de Sistemas es muy semejante en
contenidos.

Cada idea principal asi como las equivalencias con las materias de las universidades
norteamericanas con las que se trabajo son consideradas conocimiento importante y
relevante porque ademas de que no existia el registro de estas equivalencias, el proceso con
el que se obtuvieron serd un apoyo para lograr la internacionalizacion del Instituto, segun
se explicd en el capitulo tres.

Aunque el proceso de clasificacion y asociacion realizado es laborioso, es mucho mas
facil y lleva menos tiempo que la asociacion de materias de forma “manual”. Se espera
que el proceso seguido y las herramientas utilizadas le faciliten a la Direccién de
Programas Internacionales del Tec de Monterrey la preparacion de un catalogo de
equivalencias y especialidades para cada carrera por universidad extranjera.

Como se encontraron varias materias extranjeras equivalentes a una del Tec de
Monterrey, el proceso de seleccion dependerd entonces, ademas de la disponibilidad de
cursos, de los requisitos que tenga la materia extranjera sean o hayan sido cubiertos por el
alumno con otras materias equivalentes en el Tec de Monterrey.

El proceso que continuaria al realizado y que no es considerado en este trabajo es el
de wverificar los requisitos de las materias de las universidades estadounidenses para
comprobar que las equivalencias son las adecuadas y que la Direccion de Programas
Internacionales y los directores de las cuatro carreras estudiadas podrian empezar a
utilizarlas.

54



Carrera Nombre Idea Principal Toépico
Administracion de empresas Planning and control in small .
LAE de servicio and medium-size service organizations. No asociado
o . No asociado
Auditoria y consultoria . .
LAE administrativa Mangerial Consulting
L No asociado
Negociaciones . o
LAE internacionales International negociations
Pequenas empresas y No asociado
LAE desarrollo Franchise
de franquicias
L . L. No asociado
Seminario de administracion .
LAE estratégica Strategic Management
. . - No asociado
Sistemas de informacion para L .
LAE la toma de decisiones Support systems for decision-making
. - . No asociado
LAE, LEM, [Administracion electronica de .
LN negocios (e-business) Information systems, e-commerce
No asociado
LAELHI:IEM‘ Comercio electrénico Electronic trade, basic concepts
No asociado
LEM Analisis de precios Price analysis
Comunicacion integral de Financial elements in the No asociado
LEM e .
mercados application of Marketing.
No asociado
LEM Mercadotecnia de servicios Services marketing.
No asociado
LEM Mercadotecnia internacional International marketing
No asociado
LEM Procesos de ventas Basic concepts in sales
) . No asociado
. Benefits of sales promotion.
LEM Promocion de ventas Methods of sales forecasting.
No asociado
LEM Publicidad Il Establishing a media plan.
LEM Seminario avanzado de Marketing information Systems No asociado
mercadotecnia Marketing Strategies for the world market.
o . L No asociado
LEM [Seminario de investigacion de Market research

mercados

Tabla 5.1.1 Ideas principales de las materias de las carreras Licenciado en Administraciéon de Empresas
(LAE) y Licenciado en Mercadotecnia (LEM)
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Carrera Nombre Idea Principal Toépico
Total Quality
Administracién de la The role of inventory systems. Inventory role-models Management,
IS ! ; .
produccion | according to demand. Total Quality,
Quality Management
Strategy and management of goods and/or services. Total Quality
IS Administracién de la Resource planning of goods and/or services. Operationg Management,
produccion I analysis of goods and/or services. Manufacturing Total Quality,
management. Quality Management
[§] Administracion de proyectos Project Administration No asociado
Principles and characteristics of systems thinking.
o . Mechanics of systems thinking. Mathematical modeling.
IS Disefio de sistemas Systems thinking modeling. System archetypes. Systems
Sensibility analysis
IS Factibilidad de proyectos Project feasibility No asociado
. Total Quality
C . [Support systems for product planning. Support systemg
IS Investigacion ile operaciones for production scheduling. Support systems for ¥§tg?%el:gﬁ?;’
production control. Quality Management
Total Quality
: " : : : : Management,
s Laboratorio de produccion Measuring operations. Process analysis and design. Total Quality.
Quality Management
Total Quality
Laboratorio de sistemas . . Management,
[§] integrados de manufactura Manufacturing planning and control through AMNET. Total Quality,
Quality Management
, . Diagnosis of soft systems. Planning and control in No asociado
s Metodologia de sistemas human systems
Modelacién estructural de . . . . No asociado
IS sistemas Introduction to decision-making. The modeling process.
Total Quality
Planeacion de plantas . - . Management,
[§] industriales Strategic facility planning. Product management. Total Quality,
Quality Management
IS Proyectos de ingenieria Project engineering No asociado
Total Quality
. . . . . Management,
IS Sistemas de calidad Total quality management for improving performance. Total Quality,
Quality Management
IS Sistemas de informacion Information system development No asociado
IS Sistemas de planeacion Planning No asociado
. . Total Quality
Sistemas integrados de Manufacturing §ystems. Qroup technology'. Scheduling Management,
[§] of manufacturing operations. Manufacturing control. .
manufactura Numeric control Total Quality,
’ Quality Management
IS, LIN, LAE Evaluacion de proyectos Engineering economy. No asociado

Tabla 5.1.2 Ideas principales de las materias de la carrera de Ingeniero Industrial y de Sistemas (IIS)
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Carrera Nombre Idea Principal Tépico
Development of strategies of
LIN Andlisis de | titividad int ional international commercialization from International
nalisis de la competitividad internacional | o point of view of the exporting Comercialization
company
Development of strategies of
LN  [Estrategias d ializacion int ional international commercialization from International
strateglas de comercializacion Internacionall - e point of view of the exporting Comercialization
company
Development of strategies of
e . international commercialization from International
LIN Proyecto de comercializacion internacional the point of view of the exporting Comercialization
company
Development of strategies of
Seminario integrador de comercio international commercialization from International
LIN . ) ) . X C
internacional the point of view of the exporting Comercialization
company
Productive/operational manufacturing
LIN, LEM Logistica empresarial Processes and services in a No asociado

corporation.

Tabla 5.1.3 Ideas principales de las materias de la carrera Licenciado en Comercio Internacional (LIN)

5.2 Resultados Mineria de Datos

El conocimiento generado con las técnicas de Mineria de Datos empleadas en los
datos de los indicadores académicos se espera sean de interés para los directores de los
campus del Sistema Tec de Monterrey, pues representan el comportamiento de los alumnos

de las carreras de la Direccion de Ingenieria y Arquitectura por campus.

Se consideraran interesantes Unicamente aquellos resultados que no son facilmente
deducibles o conocidos. La mayoria de los modelos tuvieron una exactitud® de
clasificacion superior al 90 por ciento y un comportamiento muy cercano a lo esperado en

algunos casos.

Uno de los criterios utilizados para medir el valor del conocimiento expresado en las
reglas obtenidas al aplicar el algoritmo de Arboles de Decision fue el eliminar las reglas
redundantes y que no fueron eliminadas con los criterios de poda del algoritmo. Otro fue,
definitivamente, el conocimiento que no es reflejado en las tendencias de los datos y que

tiene suficiente peso y exactitud de prediccion.

4 . . . ., .
Las exactitudes fueron medidas con la matriz de confusion generada por la herramienta.
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Ademas se decidi6 reportar como interesantes las reglas obtenidas que satisfacen las
hipdtesis con las que se inici6 y defini6 este trabajo.

Los resultados se presentan por modelos para las diferentes variables de prediccion
con la que se trabajd, todos corresponden al conjunto de pruebas en los que no se
consideraron los atributos Periodo ni Campus, realizados con arboles binarios y con una
confiabilidad de 25. Las reglas obtenidas para todos los atributos modelados se encuentran
en el Apéndice IIL.

Atributo Becados

Los resultados para este atributo estdn divididos en el conocimiento expresado en
forma de reglas para tres subconjuntos:

a. Poblacion de Becados de hasta el 40 por ciento del total de la poblacion por campus.
b.Poblacion de Becados de hasta el 30 por ciento del total de la poblacion por campus.
c. Poblacion de Becados de hasta el 25 por ciento del total de la poblaciéon por campus.

En la tabla 5.2.1 se resumen las reglas reportadas en el Apéndice IIIl. Se puede
observar la influencia que tienen cada uno de los atributos con fuerza predictiva en la
poblacion total de Becados.

Los atributos que tienen influencia en la caracterizacion de este atributo son las
poblaciones de las carreras de Ingeniero Mecanico Electricista, Ingeniero Civil, Ingeniero
Industrial y de Sistemas, Ingeniero Quimico de Sistemas y la poblacion de alumnos locales
o procedentes de la misma region en la que se localiza el campus.
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Poblacion de Becados por Campus

Porcentajes de Poblacion

25% Becados

40% Becados

Atributos con Fuerza Predictiva

ProcCampus

Grafica 5.2.1 Resultados de los Modelos de Poblacion de Becados por Campus

Las poblaciones mas altas de Becados se encuentran en campus de baja poblacion
estudiantil, en donde el mayor ofrecimiento de becas atrae mds alumnos. En estos campus
la carrera de Ingeniero Industrial y de Sistemas serd una carrera que siempre se ofrecerd
completa y por eso puede tener una mayor poblacion con respecto al total de la poblacion
del campus. Esto explica el por qué si la poblacion de Ingenieros Industriales y de
Sistemas crece, se incrementa la poblacion de Becados y viceversa, como ocurre en el
Campus Monterrey (ver grafica 4.1.1)

Lo mismo ocurre con la poblacion de alumnos locales: entre mas alumnos locales
existan en el campus entonces la poblacion de Becados se incrementara.

Por ultimo se observa que si la poblacion de Ingenieros Mecéanicos Electricistas se
incrementa también se reduce la poblacién de Becados.

El conocimiento generado se puede explicar con el comportamiento de los datos de los
Indicadores Académicos, pero no era de facil deduccion.
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Atributo Programas Internacionales

Estas reglas obtenidas pueden resultar obvias si se considera unicamente que al existir
menor poblacion de alumnos inscritos en las carreras que caracterizan la poblacion de
alumnos en Programas Internacionales existiran menos alumnos en estos programas. Lo
interesante es conocer las carreras que tienen influencia en la caracterizaciéon de este
atributo.

Es esperado que la carrera de Licenciado en Comercio Internacional con especialidad
en Agronegocios tenga una alta poblacion de alumnos en el extranjero debido a que en el
plan de estudios es requerido que el alumno curse materias que le den experiencia
internacional [34].

La carrera de Ingeniero Industrial y de Sistemas por la alta popularidad que posee
también se esperaba que tuviera alguna fuerza predictiva en los modelos para la variable
Programas Internacionales. Las no esperadas fueron las carreras de Ingeniero Quimico
Administrador, Ingeniero Quimico en Sistemas e Ingeniero Agrénomo Zootecnista. De
acuerdo al ultimo reporte de la Direccion de Programas Internacionales que se consulto [8§],
la carrera de Ingeniero Industrial y de Sistemas es la que tiene mayor poblacion de
alumnos en el extranjero y le siguen la carrera de Ingeniero Mecanico Electricista y la de
Ingeniero Mecéanico Administrador. Esto es considerando unicamente las carreras que
pertenecen a la DIA, pues existen otras carreras de otras direcciones que tienen mas
alumnos estudiando en el extranjero.

La poblacion de Ingenieros Quimicos Administradores es la que determina una mayor
poblacion de alumnos en el extranjero por campus. Esta carrera se ofrece completa en el
Campus Monterrey y segun las estadisticas, es en este campus en donde la poblacion de
alumnos en el extranjero y la poblacion de alumnos en general es la mas alta del sistema, o
sea que el conocimiento obtenido es bastante obvio.

Alumnos cuya procedencia es la misma regidén geografica a la que pertenece el
campus: Atributo ProcCampus

Los subconjuntos resultantes de la modelacion para este atributo son:

a. Poblacion de ProcCampus de hasta el 90 por ciento del total de la poblacion por
campus.

b. Poblacion de ProcCampus de hasta el 80 por ciento del total de la poblacion por
campus.

c. Poblacion de ProcCampus de hasta el 75 por ciento del total de la poblacion por
campus.
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d. Poblacion de ProcCampus de hasta el 67 por ciento del total de la poblacion por
campus.

Las caracteristicas de los campus que satisfacen las reglas de una poblacién de 90 por
ciento y mas de alumnos procedentes de la misma region geografica en la que se localiza el
campus son que su poblacion total no es mayor a 2600 alumnos, que la poblacion de
alumnos inscritos en la carrera de Ingeniero Industrial y de Sistemas no es superior al 21
por ciento; y por ultimo, la carrera de Ingeniero Mecéanico Electricista no se ofrece
completa.

La caracteristica de los campus en donde existe una poblacion de alumnos procedentes
de la misma regién geografica en donde se localiza el campus es del 80 por ciento es que
tampoco se ofrece la carrera de Ingeniero Mecanico Electricista completa.

Los campus que tiene poblaciones totales de entre 5000 y 6500 alumnos, tiene una
poblacion de alumnos locales alrededor del 75 por ciento.

En los campus de poblacion mayor a los 6500 alumnos, la poblacion de alumnos
locales se reduce al 67 por ciento del total de la poblacion.

La gréafica 5.2.2 muestra el comportamiento de los atributos con fuerza predictiva para
ProcCampus o alumnos locales.

Poblaciéon de ProcCampus por Campus

Porcentaje de
Poblacién

Becados

90% Proc oo o Atributos con
Campus 75% Proc

Campus Campus Gg;A)mF”)r:)Sc Fuerza
Predictiva

Grafica 5.2.2 Resultados de los Modelos de Poblacién de ProcCampus por Campus
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En la grafica se puede observar que una reduccion en la poblacién de Becados también
reduce la poblacion de alumnos locales. Lo cual se explica en campus como Monterrey en
donde existe una poblacién hasta del 40 por ciento de alumnos locales y tiene una baja
poblacion de alumnos Becados. Este comportamiento de la poblacion de Becados también
hace pensar que las becas estan siendo otorgadas a alumnos locales.

En los primeros dos subconjuntos de poblacion se observa que un decremento en la
poblacion de Becados se asocia con un incremento en la poblacion de Ingenieros
Industriales y de Sistemas, pero solo hasta ese subconjunto tiene participacion este
atributo. Esto se explica porque esta carrera se ofrece en todos los campus y no es
determinante para la migracion de estudiantes a otra ciudad.

Por ultimo la carrera de la DIA que si estd haciendo que los estudiantes migren a otras
ciudades es la de Ingeniero Mecanico Electricista. En la grafica se observa que un
incremento en la poblacion reduce la cantidad de alumnos locales, eso significa que
aumenta la poblacion de alumnos foraneos.

Una caracteristica de la carrera de Ingeniero Mecénico Electricista es que es de
preferencia masculina, esto explica el por qué es la carrera que tiene influencia en la
poblacion de alumnos locales totales de un campus: solo se ofrece completa en tres campus
y en nuestro pais es mas facil que un hombre joven se mude a otra ciudad a estudiar una
carrera profesional. Siendo Ingeniero Mecanico Electricista una carrera tradicional y con
popularidad si se puede esperar una alta migracion de estudiantes interesados en esta
carrera a los campus en donde se ofrezca completa .

Alumnos foraneos a la region geografica a la que pertenece el campus. Atributo
Foraneo

Este atributo depende de la poblacion de Ingenieros Mecanicos Electricistas, con lo que
se comprueba el conocimiento obtenido del atributo anterior: entre mas alta es la
poblacion de los alumnos de esta carrera, mds alta es la poblacion de alumnos Foraneos

5.3 Otros Resultados

Aqui se consideran los resultados que tuvieron alguna limitacion, bien sea por la
herramienta o por la calidad de los datos. El criterio para clasificar un resultado como
limitado es que la calidad de la clasificacion sea muy baja; es decir, no represente
adecuadamente el comportamiento de los datos.
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Los resultados considerados como limitados son los que corresponden a los ensayos
con Redes Neuronales de los modelos de indicadores académicos grupo C. Para recordar,
estos modelos se generaron con el siguiente grupo de atributos: atributo de prediccion
discretizado, Campus, Periodo, todas las carreras de la DIA, no se consideraron los
atributos complementarios; por ejemplo, si el atributo de prediccion es Mujeres, Hombres
no es considerado y si el atributo ProcCampus es considerado el de Foraneo no.

Los resultados de los modelos para los atributos Becados y Programas Internacionales
se reportan en el Apéndice IV. La utilidad de combinar los resultados de la clasificacion
obtenida con el algoritmo de Arboles de Decision para ser alimentados en una Red
Neuronal, fue comprobada en la creacion de estos modelos.

Las caracteristicas de los modelos que convergieron y que clasificaron adecuadamente
mas de un intervalo representan el conocimiento obtenido de estos ensayos.

Resumen

La utilizacion de las herramientas de Mineria de Texto para encontrar las
equivalencias entre materias por contenidos académicos, resultd efectiva y mas rapida que
el proceso “manual”, ademas de haber generado conocimiento valioso.

En total se encontraron sesenta y nueve equivalencias:

* 18 materias del Tec con materias de Michigan State University.
* 18 materias del Tec con materias de Carnegie Mellon.
* 33 materias del Tec con materias de New México State University.

El conocimiento encontrado en todos los experimentos de Mineria de Datos realizados
en esta investigacion y que se espera sea de utilidad es expresado en forma de reglas y
modelos por atributo. En este capitulo se expusieron los hallazgos encontrados después de
emplear técnicas de Mineria de Datos y Texto en los datos descritos en el capitulo
anterior.

En los resultados de cada uno de los atributos clasificados con el algoritmo de
Arboles de Decision se puede notar que la poblacién de la carrera que tiene importante
fuerza predictiva en buena parte de todos los modelos es la de Ingeniero Mecénico
Electricista. Esta carrera no se ofrece completa en todos los campus del sistema,
unicamente en Campus Monterrey, Campus Estado de México y Campus Ciudad de
México. La poblacion de esta carrera en el sistema es de alrededor 3 por ciento con
respecto al total de alumnos inscritos en el Instituto. La carrera ademas es de preferencia
masculina, el 94 por ciento de su poblacion es de hombres.

63



Las otras carreras de buena fuerza predictiva en también casi todos los modelos, son
las de Ingeniero Quimico Administrador, Ingeniero Quimico en Sistemas e Ingeniero Civil,
as cuales se ofrecen completas unicamente en el Campus Monterrey.

Se esperaba que la carrera de Ingeniero Industrial y de Sistemas tuviera algun tipo de
fuerza predictiva por ser la unica carrera de la DIA que se imparte completa en todos los
campus del Instituto y ocurrid asi en los modelos de los que se obtuvo conocimiento
interesante.

Las carreras que no tuvieron ninguna participacion predictiva en los modelos
realizados  fueron: Licenciado en Ciencias Quimicas e Ingeniero Mecatronico. Licenciado
en Ciencias Quimicas es una carrera que se imparte unicamente en Campus Monterrey
pero que tiene una poblacion apenas del 0.1 por ciento con respecto al total de la poblacion
de alumnos del Instituto. La carrera de Ingeniero Mecatronico se abrid apenas en el afio
2000, su poblacion es de apenas el 1 por ciento del total de alumnos inscritos.

La conclusion de los experimentos realizados con el algoritmo de Redes Neuronales
es que la calidad de los datos no resultd suficientemente buena para poder modelar todos
los atributos. Sin embargo, los que pudieron ser modelados: Becados y Programas

Internacionales tuvieron un muy buen porcentaje de exactitud de prediccion (ver apéndice
V).
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Capitulo 6.

Conclusiones

6.1 Trabajo Relacionado

Los usos mds comunes de la Mineria de Datos expuestos en conferencias y en
articulos en journals son los que tienen que ver con aplicaciones en negocios en donde se
utilizan datos de clientes, registros de ventas y datos histdricos [2]. Los giros de negocios
que han utilizado dectivamente Mineria de Datos son los de tiendas de autoservicio, los de

telecomunicaciones, los de companias aseguradoras y los de bienes raices [ 33, 45, 46, 47,
48, 49, 50].

Se han reportado aplicaciones de Mineria de Datos en otras areas como en datos
espaciales y astrondmicos, interpretacion de datos sismicos y en andlisis de mercados
financieros [3, 42, 43]. También existe mucho interés en utilizar técnicas de Mineria de
Datos para descubrir relaciones entre estructuras quimicas y funciones biologicas en
biologia molecular y en medicina. Algunas aplicaciones en areas de ingenierfa y procesos
industriales también han sido desarrollados [44].

En este trabajo se contd con datos historicos de las caracteristicas de la poblacion
estudiantil de carreras profesionales de la Institucion evaluada, se buscaron patrones de
comportamiento que pudieran caracterizar las poblaciones de alumnos y entender mejor a
los clientes alumnos. Muchos trabajos reportados utilizando técnicas de Arboles de
Decision y Redes Neuronales para las dreas y problemas mencionados anteriormente
tienen objetivos similares; objetivos de aprendizaje no supervisado que permita obtener
conocimiento valioso para la toma de decisiones adecuadas en circunstancias semejantes,
en la creacion de nuevos productos o en la aplicacion del CRM. Sin embargo, no se
encontrd reportada ninguna aplicacion de Mineria de Datos en datos demograficos ni
académicos de Instituciones académicas.

6.2 Aportaciones

El empleo de Mineria de Texto en la buisqueda de materias equivalentes entre
universidades a través de la evaluacion de los contenidos académicos fue bastante efectivo
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y redujo considerablemente el tiempo de evaluacion eliminando ademéas la subjetividad del
analista.

Los datos de los anuarios estadisticos de la Institucion Académica evaluada fueron
transformados y preparados en tablas de Mineria de Datos para ser explorados con
algoritmos de Arboles de Decision y Redes Neuronales.

El hallazgo de conocimiento en estos datos fue a través de un proceso tipico de
Mineria de Datos que permitido obtener patrones de comportamiento de la poblaciones de
alumnos Becados y la de la procedencia de los alumnos. Estos patrones expresados en
forma de reglas ahora forman parte de la base de conocimiento de la Institucion.

Los modelos preparados con el algoritmo de Redes Neuronales empleado representan
muy pobremente el comportamiento de los datos demograficos. Unicamente los modelos
que fueron preparados con las variables de mayor fuerza predictiva, obtenidos de los
modelos de los Arboles de Decision, tienen una confiabilidad aceptable pues distinguieron
los subconjuntos en los que fueron divididos los datos para su evaluacion.

La cantidad de datos y de atributos no permitié desarrollar modelos mas confiables y
de mas facil interpretacion que los obtenidos en este trabajo. El hecho de haber
discretizado o dividido en subconjuntos las poblaciones de los atributos de predicion para
poder ser analizados, facilito el proceso de mineria mas no el de interpretacion.

A continuacién se enumeran nuevamente las hipdtesis de esta investigacion para
comentar las que pudieron ser comprobadas con los resultados obtenidos:

» ;Existe conocimiento desconocido y valioso en las bases de datos que componen
los Indicadores Académicos del Tec de Monterrey?
Se comprobd que si existe conocimiento que quedo expresado en forma de reglas
que definen los patrones de comportamiento o tendencias de algunos atributos que
son reportados en los Indicadores Académicos.

» (Es posible identificar algun tipo de comportamiento en los alumnos que

participan en intercambios académicos a través de la Direccion de Programas
Internacionales?
Si es posible. Con los datos de los Indicadores Académicos para las carreras de
Ingenieria y Arquitectura, la modelacion de este atributo, tanto con el algoritmo de
Arboles de Decision como con el de Redes Neuronales, no generd conocimiento
novedoso. Se obtuvieron reglas  obvias, como que el mayor porcentaje de
poblacion en las carreras de la DIA hace que haya una mayor poblacion de alumnos
inscritos en programas de intercambio académico
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o /Existe relacion entre las carreras impartidas en cada campus con la poblacion de

alumnos becados, con la procedencia geogrdfica de los alumnos por campus y con
la poblacion de alumnos segun su sexo?
Si se encontr6 relacion y dependencia entre la poblacion de las carreras por campus
y algunos atributos. Los patrones de comportamiento hallados para el atributo
Becados y el atributo de procedencia geografica de los alumnos obtenidos con el
algoritmo de Arboles de Decision, a diferencia de los de Programas
Internacionales, si resultaron novedosos y se espera sean de utilidad para los
campus del Sistema Tec.

» /Es posible preparar paquetes de especialidad con las materias equivalentes de la
Institucion y las de universidades extranjeras?
Si es posible. Los resultados de esta investigacion se pueden considerar como parte
del proceso de la preparacion de estos paquetes de especialidad. El siguiente paso
serd corroborar, con el analisis de los requisitos, la seriacion de las materias en el
extranjero para que no requieran mas de tres periodos académicos consecutivos.

» Existe equivalencia con alguna de las especialidades que existen actualmente en
las carreras profesionales del Tec de Monterrey?
Las materias que conforman las especialidades para las carreras profesionales no
fueron evaluadas con la herramienta de Mineria de Texto, pero el hecho de que con
el proceso seguido se comprobd la obtencidn de equivalencias entre materias,
permite asegurar que se podrdn “minar” las materias que conforman las
especialidades y obtener las equivalencias correspondientes.

» /Se podra utilizar esta informacion en el disefio de productos académicos?
Los resultados y el proceso seguido para realizar la Mineria de Texto, ®mmo ya se
comentd en las preguntas anteriores, si sera util en el disefio de nuevos productos
académicos pues ademds de resultar efectivo en la tarea de busqueda de
equivalencias, también result6 eficiente al reducir el tiempo de operacion.
El conocimiento obtenido con el proceso de Mineria de Datos en Indicadores
Académicos quizd no sea util en el disefio de productos académicos pero si puede
serlo en la toma de decisiones para la captacion de alumnos por campus.

Con la contestacion a algunas de las preguntas anteriores, se puede decir que esta
investigacion cumplid con su objetivo: el hallazgo de conocimiento en bases de datos de
procesos escolares utilizando técnicas de Mineria de Datos y de Texto.
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6.3 Trabajo Futuro

El siguiente paso definitivamente sera la recoleccion de datos de bases de datos con
mayor cantidad de registros y atributos que las utilizadas en esta investigacion.

Los datos de este trabajo fueron evaluados con el algoritmo C4.5 de Arboles de
Decision y con un algoritmo de Redes Neuronales de retropropagacion. Al inicio de esta
investigacion estas técnicas fueron elegidas para realizar la Mineria de Datos por el tipo de
datos; sin embargo, como se discutid anteriormente, el algoritmo de Redes Neuronales no
resultd efectivo al ser empleado con las tablas de mineria preparadas y no se espera que lo
sea en la modelacion de datos escolares semejantes.

El andlisis para encontrar patrones de comportamiento en datos demograficos de una
institucion, dada la experiencia de esta investigacion, podra ser analizada con un algoritmo
de arboles de decision para su clasificacion. Por las caracteristicas del conocimiento que se
espera obtener también sera util emplear técnicas de reglas de asociacion o de Market
Basquet Analysis en un futuro.

Las tcnicas de reglas de asociacion y de Market Basquet Analysis han sido empleadas
efectivamente en aplicaciones en donde se busca una recomendacion para cierta situacion o
un objeto[35, 36]. Esta técnica ha sido utilizada efectivamente en la personalizacion del e-
commerce al explotar las similitudes entre los clientes. Los resultados que se obtiene al
utilizar esta técnica son reglas del tipo:

El cliente que compra V articulo y W articulo tiene el x % de probabilidad de comprar Y
articulo con z% de confianza.

Como se comentd con anterioridad en el capitulo cuatro, con la utilizacion de esta
técnica no soélo en el andlisis de las poblaciones por atributo, sino también en la busqueda
de conocimiento en las bases de datos de las materias que los alumnos han cursado, se
espera poder preparar productos paquetes de especialidad por carrera y por universidad
extranjera, asi como reglas de comportamiento de mucho mas facil entendimiento que las
obtenidas en esta investigacion.

Con respecto al trabajo realizado con Mineria de Texto el trabajo siguiente serd
continuar alimentando la base de datos de conceptos de la herramienta y con el proceso de
obtencion de ideas principales de materias de la Institucion para poderlas asociar a las de
Universidades Extranjeras.
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Apéndice |
Resultados de los modelos para la tabla de registros por
Alumno

Modelos realizados con Arboles de Decision

Los modelos realizados con Arboles de Decision se realizaron con las siguientes
caracteristicas para cada una de las clases:

Me¢étodo: C4.5
Confiabilidad: 10, 25,50
Tamafio de hoja: 2y 5

El conocimiento obtenido del modelo de la procedencia geografica del alumnado es el
expresado en las siguientes reglas:

1.

2.

Si el campus es Monterrey, entonces hasta 58 por ciento de la poblacion de
alumnos de la DIA sera foranea a la region geografica en la que se ubica el campus.

Si el campus es Aguascalientes, entonces hasta el 94 por ciento de la poblacién de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Ciudad Juarez, entonces hasta el 100 por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Chihuahua, entonces hasta el 100 por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Laguna, entonces hasta el 80 por ciento de la poblacion de alumnos
de la DIA es originario de la region geografica en la que se ubica el campus.

Si el campus es Saltillo, entonces hasta el 97 por ciento de la poblacion de alumnos
de la DIA es originario de la regioén geografica en la que se ubica el campus.

Si el campus es Zacatecas, entonces hasta el 93 por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Hidalgo, entonces hasta el 64 por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es San Luis Potosi, entonces hasta el 72 por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.
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10.

11.

12.

13.

14.

15.

16.

17.

18.

19.

20.

21.

22.

23.

24.

25.

Si el campus es Chiapas, entonces hasta el 95 por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Mazatlan, entonces hasta el 76.6 por ciento de la poblacion de
alumnos de la DIA es originario de la regién geografica en la que se ubica el
campus.

Si el campus es Sinaloa, entonces hasta el 98.4  por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Querétaro, entonces hasta el 83  por ciento de la poblacion &
alumnos de la DIA es foraneo a la region geografica en la que se ubica el campus.

Si el campus es Toluca, entonces hasta el 54  por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Ciudad de México, entonces hasta el 89 por ciento de la poblacién
de alumnos de la DIA es originario de la regiéon geografica en la que se ubica el
campus.

Si el campus es Estado de México, entonces hasta el 78 por ciento de la poblacion
de alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Guadalajara, entonces hasta el 54 por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Sonora, entonces hasta el 91 por ciento de la poblacion de alumnos
de la DIA es originario de la regioén geografica en la que se ubica el campus.

Si el campus es Veracruz, entonces hasta el 88 por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Tampico, entonces hasta el 87 por ciento de la poblacién de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Irapuato, entonces hasta el 82 por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Cuernavaca, entonces hasta el 78 por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Colima, entonces el 100 por ciento de la poblacion de alumnos de
la DIA es originario de la region geografica en la que se ubica el campus.

Si el campus es Guaymas, entonces hasta el 67 por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.

Si el campus es Santa Fe, entonces hasta el 68 por ciento de la poblacion de
alumnos de la DIA es originario de la region geografica en la que se ubica el
campus.
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26. Si el campus es Ledn, entonces hasta el 66 por ciento de la poblacion de alumnos
de la DIA es originario de la regioén geografica en la que se ubica el campus.

27. St el campus es Ciudad Obregon y el alumno es de Nuevo Ingreso, entonces hasta
el 100 por ciento de la poblacion de alumnos de la DIA es originario de la region
geografica en la que se ubica el campus.

28. Si el campus es Ciudad Obregon y el alumno es de Reingreso, entonces hasta el 77
por ciento de la poblacion de alumnos de la DIA es originario de la region
geografica en la que se ubica el campus.
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Apéndice I
Resultados de la Asociacion de Materias utilizando
Herramientas de Mineria de Texto

Carrera Materia Tec de Monterrey Idea Principal Materia MSU
LIN Analisis de la competitividad
internacional
MSC 415 International Marketing
E ias d ializacié Management
LIN strategias de comercializacion | peyelopment of strategies of [GBL 460 International Law and Business
internacional international commercialization[MGT 804 International Management
from the point of view of the |MGT 409 Business Policy and Strategic
LIN Proyecto de comercializacion exporting company Management
internacional MSC 860 International Business
MSC 862 Developing Global Markets
LIN Seminario integrador de
comercio internacional
Proﬁ:ﬂn?;?fjrriigonal MSC 303 Introduction to Supply Chain
LIN, LEM Logistica empresarial Processes and services in a MS%agggnesnj v Chain Manacement
corporation. PPl 9
MGT 804 International Management
MGT 409 Business Policy and Strategic
Management
LAE Negociaciones internacionales International negotiations  |MSC 860 International Business
MSC 862 Developing Global Markets
MSC 415 International Marketing
Management
Seminario de administracion . MGT 409 Business Policy and Strategic
LAE estratégica Strategic Management Management
LAE. LEM. LIN Administracion electronica de Information systems, e- ITM 309 Business Information Systems and
’ ’ negocios (e-business) commerce Technology
LAE, LEM, LIN Comercio electrénico Electronic trade, basic conceptsfMGT 821 Managing Internet Commerce
MSC 415 International Marketing
LEM Mercadotecnia internacional International marketing Management
MSC 460 Marketing Strategy
MSC 300 Managerial Marketing
MSC 313 Personal Selling and Buying
LEM Procesos de ventas Basic concepts in sales Processes
MSC 351 Retail Management
MSC 413 Sales Management
MSC 300 Managerial Marketing
) : MSC 313 Personal Selling and Buying
LEM Promocion de ventas N? etrr\]eZts OI salles ]? romotlf_)n. Processes
ethods of sales forecasting. \\\5c 351 Retail Management
MSC 413 Sales Management
Seminario avanzado de Marketing information Systems g/ISC412 Marketing Technology & E-
LEM Marketing Strategies for the ommerce

mercadotecnia

world market.

ITM 309 Business Information Systems and

Technology

Tabla Equivalencias de las materias Tec vs materias MSU
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Carrera

Materia Tec de Monterrey

Idea Principal

Materia MSU

Administracion de la produccién

The role of inventory systems.

MSC 303 Introduction to Supply Chain

IS | Inventory role-models accordmg,vIanagement
to demand.
Strategy and management of |[MSC 303 Introduction to Supply Chain
goods and/or services. Management
- " .- | Resource planning of goods [MSC 305 Supply Chain Management
IS Administracion ﬁe la produccion and/or services. Operations |[MSC 860 International Business
analysis of goods and/or  [MSC 862 Developing Global Markets
services. Manufacturing MSC 888 Capstone Project in
management. Manufacturing
L L . . . EGR888 Capstone Project in
IS Administracion de proyectos Project Administration Manufacturing
IS Factibilidad de proyectos Project feasibility EGR888 Capstone Project in
Manufacturing
IS Planeacién de plantas Strategic facility planning. ME 477 Manufacturing Processes

industriales

Product management.

Tabla Equivalencias de las materias Tec vs materias MSU (Continuacién)
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Carrera

Materia Tec de Monterrey

Idea Principal

Materia Carnegie Mellon

LIN

Analisis de la competitividad

internacional
EeeTsges de soreraTEasa inemationa commerciazaton [/0265 Iteratonal Trade and
strategias de comercializacion ;
HN internacional from the point of view of the ;n(;gzlrlzatll\zgﬁla;;g Across Cultures
LN Proyecto de comercializacion exporting company
Internacional
LIN Seminario integrador de comercio
internacional
Productive/operational
- . manufacturing .
LIN, LEM Logistica empresarial Processes and services ina |/0371 Production |
corporation.
70365 International Trade and
LAE Negociaciones internacionales International negociations International Law
70342 Managing Across Cultures
LAE Seminario de a’dr_mmstramon Strategic Management 70440 Business Leadership & Strategy
estratégica
Administracion electronica de Information systems, .
LAE, LEM, LIN negocios (e-business) e-commerce 70451 Management Information Systems
LAE, LEM, LIN Comercio electrénico Electronic trade, basic concepts [70463 E-Commerce Strategy
Strategy and management of
lgoods and/or services.Resource
planning of goods and/or
IS Administracién de la produccion Il services. 46510 Business Management
Operations analysis of goods
and/or services. Manufacturing
management.
IS Factibilidad de proyectos Project feasibility 16531 Managerial Economics
. L Measuring operations. 39405 Engineering Design:
1S Laboratorio de produccién Process analysis and design. [The Creation of Products and Process
Laboratorio de sistemas integrados| Manufacturing planning and .
IS de manufactura control through AMNET. 70371 Production |
Diagnosis of soft systems.
IS Metodologia de sistemas Planning and control in human {70311 Organizational Behavior
systems
y . . Strategic facility planning.  |[39405 Engineering Design:
IS Planeacion de plantas industriales Product management. The Creation of Products and Process
IS Proyectos de ingenieria Project engineering 46531 Managerial Economics
70451 Management Information
IS Sistemas de informacién Information system development Systems
88350 Computational Modeling of
(Organizational Technology and Society
IIS, LIN, LAE Evaluacion de proyectos Engineering economy. 46531 Managerial Economics

Tabla Equivalencias de las materias Tec vs materias Carnegie Mellon
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Carrera

Materia Tec de Monterrey

Idea Principal

Materia NMSU

Andlisis de la competitividad

BUSA 211. Business in a Global Society
MKTG 317. International Marketing
ECON 450G. International Economics

LIN internacional FIN 475. international Managerial
Finance
| B 351. International Business
Development of strategies of |l B 398. International Business and
; il anid international Economic Environments
LIN Estrategias de comercializacion commercialization from the point [MGT 458. Comparative International
internacional )
of view Management
of the exporting company
LIN Proyecto de comercializacion | B 489. Senior Seminar in International
internacional Business
LIN Seminario integrador de comercio | B 489. Senior Seminar in International
internacional Business
Productive/operational
i . manufacturing BUSA 365. Design and Delivery of
LIN, LEM Logistica empresarial Processes and services ina |Goods and Services
corporation.
LAE Administracion de empresas Planm?ngegaifsi;teroslgvsi?ea” and B A 202. Small Business Enterprise
de servicio organizations. B A 448. Small Business Consulting
BUSA 211. Business in a Global Society
MKTG 317. International Marketing
ECON 450G. International Economics
FIN 475. International Managerial
. . . . - Finance
LAE Negociaciones internacionales International negociations | B 351. International Business
| B 398. International Business and
Economic Environments
MGT 458. Comparative International
Management
Pequefias empresas y . B A 202. Small Business Enterprise
LAE desarrollo de franquicias Franchise B A 448. Small Business Consulting
LAE Semmargstt:ig?édgrinéglstrauon Strategic Management MGT 480. Operations Strategy
LAE Sistemas de informacion para Support systems for ﬁ?osrr:;t?c% ISn}tlrS(zgumcglon to Computerized
la toma de decisiones decision-making BCS 338. Business Information Systems
LAE LEM. LIN Administracion electrénica Information systems, :?r’]?osrnlzlggi ISn:lrS(i::J:stlon to Computerized
de negocios (e-business) e-commerce BCS 338. Business Information Systems
. . ) . MKTG 324. Product and Price
LEM Analisis de precios Price analysis Management
LEM Mercado‘te‘cnia de Services marketing. MKTG 455. Services Marketing
servicios Management
Mercadotecnia . . . :
LEM internacional International marketing MKTG 317. International Marketing
MKTG 312. Personal Selling
MKTG 313. Retail Management
LEM Procesos de ventas Basic concepts in sales MKTG 453. Sales Management

MKTG 324. Product and Price

Management

Tabla Equivalencias de las materias Tec vs materias NMSU
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Carrera |Materia Tec de Monterrey Idea Principal Materia NMSU
MKTG 312. Personal Selling
) . MKTG 313. Retail Management
M | Promocindevenias | (Eenefls ofstes promotion, |76 453 Saes Management
9- IMKTG 324. Product and Price
Management
MKTG 314. Advertising Strategy
LEM Publicidad Il Establishing a media plan. MKTG 456. Direct Marketing
MKTG 459. Promotion Management
. Marketing information Systems [BCS 110G. Introduction to Computerized
LEM Sg ;n ::Z;&gg?:;ﬁgo Marketing Strategies for the world|Information Systems
market. BCS 338. Business Information Systems
. | E 424. Manufacturing Systems
S Administracion de la e role f_’(‘;lg“;ﬁg‘é‘;g Systems: IMKTG 361. Physical Distribution
produccion | ry to demand 9 Management
’ MKTG 363. Business Logistics Planning
Strategy and management of
goods and/or services.
- . Resource planning of goods . .
IS Adml:gztsigilgg Iclje la and/or services. g/l;'lt'rgrw. Operations Planning and
P Operations analysis of goods
and/or services.
Manufacturing management.
IS Factibilidad de proyectos Project feasibility | E 451. Engineering Economy
Support Sﬁ;ﬁmﬁ;or product | E 423. Engineering Operations
: . |Research Il
IS Investigacion de operaciones i Support S);itﬁ g:jilfigr production | E 476. Industrial Systems Control
9- . |MGT 445. Operations Planning and
Support systems for production
Control
control.
| E 311. Engineering Data Analysis
. . Measuring operations. | E 316. Methods Engineering 3
IS Laboratorio de produccion Process analysis and design. [MGT 445. Operations Planning and
Control
| E 423. Engineering Operations
. . . . Research I
Laboratorio de sistemas Manufacturing planning .
s . | E 476. Industrial Systems Control
integrados de manufactura and control through AMNET. MGT 445. Operations Planning and
Control
| E 460. Evaluation of Engineering Data
Diagnosis of soft systems. I\P/Ir(g;:reziz.sManagement Functions and
IS Metodologia de sistemas Planning and control in human

systems

MGT 388G. Leadership and Society
MGT 453. Leadership and Motivation
MGT 454. Work Teams in Organizations

Tabla Equivalencias de las materias Tec vs materias NMSU (Continuacion)
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Carrera

Materia Tec de Monterrey

Idea Principal

Materia NMSU

Diagnosis of soft systems.

| E 460. Evaluation of Engineering Data
MGT 347. Management Functions and
Processes

IS Metodologia de sistemas Planning agd Sﬁgm;"' inhuman |\, =1'388G. Leadership and Society
4 MGT 453. Leadership and Motivation
MGT 454. Work Teams in Organizations
| E 460. Evaluation of Engineering Data
MGT 347. Management Functions and
IS Modelacion estructural Introduction to decision-making. |Processes
de sistemas The modeling process. MGT 388G. Leadership and Society
MGT 453. Leadership and Motivation
MGT 454. Work Teams in Organizations
Planeacion de plantas Strategic facility planning. _— . .
[§] industriales Product management. | E 478. Facilities Planning and Design
| E 310G. Continuous Quality
Improvement
. . Total quality management for || E 365. Quality Control
IS Sistemas de calidad improving performance. MGT 345G. Quality and
Competitiveness:
IAn International Perspective
BCS 110G. Introduction to Computerized
IS Sistemas de informacion Information system development [Information Systems
BCS 338. Business Information Systems
IS Sistemas de planeacion Planning MGT 445. Operations Planning and
Control
) | E 217. Manufacturing Processes
IS Sistemas integrados Magtrjéictliggﬁnso){stems. | E 375. Manufacturing Processes Il
de manufactura Numperic contrc?ly. | E 424. Manufacturing Systems
’ | E 479. Integrated Manufacturing
IIS, LIN, . . . . .
LAE Evaluacion de proyectos Engineering economy. | E 451. Engineering Economy

Tabla Equivalencias de las materias Tec vs materias NMSU (Continuacion)
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Apéndice lll ]
Resultados de Mineria de Datos con Arboles de Decision
por Atributo

Atributo Becados

a. Poblacion de becados de hasta el 40 por ciento del total de la poblacion por campus.
b. Poblacion de becados de hasta el 30 por ciento del total de la poblacion por campus.
c. Poblacion de becados de hasta el 25 por ciento del total de la poblacion por campus.

Existe en cada campus hasta 40 por ciento de alumnos becados con respecto al total
de la poblacion si:

1.

Si la cantidad de alumnos inscritos en Ingenieria Mecanica Electricista es menor al
1 por ciento, lo cual ocurre en la mayoria de los campus del Sistema y existen
menos de 95 por ciento de alumnos procedentes de la regién geografica en la que se
encuentra el campus.

Si la poblacion de Ingenieros Industriales y de Sistemas es menor al 22 por ciento
alumnos y la de mujeres hasta del 40 por ciento.

Si la poblacion de alumnos inscritos en la carrera de Ingeniero Civil es menor al 1
por ciento, la de Ingenieros Mecéanicos menor al 1 por ciento y la Ingenieros
Industriales en Sistemas inferior al 23 por ciento

Si la poblacion de Ingenieros Civiles es inferior al 1 por ciento alumnos, la
poblacion de mujeres inferior al 40 por ciento y la de Ingenieros Industriales y de
Sistemas menor al 22 por ciento.

Si la poblacion de alumnos inscritos en la carrera de Ingeniero Civil es menor al 1
por ciento alumnos, la poblacién de Ingenieros Industriales en Sistemas es menor
al 22 por ciento y la poblacion de hombres es menor al 60 por ciento.

Si la poblacion de alumnos inscritos en la carrera de Ingeniero Civil es menor al 1
por ciento del total de alumnos, la poblacion de alumnos de la misma regién en la
que se encuentra el campus es hasta del 95 por ciento, y la poblaciéon de mujeres es
menor al 40 por ciento.

Los campus en los que se satisfacen estas reglas tiene una poblacion total de alumnos
apenas cercana a los 730 alumnos. Ademds, en estos campus no se ofrece la carrera de
Ingeniero Civil y la poblacion de alumnos en esta carrera siempre sera menor al 1 por

ciento.
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La poblacion de becados por campus es hasta del 30 por ciento

1.

Si la poblacion de Ingenieros Industriales y de Sistemas es mayor al 16 por ciento
del total de alumnos en el campus y la poblacion de foraneos es menor al 20 por
ciento.

Si la poblacion de Ingenieros Civiles es menor al 1 por ciento, la poblacién de
alumnos de la misma region geografica en que se localiza el campus es menor al 81
por ciento y la poblacion de mujeres es hasta del 40 por ciento.

Si la poblacion de alumnos inscritos en la carrera de Ingeniero Mecanica
Electricista es mayor al 2 por ciento, la poblacion de Ingenieros Civiles menor al 1
por ciento, y la poblacion de alumnos hombres menor al 60 por ciento.

Si la poblacién de alumnos inscritos en la carrera de Ingeniero Civil es menor al 1
por ciento, la de Ingenieros Mecanicos menor al 2 por ciento y la Ingenieros
Industriales en Sistemas superior al 16 por ciento del total de alumnos.

En los campus en los que se ofrecen la carrera de Ingeniero Mecéanico Administrador
(que tiene materias en comin con la carrera de Ingeniero Mecénico Electricista [34]) y la
carrera de Ingeniero Industrial y de Sistemas pero no la de Ingeniero Civil, la poblacion de
becados depende o tiene relacion con la poblacion de estas carreras, las cuales son de
preferencia masculina.

La poblacién de becados es del 25 por ciento del total de la poblacion:

1.

Si la poblacion de Ingenieros Quimicos en Sistemas es hasta del 1 por ciento y la
poblacion de alumnos procedentes de la misma regidon geografica en la que se
encuentra el campus es hasta del 79 por ciento.

Si la poblaciéon de Ingenieros Industriales y de Sistemas es hasta del 12 por ciento y
la poblacion de alumnos procedentes de la misma regién geografica en la que se
encuentra el campus es hasta del 79 por ciento.

Si la poblacion de mujeres es hasta del 40 por ciento y existe poblacion en la
carrera de Ingeniero Industrial en Alimentos.

Si la poblacion de Ingenieros Quimicos en Sistemas es superior al 1 por ciento.

Si la poblacién de Ingenieros Civiles es inferior al 1 por ciento y la poblacion de
mujeres es del 40 por ciento.

Los factores que caracterizan este intervalo son la poblacion de Ingenieros Quimicos
en Sistemas superior a al 1 por ciento del total de la poblacion y la existencia de alumnos
inscritos en la carrera de Ingeniero en Industrias Alimentarias.
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Atributo Programas Internacionales

Las reglas generadas para satisfacer una poblacion de hasta el 5 por ciento de alumnos
inscritos en  programas internacionales con respecto al total de la poblacion por campus
son las siguientes:

1. Si la poblacion de Ingenieros Quimicos Administradores en cualquier campus es
menor al 0.5 por ciento, la poblacion de Licenciados en Comercio Internacional con
especialidad en Agronegocios menor al 1.7 por ciento, la de Ingenieros Quimicos
en Sistemas menor al 0.2 por ciento y la de Ingenieros Industriales y de Sistemas
mayor al 17 por ciento.

2. Si la poblacion de Ingenieros Quimicos Administradores es menor al 0.5 por ciento
y la poblacion de Licenciados en Comercio Internacional con especialidad en
Agronegocios mayor al 1.7.

Habra hasta un 7 por ciento de alumnos en programas internacionales con respecto al
total de la poblacion por campus:

1. Si la poblacion de Ingenieros Quimicos Administradores en el Campus Monterrey
es mayor al 0.5 por ciento y la poblacion de Ingenieros Agréonomos Zootecnistas
mayor 0.3 por ciento.

Existird una poblacion de alumnos de hasta del 8 por ciento del total por campus en
Programas Internacionales:

2. Si la poblacion de Ingenieros Quimicos Administradores en cualquier campus es
menor al 0.5 por ciento y la poblacion de Licenciados en Comercio Internacional
con especialidad en Agronegocios menor al 1.7 por ciento, la de Ingenieros
Quimicos en Sistemas menor al 0.2 por ciento, la de Ingenieros Industriales y de
Sistemas mayor al 1.7 por ciento.

3. Si la poblacién de Ingenieros Quimicos Administradores en cualquier campus es
menor al 0.5 por ciento y la poblacion de Licenciados en Comercio Internacional
con especialidad en Agronegocios menor al 1.7 por ciento, la de Ingenieros
Quimicos en Sistemas mayor al 0.2 por ciento.

4. Si la poblacién de Ingenieros Quimicos Administradores en cualquier campus es
mayor al 0.5 por ciento.

5. Si la poblacién de Ingenieros Quimicos Administradores en el Campus Monterrey
es mayor 0.5 por ciento y la poblacion de Ingenieros Agronomos Zootecnistas
menor al 0.3 por ciento.
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Alumnos cuya procedencia es la misma region geografica a la que pertenece el
campus: Atributo ProcCampus

Las reglas que satisfacen la poblacion de alumnos procedentes de la misma zona

geografica en la que se ubica el campus son:

N —

Poblacion del 90 por ciento de alumnos locales:

Si la poblacion de mujeres es hasta del 40 por ciento y la de becados menor al 44 por
ciento.

Si la poblacion de alumnos hombres es menor al 60 por ciento.

Si la poblacion de alumnos hombres es hasta del 60 por ciento y la poblacion de
alumnos inscritos en la carrera de Ingeniero Industrial y de Sistemas es menor al 21 por
ciento.

Si la poblacion de Ingenieros Mecanicos Electricistas es menor al 0.8 por ciento, y la
de becados menor al 41 por ciento.

Si la poblacion de Ingenieros Mecanicos Electricistas es menor al 0.8 por ciento y la de
Ingenieros Industriales y de Sistemas es menor al 21 por ciento.

Poblacion del 80 por ciento de alumnos locales:

Si la poblacion de mujeres es menor al 40 por ciento, y la de becados mayor al 44 por
ciento.

Si la poblacion de alumnos hombres es menor al 60 por ciento y la poblacion de
alumnos inscritos en la carrera de Ingeniero Industrial y de Sistemas es mayor al 21 por
ciento.

Si la poblacion de Hombres es mayor al 60 por ciento, y la poblacion de Ingenieros
Mecénicos Electricistas es menor al 0.2 por ciento, que puede ocurrir en cualquier
campus que no ofrezca esta carrera completa.

Si la poblacion Ingenieros Mecanicos Electricistas es menor al 0.8 por ciento, y la de
becados mayor al 41 por ciento.

Si la poblacion de Ingenieros Mecénicos Electricistas es menor al 0.8 por ciento
alumnos, que puede ocurrir en cualquier campus que no ofrezca esta carrera completa,
y la de Ingenieros Industriales y de Sistemas es mayor al 20 por ciento.

Poblacion de hasta 75 por ciento de alumnos locales:

Si la poblacion de mujeres es mayor al 40 por ciento.

Si la poblacion de mujeres es mayor al 40 por ciento, la de Ingenieros en Industrias
Alimentarias menor al 1.3 por ciento y la de Ingenieros Civiles mayor al 0.1 por ciento.

Si la poblacion de mujeres es mayor a 40 por ciento, la de Ingenieros en Industrias
Alimentarias menor al 1.3 por ciento, la de Ingenieros Civiles menor al 0.1 por ciento y
la de Arquitectos menor al 3.3 por ciento.

Si la poblacion de Hombres es mayor al 60 por ciento, la poblacion de Ingenieros
Mecénicos Electricistas es mayor al 3.5 por ciento, que puede ocurrir en cualquier
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10.

campus que ofrezca esta carrera completa, la poblacion de Ingenieros en Industrias
Alimentarias menor al 1.3 por ciento y la poblacion de Ingenieros Civiles superior al
0.1 por ciento.

Si la poblacion de Hombres es mayor al 60 por ciento, la de Ingenieros Mecanicos
Electricistas mayor al 3.5 por ciento y la de Arquitectos menor 3.3 por ciento.

Si la poblacion de Ingenieros Mecanicos Electricistas.es mayor al 0.8 por ciento.

Si la poblacion de Ingenieros Mecanicos Electricistas es menor al 0.8 por ciento, y la
de Arquitectos menor al 3.3 por ciento.

Si la poblacion Ingenieros Mecanicos Electricistas es mayor al 0.8 por ciento, y la de
mujeres menor al 40 por ciento.

Si la poblacion Ingenieros Mecanicos Electricistas es mayor al 0.8 por ciento, la de
mujeres mayor al 40 por ciento, la de becados mayor al 41 por ciento y la de Ingenieros
en Industrias Alimentarias menor al 1.3 por ciento

Si la poblacion de Ingenieros Mecanicos Electricistas es mayor al 0.8 por ciento y la
poblacion de hombres es menor al 60 por ciento.

Poblacion de hasta 67 por ciento de alumnos locales:

Si la poblacion de mujeres es mayor al 40 por ciento y la de Ingenieros en Industrias
Alimentarias mayor al 1.3 por ciento.

Si la poblacion de mujeres es mayor al 40 por ciento, la de Ingenieros en Industrias
Alimentarias menor al 1.3 por ciento, la de Ingenieros Civiles menor al 0.1 por ciento y
la de Arquitectos mayor al 3.3 por ciento.

Si la poblacion de alumnos hombres es mayor al 60 por ciento, la de alumnos
inscritos en la carrera de Ingeniero Mecanico Electricista mayor al 3.5 por ciento y la
poblacion de alumnos en la carrera de Ingeniero en Industrias Alimentarias mayor al
1.3 por ciento.

Si la poblacion de alumnos hombres es mayor al 60 por ciento, la de alumnos
inscritos en la carrera de Ingeniero Mecanico Electricista mayor al 3.5 por ciento, la
poblacion de alumnos en la carrera de Ingeniero en Industrias Alimentarias menor al
1.3 por ciento, la poblaciéon en la carrera & Ingeniero Civil menor 0.1 por ciento y la
poblacion de Arquitectos mayor al 3.3 por ciento.

Si la poblacion de Hombres es mayor al 60 por ciento, la poblacion de Ingenieros
Mecanicos Electricistas es mayor al 3.5 por ciento, que puede ocurrir en cualquier
campus que ofrezca esta carrera completa y la poblacién de Ingenieros en Industrias
Alimentarias mayor al 1.3 por ciento.

Si la poblacion de Hombres es al 60 por ciento, la poblacion de Ingenieros Mecénicos
Electricistas es mayor al 3.5 por ciento, que puede ocurrir en cualquier campus que
ofrezca esta carrera completa, la poblacién de Ingenieros en Industrias Alimentarias
menor al 1.3 por ciento, la poblacion de Ingenieros Civiles menor al 0.1 por ciento y la
poblacion de Arquitectos mayor al 3.3 por ciento.

Si la poblacion de Hombres es mayor al 60 por ciento, la de Ingenieros Mecanicos
Electricistas mayor al 3.5 por ciento y la de Arquitectos mayor a 3.3 por ciento.
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10.

11.

Si la poblacion Ingenieros Mecénicos Electricistas es mayor al 0.8 por ciento, la de
mujeres mayor al 40 por ciento y la de becados menor al 43 por ciento.

Si la poblacién Ingenieros Mecanicos Electricistas es mayor al 0.8 por ciento, la de
mujeres mayor al 40 por ciento, la de becados mayor al 43 por ciento y la de Ingenieros
en Industrias Alimentarias mayor a 1.3 por ciento..

Si la poblacion de Ingenieros Mecanicos Electricistas es mayor al 0.8 por ciento, y la
de Arquitectos mayor a 3.3 por ciento.

Si la poblacion de Ingenieros Mecanicos Electricistas es mayor al 0.8 por ciento, que
puede ocurrir en cualquier campus que ofrezca esta carrera completa, y la poblacion de
hombres es mayor al 60 por ciento.

Alumnos foraneos a la region geografica a la que pertenece el campus. Atributo
Foraneo

A continuacion se enumeran las reglas obtenidas en estos modelos:

1. Si la poblacion de alumnos en la carrera de Ingeniero Mecéanico Electricista es
menor al 1 por ciento, lo cual puede ocurrir en cualquier campus, excepto en el
Campus Estado de México y en el Campus Monterrey, entonces la poblacion de
alumnos foraneos sera de hasta al 14 por ciento por campus.

2. Si la poblacion de alumnos en la carrera de Ingeniero Mecéanico Electricista es
mayor al 1 por ciento y la poblacion de alumnos en Programas Internacionales es
menor al 5 por ciento, entonces la poblacion de alumnos foraneos sera del 25 por
ciento.

3. Si la poblacion de alumnos en la carrera de Ingeniero Mecanico Electricista es
mayor al 1 por ciento y la poblacion de alumnos en Programas Internacionales es
mayor al 5 por ciento, lo cual ocurre en el Campus Monterrey y en el Campus
Estado de México, entonces la poblacion de alumnos foraneos serd de mas del 30
por ciento.

4. Si la poblacion de alumnos en la carrera de Ingeniero Mecanico Electricista es
mayor al 1 por ciento, lo cual ocurre en el Campus Monterrey y en el Campus
Estado de México, entonces la poblacion de alumnos foraneos serd de mas del 30
por ciento.
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Apéndice IV
Resultados de Mineria de Datos con Redes Neuronales
por Atributo

Atributo Becados

Los modelos con el menor error (0.25) corresponden a los que tienen las siguientes
caracteristicas:

Modelo |

Meétodo: Multilayer Perceptron

Numero de iteraciones: 5000

Error maximo: 0.17

Numero de capas:1

Numero de nodos: 10

Atributos: Periodo, Campus, poblacion de la carrera Ingeniero Civil, poblacion de la
carrera Ingeniero Mecanico Electricista.

Los pesos fueron en todos los casos los generados por default por la herramienta
Sipina.

Modelo |l

Me¢étodo: Multilayer Perceptron

Numero de iteraciones: 1400

Error maximo: 0.18

Numero de capas:3

Numero de nodos por capa: 5, 6, 5

Atributos: Periodo, Campus, poblacion de la carrera Ingeniero Civil, poblacion de
la carrera Ingeniero Mecanico Electricista.

Los pesos fueron en todos los casos los generados por default por la herramienta
Sipina.

Estos dos modelos clasificaron correctamente el 90 por ciento de los datos de prueba
pertenecientes al intervalo [0,1( , los otros intervalos fueron clasificados con 50 por ciento
de certeza.

En la tabla siguiente se observa que de 121 datos que se encuentran en el primer
intervalo fueron clasificados correctamente 111. En el caso del segundo intervalo fueron
clasificados correctamente 2 de 9 y para el tercer intervalo 11 de 23.
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Intervalo [0;1( [1,2) [2,3) [3;4( [4;5] [5,+00)
[0;1( 111 2 4 0 0 0
[1,2) 13 7 3 0 0 0
[2,3) 0 0 11 0 0 0
[3;4( 0 0 0 0 0 0
[4;5] 0 0 1 0 0 0

[5,+00) 0 0 4 0 0 0

Tabla Matriz de confusion para el modelo del atributo Becados

La tnica diferencia entre los dos modelos es el tiempo de convergencia, el modelo con
tres capas intermedias converge mas rapido que el de una sola capa.

Atributos de Género: Hombres o Mujeres

Los modelos corridos tuvieron las siguientes caracteristicas:

Me¢étodo: Multilayer Perceptron

Numero de iteraciones maximas: 5000

Error méaximo: 0.05

Numero de capas:1- 10

Numero de nodos por capa: 10 —23

Los pesos fueron en todos los casos los generados por default por la herramienta
Sipina.

Debido a la caracteristica de los datos, en donde mas del 87 por ciento se encuentran
en el primer intervalo el modelo solo tiene un error del 11 por ciento para los modelos de
Hombres y 14 por ciento para los modelos de Mujeres corriéndolos hasta las 5000
iteraciones. El error es relativamente bajo pero no se clasifican correctamente los datos que
se encuentran en otros intervalos.

Atributo Programas Internacionales

El modelo que representd los datos con el menor error fue el siguiente:
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Método: Multilayer Perceptron

Numero de iteraciones: 5000

Error maximo: 0.10

Numero de capas: 3

Numero de nodos por capa: 1:4, 2:3, 3:4

Atributos: Periodo, Campus, poblacion de la carrera Ingeniero Quimico
Administrador.

Los pesos fueron en todos los casos los generados por default por la herramienta
Sipina.

La matriz de confusién para estos dos modelos quedd como se muestra en la tabla
siguiente. Se clasificaron correctamente 132 casos de 145 que pertenecen al primer
intervalo y 5 de 9 del segundo intervalo. Todos los casos del tercer intervalo fueron
clasificados correctamente por el modelo

Intervalo [0;1( [1,2) [2,3) [3;4( [4;5[ [5;6[ [6;+00(
[0;1( 132 0 0 0 0 0 0
[1,2) 11 5 0 0 0 0 0
[2,3) 0 0 2 0 0 0 0
[3;4( 2 0 0 0 0 0 0
[4;5] 0 0 0 0 0 0 0
[5;6[ 0 2 0 0 0 0 0

[6;+00( 0 2 0 0 0 0 0

Tabla Matriz de confusion para el atributo Programas Internacionales
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