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Resumen 

En el presente trabajo de tesis se analizan las técnicas de redes neuronales para la 
predicción de series de tiempo aplicadas al estudio de la paginación de dos equipos de 
cómputo, uno con HP-UX 10.20 y uno con Windows NT 4.0. Este estudio tiene como 
finalidad la de predecir el comportamiento de la paginación de estos equipos para ver su 
posible utilización en la planeación de capacidades. Se utilizó una red neuronal artificial del 
tipo de alimentación hacia adelante y se probaron diferentes arquitecturas para encontrar 
aquella o aquellas que mejor generalizaran en las fases de validación y verificación. 

A partir de las pruebas realizadas y resultados obtenidos se pudo concluir que: 

• La decisión del número de muestras de entrada para la red neuronal es un factor 
fundamental para el buen desempeño de la misma, y que existe un límite en la selección 
del número de nodos de entrada, después del cual la calidad del trabajo de la red 
neuronal comienza a decrecer en lugar de mejorar; por otra parte, que como mínimo se 
debe utilizar en la capa oculta un número de neuronas que iguale el doble de las 
unidades de entrada, en nuestro caso comenzamos a tener resultados que se 
aproximaron a un nivel satisfactorio sólo después de que el número de neuronas en la 
capa oculta alcanzó el doble de unidades de entrada. 

• En cuanto al número de capas ocultas, la teoría explica que lo importante es el número 
total de neuronas en las capas ocultas y no en cuántas capas ocultas se distribuyan estas 
neuronas, de hecho se recomienda que para no tener arquitecturas con un número 
demasiado grande de neuronas en una capa intermedia, se puede distribuir estas 
neuronas en diversas capas. En nuestro caso, no ocurrió así; ya que al tener 20 unidades 
de entrada y 40 neuronas en una capa oculta se tiene una mejor aproximación que al 
tener las mismas unidades de entrada pero con 30 o 40 neuronas en dos capas ocultas. 
La decisión conjunta de unidades de entrada y de número de capas ocultas y neuronas 
en cada una de éstas es quizá la tarea más importante a realizar al trabajar con redes 
neuronales del tipo de alimentación hacia adelante. 

• También vernos que al contar con una base pronosticada por la red acerca del 
comportamiento del equipo de cómputo, podernos a través de ésta establecer los 
umbrales a ser utilizados en los diferentes sistemas de monitoreo del desempeño del 
equipo de cómputo. Lo anterior nos da la ventaja de que dichos umbrales se 
establecerán ahora con base en una teoría sólida y utilizando los datos propios del 
equipo que se está monitoredo, y no en base a recomendaciones. En nuestro caso 
particular, el valor medio de la información pronosticada por la red neuronal puede ser 
utilizado como un umbral y en caso de que éste valor se exceda por más de los días que 
generalmente duran los picos existentes en el pronóstico, se puede emitir una alerta de 
que el comportamiento de los sistemas ha presentado una variación con respecto a su 
tendencia pronosticada y por lo tanto debe ser analizado, lo cual cumple con el objetivo 
de recibir solamente alertas significativas, y no una gran cantidad que lograrían el 
efecto de ignorarlas indiscriminadamente. 
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PREFACIO 

El presente trabajo de tesis tiene como objetivos principales el de explorar las técnicas de 
redes neuronales para la predicción de series de tiempo aplicándolos al análisis de datos de 
desempeño de dos diferentes equipos de cómputo para poder predecir su comportamiento a 
futuro y saber cuando será necesario realizarles una actualización. El indicador que 
consideraremos para determinar si la red neuronal puede predecir el comportamiento del 
desempeño de los dos diferentes equipos de cómputo será la fase de verificación; esto 
significa que para saber si la red neuronal es capaz de predecir el comportamiento del 
desempeño de los equipos será necesario validar con datos no proporcionados durante la 
fase de entrenamiento y compararlos con datos reales del desempeño de los equipos en 
cuestión. 

Esta tesis se divide en varios capítulos los cuales describiremos a continuación: 

Capítulo l "Antecedentes" se habla brevemente acerca de la motivación del presente 
trabajo, del concepto de cómputo neuronal e introduce el tema de las redes neuronales. 

El capítulo 2 "Planteamiento del Problema" como su nombre lo indica, expone una 
sensibilización al problema que se quiere tratar en el presente trabajo. 

El capítulo 3 "Generalidades de Redes Neuronales" expone brevemente la teoría de redes 
neuronales necesaria para entender la experimentación realizada durante este trabajo de 
tesis, así como los resultados obtenidos. 

El capítulo 4 "Objetivos" expone los objetivos que se persiguen con la realización del 
presente trabajo. 

El capítulo 5 "Desarrollo Experimental" muestra el procedimiento que se utilizó para 
determinar la arquitectura de red que satisficiera nuestro objetivo de predecir en forma 
correcta las series de tiempo con que se decidió trabajar. 

El capítulo 6 "Resultados Obtenidos" muestra los resultados que se obtuvieron a través de 
la experimentación descrita en el capítulo precedente. 

El capítulo 7 "Análisis y Discusión" analiza los resultados presentados en el capítulo 6. 

En el capítulo 8 se exponen las conclusiones y recomendaciones que surgen a partir del 
trabajo realizado. 
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1 ANTECEDENTES 

Las computadoras en general no son muy buenas para realizar algunos trabajos en que los 
seres humanos somos excelentes tales como reconocimiento de imágenes o voz, 
razonamiento, entendimiento y el cómo actuar ante una situación incierta. Esta diferencia 
no puede deberse directamente a falta de velocidad de procesamiento, ya que una 
computadora procesa datos miles de veces más rápido que las neuronas en el cerebro 
humano (la afirmación anterior, se basa solamente en el conocimiento que tenemos del 
funcionamiento del cerebro humano; aunque desconocemos como funciona realmente). Sin 
embargo, los procesadores en una computadora tienen una estructura que es muy diferente 
a la del cerebro humano, y por tanto es natural preguntarse sí la superioridad humana en 
estas áreas está relacionada con dicha diferencia. ¿Podría realmente pensar una 
computadora que imita la estructura del cerebro humano?¿ Y si pudiera, sería tan versátil? 

La computación neuronal es un concepto de tecnología de computación que intenta emular 
la estructura básica y funcionalidad del cerebro humano. Obviamente esta es una tarea 
sobrecogedora, pero la investigación acerca del diseño de una computadora basada en las 
neuronas y sinapsis que componen el cerebro humano se remonta a principios de la década 
de 1940 [15). 

El deseo de desarrollar una computadora cuyo comportamiento se asemeje más al del 
cerebro humano fue motivado en gran parte por el deseo de crear una computadora que se 
comporte en forma más humana. La esperanza de una computadora neuronal consistía en 
que pudiera mostrar inteligencia humana, por lo menos a un nivel rudimentario. 

Como humanos tenemos la capacidad única de aprender. Esta habilidad nos permite 
adaptarnos y sobrevivir en un ambiente cambiante. De alguna manera, la vida se trata de 
aprender. El aprendizaje nos permite acumular conocimiento que después aplicamos a 
nuevas situaciones. A esto lo llamamos razonamiento, llegar a conclusiones o hacer 
inferencias a partir de observaciones, hechos o hipótesis. 

La computación convencional requiere que el programador formule una solución paso a 
paso para resolver un problema, después debe introducir estos pasos a una computadora a 
través de un programa. En contraste, una computadora neuronal puede ser entrenada para 
resolver un problema. Al asumir la responsabilidad de aprender cómo resolver un 
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problema, una computadora neuronal realmente se programa a sí misma. 

Un punto central en esta tecnología es un modelo conocido como una red neuronal. Una red 
neuronal es una colección de unidades simples de procesamiento conectadas entre sí en una 
estructura de red. Dicha red puede ser ya sea un modelo que consiste de la conexión de 
dispositivos de hardware o también puede ser un modelo consistente exclusivamente de 
software. 

Entrenar una red neuronal implica "presentarle" una serie de ejemplos de un problema y la 
solución deseada para cada uno de los ejemplos. Dándosele suficiente material de 
entrenamiento, la red neuronal es capaz de aprender los principios subyacentes 
involucrados para llegar a la solución, y utilizarlos posteriormente para resolver problemas 
similares. En esencia, se le muestran a la red neuronal ejemplos de causa y efecto, y se 
espera que aprenda la relación entre estos. Conocemos este tipo de aprendizaje como 
"aprendizaje supervisado". 

Como humanos, nosotros aprendemos en una forma similar gran parte de las tareas 
complejas que hemos aprendido con base en la experiencia. Por ejemplo, un corredor de 
bolsa aprende a través de la experiencia los sutiles indicadores que le dictan cuando 
comprar y cuando vender, él puede estar influenciado por un gran número de factores, 
algunos de los cuales ni siquiera ha identificado en una forma consciente, pero sus 
decisiones se basan en movimientos en la bolsa que ha visto con anterioridad. Cuando 
aprendemos basándonos en asociaciones con situaciones que hemos visto antes llamamos a 
este tipo de aprendizaje "aprendizaje no supervisado". Con el aprendizaje no supervisado 
aprendemos por asociación, o haciendo analogías con experiencias que hemos visto con 
anterioridad, no tenemos una relación explícita de causa y efecto como en el aprendizaje 
supervisado si no que más bien inferimos basándonos en situaciones similares. 

En los últimos años los modelos de redes neuronales han sido utilizados en forma exitosa 
en áreas tales como minería de datos y reconocimiento de patrones [ 10], entre los que se 
incluyen reconocimiento de caractéres escritos a mano, reconocimiento de voz, etc. pero 
también, y estos son los casos que más nos interesan por ahora, en la predicción de series 
de tiempo [11] principalmente aplicándose a predicciones en el mercado de valores. Cabe 
aquí mencionar que la predicción de series de tiempo es un caso de reconocimiento de 
patrones sobre el tiempo, es decir que involucra el procesamiento de patrones que 
evolucionan sobre el tiempo, en que la respuesta apropiada en un punto en el tiempo en 
particular depende no solamente de la entrada actual, si no que posiblemente también de 
todas las entradas previas; lo que provoca que la predicción de series de tiempo generales 
sea un problema muy complejo. Debido a que los modelos de redes neuronales han probado 
en varias situaciones su efectividad para el reconocimiento de patrones y la predicción de 
series de tiempos [1], se decidió que esta técnica debe presentar utilidad para el 
reconocimiento de relaciones entre componentes, estados anómalos y principalmente 
predicción del comportamiento de un sistema de cómputo. Este trabajo intenta mostrar una 
nueva aplicación de estas técnicas para facilitar el trabajo de los administradores de 
sistemas de cómputo al permitirles anticiparse a los diversos problemas que enfrentan 
cuando sus diversos sistemas llegan a los límites de sus capacidades. 
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2 PLANTEAMIENTO DEL PROBLEMA 

Los sistemas actuales de monitoreo del desempeño de los equipos de cómputo se basan en 
umbrales que el usuario debe definir. La efectividad o fracaso de dichos sistemas depende 
en gran parte de la correcta decisión al definir los umbrales; pero, ¿con base en qué se 
definen? En general están predefinidos y se utilizan como tal, haciendo que el usuario 
reciba alertas poco significativas, y que con el paso del tiempo en forma automática 
descarta; corriéndose así el riesgo de que también descarte alertas a las que debió prestar 
atención. 

Es posible que aplicando la técnica de redes neuronales al estudio de datos históricos se 
puedan encontrar estados comunes para los diferentes parámetros medidos, y que así pueda 
determinarse con una base más sólida cuándo se ha alcanzado un estado no encontrado 
anteriormente y que por lo tanto necesita que se genere una alerta. 

Una idea de la utilización de redes neuronales consiste en que por medio de éstas pueden 
establecerse los umbrales citados anteriormente en forma mucho más precisa y apegada a 
cada caso en particular utilizando las capacidades de estos modelos, como su capacidad de 
generalización y que el establecimiento de dichos umbrales se realize en forma automática 
después de un análisis de la serie de tiempo correspondiente. 

Según sabemos, hasta ahora las técnicas de redes neuronales no se usan en administración 
de sistemas de cómputo, sino que principalmente se han usado para análisis de tendencias 
en la utilización de créditos, predicción de valores de acciones en la bolsa [11 ], etc. Pero 
pensamos que esta misma técnica puede ser usada exitosamente en el área de 
administración de sistemas y su justificación económica sería que puede proporcionar 
información muy valiosa para facilitar la tarea de "planeación de capacidades" ( capacity 
planning), que es un área en que los grandes corporativos tienen mucho interés. 

La planeación de capacidades es el proceso de predecir cuando ocurrirá la saturación de un 
sistema y si es que ocurrirá. Esto incluye determinar la carga de usuarios y la respuesta del 
sistema. También se debe considerar la evolución de la carga de trabajo debida a las 
aplicacio1:1es existentes y a las futuras que se puedan instalar. 

Con precios bajos de "hardware", la planeación de capacidades puede parecer de poca 
importancia; ya que siempre se puede actualizar el equipo existente, así al parecer, 
simplemente con "adivinar" cuándo se debe actualizar un equipo es más que suficiente. 
Pero existen una razón que hace que la planeación de capacidades sea crítica. Esta es el 
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ritmo del cambio tecnológico en el sector del cómputo distribuido en gran parte debido a la 
tecnología Internet/Intranet, ya · que los sistemas actuales se desarrollan principalmente 
pensando en una arquitectura de 3 capas la cual introduce un servidor ( o un agente) entre el 
cliente y el servidor. El rol que juega este agente puede ser muy variado, como ejemplos 
tenemos el de proporcionar servicios de traducción, servicios de medición, servicios de 
mapeo de requerimientos a otros servidores, etc., como se muestra en la figura 2.1 tomada 
de [12]. 

Servidores de Datos 

Clientes 

Win/NT 

Mainframe Data 

NetWare 
Server Data 

FIGURA 2.1. Modelo Cliente-Servidor en tres capas. 

Los cambios rápidos aunados al incremento en la complejidad de la arquitectura de 3 capas 
está provocando que los diseñadores de sistemas pongan más atención en la capacidad. 
Hace algunos años los sistemas podían ponerse a funcionar sin estimación de la capacidad, 
y en caso de necesitarse siempre se podían actualizar, ya que generalmente no eran equipos 
de misión crítica. 

En la actualidad no es posible llevar a cabo las actualizaciones de hardware como antes se 
hacía. Una vez que los sistemas se instalan, se convierten en una parte integral del diseño 
general de la solución de la empresa. Apagar el sistema para realizar actualizaciones es 
demasiado costoso tanto en tiempo como en recursos. Además, se debe agregar la 
complejidad del ambiente, y esto típicamente requiere de trabajar aún con más cuidado 
debido a la interdependencia entre componentes de diversas aplicaciones. 

La planeación de capacidades tiene fines puramente financieros; aplicada en forma 
adecuada puede reducir de manera importante el costo general de pertenencia de un sistema 
empresarial. A pesar de que la planeación de capacidades formal lleva tiempo y recursos de 
personal internos y externos, así como herramientas de software y de hardware, las pérdidas 
potenciales en que se incurre al no tener planeación de capacidades son alarmantes. La 
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pérdida de productividad de usuarios finales en funciones críticas del negocio, pagar de más 
por equipo de red o servicios y el costo de actualizar sistemas que ya se encuentran en 
producción son más que suficientes para justificar el costo de la planeación de capacidades. 

El propósito de éste trabajo de tesis es explorar las técnicas de redes neuronales para la 
predicción de series de tiempo analizando datos de desempeño de diferentes equipos de 
cómputo para poder predecir su comportamiento a futuro y saber cuándo será necesario 
realizar una actualización en los equipos en cuestión, lo cual tiene un valor evidente para 
cualquier área de Planeación de Capacidades. 

Para el presente trabajo se cuenta con información de desempeño de dos equipos de 
cómputo; uno con HP-UX 10.20 y el otro con Windows NT 4.0. Se pretende analizar los 
datos de desempeño de ambos equipos para predecir su comportamiento en el tiempo. 

Basándonos en [2] tenemos que en equipos con Unix generalmente el problema más 
frecuente de desempeño se presenta en los accesos a disco, por lo que de todos los 
medidores disponibles en un equipo Unix, nos enfocaremos en los que se muestran en la 
tabla 2.1. 

TABLA 2.1. PARÁMETROS TOMADOS EN CUENTA PARA ANALIZAR 
EQUIPOS UNIX 

PARÁMETRO DESCRIPCIÓN 
Buffer bread/s Número de lecturas fisicas por segundo desde el disco hacia el buffer 

del Caché. 
Buffer bwrit/s Número de escrituras físicas por segundo desde el disco hacia el 

buffer del Caché. 
Buffer pread/s Número de lecturas fisicas por segundo desde una partición no 

manejada por el sistema de archivos del sistema operativo hacia el 
buffer del Caché. 

Buffer pwrit/s Número de escrituras físicas por segundo desde una partición no 
manejada por el sistema de archivos del sistema operativo hacia el 
buffer del Caché. 

Disk %busy Porcentage de tiempo que el disco estuvo ocupado atendiendo un 
requerimiento. 

Disk avque Número promedio de requerimientos para el disco. 
Disk avserv Tiempo promedio para atender cada requerimiento de transferencia 

para el disco (incluye tiempos de búsqueda, latencia rotacional y 
transferencia de datos). 

Disk avwait Tiempo promedio en milisegundos que los requerimientos de 
transferencia estuvieron esperando en la cola del dispositivo . 

Disk blks/s Número de bytes transferidos desde o hacia el dispositivo ( en bloques 
de 512 bytes) 

Disk r+w/s Número de transferencias por segundo (lecturas o escrituras) desde o 
hacia el disco. 

Swaping pswch/s Número de cambios de contexto en los procesos por segundo. 
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De los posibles contadores para medir el desempeño de sistemas con Windows NT, 
basándonos en el documento "Optimizing Windows NT for Performance" [3] se han 
seleccionado los recursos que se muestran en la tabla 2.2 para determinar el estado del 
sistema en lo que respecta a problemas de desempeño en la memoria. 

TABLA 2.2. PARÁMETROS TOMADOS EN CUENTA PARA EQUIPOS CON 
WINDOWSNT 

PARÁMETRO DESCRIPCIÓN 
Memory ó Pages/sec Es el número de páginas leídas de disco o 

escritas a disco para resolver referencias a 
páginas de memoria que no se encontraban 
en la memoria en el momento de la 
referencia. Este parámetro es la suma de 
Pages Input/sec and Pages Output/sec. Éste 
contador incluye tráfico de paginación con 
respecto al Caché del sistema para acceder 
datos para aplicaciones. También incluye 
las páginas hacia o desde archivos de 
memoria no mapeados en el Caché. Este 
contador es el que debe observarse 
principalmente si se está preocupado por el 
uso excesivo de la memoria (thrashing), y 
la paginación excesiva que como 
consecuencia puede resultar. 

Logical Disk ó % A vg. Disk sec/Transfer Tiempo en segundos de las transferencias a 
disco promedio. Interesa el valor del disco 
o discos que tienen área de memoria 
virtual. 

Server ó Pool Nonpaged Failures El número de veces que los alojamientos 
desde el área no paginada han fallado . 
Indica que la memoria física de la 
computadora es demasiado pequeña. 

Server ó Pool Paged Failures El número de veces que los alojamientos 
desde el área no paginada han fallado. 
Indica que ya sea la memoria física de la 
computadora o la memoria virtual son 
demasiado pequeñas. 

Server ó % Pool Nonpaged Peak El número máximo de bytes del área no 
paginada que el servidor ha tenido en uso 
en W1 momento dado. Indica cuánta 
memoria física debería tener la 
computadora. 
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En el caso particular del equipo con HP-UX 10.20 se seleccionaron los datos 
correspondientes a Swaping -> pswch/s y se seleccionaron entre las otras posibilidades 
debido a su marcada tendencia a la alza, la cual nos podría estar indicando un problema 
futuro. En el caso de Windows NT 4.0 los datos correspondientes a "Memory -> 
Pages/second", fueron elegidos entre otros datos posibles debido a que después de un 
análisis de todas las otras métricas posibles, son los que presentan un ligero 
comportamiento a la alza y también debido a sus frecuentes "picos" que pueden ser dificiles 
de ajustar para la red neuronal, lo cual sugiere una prueba interesante para determinar que 
tal ajusta nuestra red. Además de lo anterior, tanto según [2] como [3] es regla común que 
los equipos con los sistemas operativos con que en este estudio se cuenta tengan como 
cuello de botella la utilización de memoria y más específicamente la paginación; en el caso 
particular estudiado en este trabajo, al analizar las gráficas de la variación en el tiempo de 
los diferentes parámetros de los que se tuvo información, se llegó a la conclusión de que los 
que presentaban tendencias más interesantes para su estudio fueron los que se mencionaron 
anteriormente, pues los demás eran demasiado monótonos. 

Utilizando los datos anteriormente mencionados se pretende demostrar que el uso de 
técnicas de redes neuronales aplicado a datos de desempeño es útil para la toma de 
decisiones relacionadas con planeación de capacidades en equipos de cómputo. Las redes 
neuronales han probado su utilidad en la predicción de precios de acciones [11]; en éstos 
trabajos se han utilizado modelos tanto de alimentación hacia adelante (feedforward) como 
de redes recurrentes, y ambos han dado buenos resultados, por lo que en principio la 
aproximación que tomaremos será precisamente en esta dirección. 
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3 GENERALIDADES DE REDES NEURONALES 

3.1 HISTORIA 

Una red neuronal artificial es una red de elementos de procesamiento densamente 
interconectados llamados neuronas por su parecido funcional a las células del cerebro 
humano. Al igual que sus contrapartes biológicas las neuronas en una red neuronal envían y 
reciben información hacia y de las neuronas adyacentes. 

Las conexiones por las cuales las neuronas se comunican son críticas. A cada interconexión 
o sinapsis se le puede asignar un valor positivo o negativo llamado peso, logrando con esto 
que algunas neuronas contribuyan positivamente y otras inhiban sus contribuciones al 
resultado final de la red; así también, el peso de cada sinapsis puede ser modificado para 
controlar la intensidad de las señales que pasan de una neurona a la siguiente. El arreglo 
anteriormente descrito permite a la red el llegar a decisiones colectivas basándose en el 
intercambio de información entre sus muchos procesadores. 

El modelo McCulloch-Pitts de una neurona artificial desarrollado en 1943 [15] fué el 
primer intento de obtener un dispositivo neuronal sintético el cual modelaba lo que hasta 
entonces se conocía acerca de las neuronas. La figura 3 .1 muestra el esquema del modelo 
neuronal de McCulloch-Pitts. 

Excita torio 

x, 

X¡+1 

XN 
Inhibitorio 

ENTRADAS PROCESAMIENTO 

y=1,s>T 
y= -1, s <= T 

SALIDA 

FIGURA 3 .1. Modelo Neuronal de McCulloch-Pitts. 
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En el modelo de McCulloch-Pitts la función T es una función de umbral o de activación 
que hace que la neurona tome uno de dos posibles estados dependiendo de la intensidad de 
las entradas recibidas en la neurona. Cuando las señales recibidas igualan o sobrepasan el 
umbral definido, la respuesta de la neurona es positiva, y en caso contrario la respuesta es 
negativa (la función de umbral Tes binaria). Al funcionar como un dispositivo simple de 
establecimiento de umbrales, la neurona puede representar las proposiciones falsas o 
verdaderas que forman las bases del pensamiento lógico. 

Cabe mencionar que las neuronas reales, según se ha descubierto por neurosicólogos, son 
mucho más complejas que las representadas por el modelo de McCulloch-Pitts -
principalmente porque tienen una respuesta gradual en vez de sólo I o -1 - pero aún así la 
gran contribución de éste modelo consiste en aprovechar el hecho de que la utilización de 
elementos simples cuando se interconectan en una red, pueden dar lugar a un extraordinario 
poder computacional; es decir obtener complejidad a partir de la simplicidad. 

Posteriormente en 1949 D. Hebb [17] postuló un principio de aprendizaje a nivel celular: 
"Si la neurona A es estimulada repetitivamente por la neurona B en las ocasiones en que la 
neurona A se encuentra activa, esto ocasionará que la neurona A se vuelva más sensitiva a 
los estímulos provenientes de la neurona B". El principio anterior incorpora el ajuste de 
pesos de las conexiones de las neuronas de entrada, lo cual se ilustra en la figura 3.2. 

X1 

y= T(s) 

o 't 

FIGURA 3.2. Una neurona con habilidad de aprendizaje propuesta por Hebb. 

El concepto de Hebb de reforzamiento entre neuronas llegó a ser la piedra angular de las 
técnicas desarrolladas en los 50' s que hicieron posible que las redes neuronales reconozcan 
patrones específicos. 

Como se puede apreciar en la figura 3 .2, existe una función de umbral similar a la del 
modelo de McCulloch-Pitts, en la que si la suma de las entradas es mayor que dicho umbral 
T, entonces la salida y es 1, y de otra forma es -1. 

Aunque en un principio las funciones de umbral fueron funciones binarias que tomaban 
sólo dos valores ya sea O y 1 o -1 y 1, estas funciones han dejado su lugar a funciones de 
activación continuas y diferenciables para que los métodos de gradiente puedan ser usados 
para determinar el valor de los pesos que mapean un vector característico de entrada x = 
(x1, ...• XN) a su vector de salida deseado (objetivo) t = (t¡, ... , fM). Dichas funciones de 
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activación continuamente diferenciables se conocen como funciones sigmoidales o 
logísticas. La figura 2.3 muestra cuatro diferentes funciones de activación. 

y y i-----
o 

s s 
-1 

(a) (b) 

y 

b s s 

(c) 

FIGURA 3.3. Funciones de Activación. 

De las cuatro funciones graficadas anteriormente las más usadas son la 3.3(c) y la 3.3(d) 
cuyas expresiones correspondientes son: 

3.3(c) .................. . y= 1/(1 + exp(-a(s - b))) 

3.3(d) .... ··············· ................... . y = tanh( as/2) 

En ambas expresiones a es el ritmo de decrecimiento ( o en caso contrario crecimiento), y 
en el caso de la expresión correspondiente a la figura 3.3c, b es un "valor inicial"que ajusta 
el centro de la función a donde ocurre e0 

( en s = b ), en donde la salida es el valor medio 
y=Yí. Así bes el centro de asimetría en el ejes def(s). 

Substituyendo la función de wnbral y colocando la neurona dentro de su correspondiente 
red neuronal, tenemos arreglos de neuronas en varias capas, en las que cada neurona 
alimenta información a todas las neuronas de la capa siguiente. En la figura 3 .4 tomada de 
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[l] se muestra el modelo de una neurona y por medio de la flecha se ilustra el lugar de 
dicha neurona y sus sinapsis que la alimentan dentro de la red neuronal: 

X3 
,o 1 

WJj 

l+l x· J 

FIGURA 3.4. Una neurona situada en una red neuronal artificial. 

En la figura 3 .4 los "xr representan las entradas provenientes de las neuronas de la capa 
anterior, éstas entradas se multiplican por coeficientes w1

¡,.i llamados pesos, los cuales 
representan la conectividad o "sinapsis" entre la neurona i de la capa anterior y la neurona} 
de la capa /. La salida de la neurona , x/+1

, es el resultado de la aplicación de la función 
sigmoidal a la suma de las entradas combinadas con los pesos. 

3.2 TIPOS DE REDES NEURONALES 

Las redes neuronales generalmente consisten de un número de elementos de procesamiento 
o neuronas interconectados. Cómo se arreglan estas conexiones entre neuronas así como la 
naturaleza de las mismas determinan la estructura de la red, mientras que el algoritmo de 
aprendizaje gobierna el cómo se ajustan los pesos de las conexiones y como se entrenan 
para lograr el comportamiento general deseado de la red. El problema de definir la 
estructura de la red no es sencillo; es necesario decidir el número de capas ocultas, número 
de neuronas en cada capa oculta, nodos de entrada, etc. Existen diversos documentos en 
que podemos basamos para alcanzar este fin, pero como veremos a lo largo de este trabajo, 
aún es necesario recurrir a la experimentación constante para determinar la arquitectura 
adecuada para cada problema específico. Ahora bien, las redes neuronales se pueden 
clasificar con base en su estructura y algoritmos de aprendizaje. 

3.2.1 CLASIFICACIÓN CON BASE EN SU ESTRUCTURA 

Con base en su estructura, las redes neuronales se pueden dividir en dos tipos: redes de 
alimentación hacia adelante (feedforward networks) y redes recurrentes (recurrent 
networks). 
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Redes de Alimentación hacia Adelante: En una red de alimentación hacia adelante, las 
neuronas generalmente se agrupan en capas. Las señales fluyen de la capa de entrada hasta 
la capa de salida por medio de conexiones en una sola dirección, las neuronas son 
conectadas de una capa a la siguiente, pero nunca en una misma capa o a una capa anterior. 
Ejemplos de redes de alimentación hacia adelante incluyen el "perceptron" de capas 
múltiples (MLP multi-layer perceptron) [9], la red de vector de aprendizaje por 
cuantificación (LVQ leaming vector quantization) [22], la red de modelo cerebral de 
control de articulación (CMAC cerebellar model articulation control) [23] y la red de 
método grupal de manipulación de datos (GMDH group method of data handling) [18]. Las 
redes de alimentación hacia adelante realizan mapeos estáticos entre un vector de entrada y 
uno de salida: la salida en un instante dado es solamente una función de las entradas en ese 
instante. En el trabajo desarrollado en esta tesis se utilizó una red principalmente de tipo 
MLP aunque también tiene características de red recurrente porque las salidas de la red se 
utilizaron como entradas en pasos posteriores. La selección de arquitectura se debió a que 
ha probado ser confiable en cuanto a sus rfesultados principalmente tomando como 
referencia a [ 1]. 

Redes Recurrentes: En una red recurrente, la salida de algunas neuronas se utiliza como 
entrada de las mismas neuronas o de neuronas en capas precedentes. Así, las señales fluyen 
tanto hacia adelante como hacia atrás. Algunos ejemplos de redes recurrentes son la red de 
Hopfield [19], la red de Elman[20] y la red de Jordan[21]. Las redes recurrentes tienen una 
memoria dinámica: sus salidas en un instante dado reflejan la entrada actual al igual que 
entradas y salidas previas. 

3.2.2 CLASIFICACIÓN CON BASE EN SU ALGORITMO DE APRENDIZAJE 

Las redes neuronales se entrenan principalmente por dos diferentes tipos de algoritmos de 
aprendizaje: algoritmos de aprendizaje supervisados y no supervisados. Además de éstos, 
existe un tercer tipo de algoritmo conocido como aprendizaje por refuerzo, el cual puede 
ser clasificado como una forma especial de aprendizaje supervisado. 

Aprendizaje Supervisado: Un algoritmo de aprendizaje supervisado ajusta los pesos de las 
conexiones entre neuronas de acuerdo a la diferencia entre las salidas deseadas y las salidas 
obtenidas de la red correspondientes a una entrada dada. De esta forma, el aprendizaje 
supervisado requiere un maestro o supervisor que proporcione las señales de salida 
deseadas. Ejemplos de algoritmos de aprendizaje supervisados incluyen la regla delta, la 
regla delta generalizada o algoritmo de retropropagación, y el algoritmo LVQ. En el trabajo 
de esta tesis se utilizó el algoritmo de retropropagación debido a que funciona bastante bien 
junto con la arquitectura de alimentación hacia adelante y existen historias de éxito con esta 
combinación [l], [10] y [1 I]. 

Aprendizaje No Supervisado: Los algoritmos de aprendizaje no supervisado no requieren 
que se conozcan las salidas deseadas. Durante el entrenamiento, sólo se presentan los 
patrones de entrada a la red neuronal la cual automáticamente adapta los pesos de sus 
conexiones para agrupar los patrones de entrada en grupos con características similares . 

. ~' .-' 
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Ejemplos de algoritmos de aprendizaje no supervisado incluyen los algoritmos de Kohonen 
y el algoritmo ART (Adaptive Resonance Theory) de Carpenter-Grossberg [11]. 

Aprendiz.aje por Refuerzo: Como se mencionó anteriormente el aprendizaje por refuerzo es 
un caso especial del aprendizaje supervisado. En lugar de utilizar un maestro para 
proporcionar las salidas deseadas, un algoritmo de aprendizaje por refuerzo sólo emplea un 
elemento llamado "crítico" cuya función es evaluar la veracidad de la salida de una red 
neuronal correspondiente a una entrada dada [ 11]. 

3.3 REDES NEURONALES DE ALIMENTACIÓN HACIA 
ADELANTE 

Debido a que en este trabajo de tesis se utilizó una red neuronal del tipo de alimentación 
hacia adelante, dedicaremos esta parte a describir a mayor profundidad como funciona esta 
arquitectura. En una red neuronal de alimentación hacia adelante como se muestra en la 
figura 3.5 a la izquierda (en este caso) se tiene la capa de entradas, las cuales no son 
neuronas sino sólamente nodos de entrada ya que no cuentan con funciones de activación ni 
procesan la suma de sus entradas (no tienen entradas). La capa oculta (en este caso la capa 
del medio) contiene neuronas al igual que la capa de salidas la cual en este caso se ubica a 
la derecha. A la red neuronal de la figura 3 .5 se le denomina por algunos autores [9] red de 
tres capas, debido a que existen dos capas de neuronas (la oculta y la de salidas) más la 
capa de entrada; mientras que otros autores la denominan red de dos capas [l O] debido a 
que las capas de neuronas son sólo 2. En el presente trabajo utilizaremos la segunda 
nomenclatura, para resaltar el hecho de que la primera capa no está compuesta por 
neuronas. 
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FIGURA 3.5. Una red neuronal artificial de dos capas. 
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Las redes neuronales también pueden tener varias capas ocultas las cuales dan mayor poder 
para diferenciar clases no separables linealmente, para explicar este concepto de 
saparabilidad lineal, consideremos la figura siguiente: 

Plano de separación 

(a} 

x, i;r i;r 'tr Clase2 

+1+1+ \ 
Clase 1 

f 

(b} 

FIGURA 3.6 Separación lineal y no lineal en el espacio muestra!. (a) separación lineal y (b) 
separación no lineal. 

En la figura 3 .6 consideremos por simplicidad que el espacio muestra! para la clasificación 
es un plano. En la figura 3.6(a) es fácil ver cómo una linea recta separa sin problema alguno 
las dos diferentes clases contenidas en el espacio muestra!, por lo que decimos que tiene 
separación lineal; mientras que en la figura 3.6(b) también es claro observar que las dos 
diferentes clases no pueden ser separadas por ninguna línea recta, por lo que decimos que 
tiene separabilidad no lineal, o que no es linealmente separable. Este concepto se generaliza 
a cualquier espacio B", en donde los patrones se separan por medio de hiperplanos. 

El teorema de Hornik-Stinchcombe-White [16] establece que una red neuronal con dos 
capas de neuronas es suficiente para aproximar tanto como se desee cualquier mapeo 
continuo de un subconjunto cerrado en un espacio dimensional finito a otro espacio 
dimensional finito, siempre y cuando existan suficientes neuronas en la capa oculta. Por lo 
tanto, teóricamente no existe necesidad de utilizar más de dos capas de neuronas en una 
red, y veremos durante el capítulo de descripción del trabajo de la tesis que en nuestro caso 
una red con dos capas de neuronas nos proveyó mejores resultados que una red con tres 
capas de neuronas, aunque las capas ocultas eran del mismo número de neuronas en los dos 
casos. 

3.4 ENTRENAMIENTO SUPERVISADO POR MEDIO DE RETRO
PROPÁGACIÓN DEL ERROR (ERROR BACK-PROP AGATION) 

En esta sección consideraremos cómo las redes neuronales pueden aprender un mapeo 
adecuado para un conjunto de datos dado; dicho aprendizaje se basará en la definición de 
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una función de error adecuada, la cual se minimiza con respecto a los pesos en la red. Para 
apreciar la importancia y necesidad de la minimización de la función de error consideremos 
lo siguiente, si una unidad de salida produce una respuesta incorrecta cuando a la red se le 
alimenta con un vector de entrada no tenemos forma de saber cuál de las unidades en las 
capas ocultas debería ser identificada como la responsable de generar el error, de tal forma 
que no existe forma de saber cuales pesos ajustar y por cuanto ajustarlos para producir la 
salida deseada. Si consideramos una red con funciones de activación diferenciables ( como 
por ejemplo la función sigmoidal), entonces las activaciones de las unidades de salida se 
vuelven funciones diferenciables tanto de las variables de entrada como de los pesos. Si 
definimos una función de error diferenciable con respecto a las salidas de la red, entonces 
también es diferenciable con respecto a los pesos, y estas derivadas se pueden utilizar para 
encontrar valores para los pesos que minimizan la función de error, el algoritmo para 
evaluar las derivadas de la función de error se conoce como retro-propagación (back
propagation) ya que corresponde a una propagación de errores hacia atrás a través de la red. 
Veamos a mayor detalle lo expuesto anteriormente. 

En una red del tipo de alimentación avanzando en su forma más general, como se puede ver 
en la figura 3.5, cada unidad procesa una suma de sus entradas dependiendo de los pesos 
dada por: 

Zj = g(aj}, (3.1) 

en donde z; es la unidad de activación, o entrada, la cual envía una conexión a la unidad}, y 
w1; es el peso asociado con esa conexión. La sumatoria abarca a todas las unidades que 
tienen conexiones de entrada hacia la unidad}. Se pueden incluir inicios (biases) en la suma 
al adicionar una entrada extra con una activación fija en + 1. Las funciones de error que 
estamos considerando se pueden escribir como una suma sobre patrones del error para cada 
patrón en forma separada de forma tal que E = Ln E . Por lo tanto podemos considerar un 
patrón a la vez, y encontrar las derivadas de E al sumarlas sobre todos los patrones. 

Para cada patrón debemos suponer que se han proporcionado tanto el correspondiente 
vector de entrada así como calculado las activaciones de todas las neuronas en las capas 
ocultas y de salida por medio de una aplicación sucesiva de la ecuación 3. l. Este proceso 
generalmente se denomina propagación hacia adelante ya que puede considerarse como un 
flujo de información hacia adelante en la red. 

Ahora consideremos la evaluación de la derivada de E con respecto a algún peso '11'.I;. 

Primero notamos que E solamente depende del peso wJi por la suma de la entrada a1 a la 
unidad j. Por lo tanto aplicando la regla de la cadena: 

owji ªª1 
(3.2) 

Introduciendo ahora la notación propuesta en [8]: 
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(3.3) 

en la anterior ecuación, [8] llama errores a las 8 r Usando la ecuación (3 .1) podemos 

escribir: 

Ba j 
-- =z; 
Bwj, 

Substituyendo (3.3) y (3.4) en (3.2) tenemos: 

(3.4) 

BEn 
-- = 8Jz, (3.5) 
ow;, 

La ecuación (3.5) nos dice que la derivada requerida se obtiene al multiplicar el valor de 8 
para la unidad o neurona en su salida por el valor de z en la entrada de la neurona. Así, para 
evaluar las derivadas, necesitamos calcular el valor de ~· para cada neurona en las capas 
ocultas y de salida, y luego aplicar (3.5). 

Para las neuronas en la capa de salida la evaluación de Dk es simple. De (3.3) tenemos: 

BE" BE" 
Dk = - = g '(ak)-

Bak 0'k 
(3.6) 

en la que hemos usado (3.1) con Zk denotado por Yk· Para evaluar la ecuación (3.6) 
substituimos las expresiones adecuadas por g '(a) y BE"! By. Si por ejemplo, consideramos 
una función de error de suma de cuadrados junto con una red con entradas lineales, 
entonces obtenemos 

(3 .7) 

y así 8k simplemente representa el error entre las salidas deseadas y obtenidas para k. 

Ahora, para evaluar el 8's para las neuronas en las capas ocultas nuevamente utilizamos la 
regla de la cadena 

(3.8) 

la sumatoria anterior se evalua sobre todas las k' s a las cuales la neurona j envía 
conexiones. Si ahora substituimos la definición de 8 dada en la ecuación (3 .3) en la 
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ecuación (3 .8), y haciendo uso de (3 .1 ), obtenemos la siguiente fónnula de retro
propagación para las capas ocultas 

0=g'(a)¿wk/\ (3 .9) 
k 

la cual dice que el valor de 8 para una neurona en una capa oculta puede ser obtenida al 
propagar los 8 's hacia atrás a partir de las neuronas más cercanas a las salidas de la red. 
Debido a que ya conocemos los valores de los 8 's para las neuronas en la capa de salida, se 
intuye que aplicando en fonna recursiva (3.9) podemos evaluar los 8's para todas las 
neuronas en las capas ocultas en una red de alimentación hacia adelante. Habiendo 
encontrado el gradiente de la función de error para un patrón en particular, el proceso de 
propagación hacia adelante y hacia atrás se repite para cada patrón en el conjunto de datos, 
y las derivadas resultantes se suman para obtener el gradiente v' E (w) del total de la 
función de error. 

El algoritmo de retro-propagación permite que el gradiente de la función de error v' E (w) 
sea evaluado en forma eficiente. Ahora buscamos una forma de usar esta infonnación de 
gradiente para encontrar un vector de peso que haga mínimo el error. Este es un problema 
bastante conocido, y se ha desarrollado un buen número de algoritmos para resolverlo . 
Tales algoritmos comienzan al escoger un vector de peso inicial w(O) (el cual se puede 
seleccionar en forma aleatoria) y entonces realizar una serie de pasos para calcular los 
pesos de la siguiente fonna 

(3.10) 

en donde r es el paso de iteración. La forma más simple para actualizar el peso está dada 
por la expresión del gradiente en su dirección descendiente o simplemente gradiente 
descendiente 

(3 .11) 

en donde el vector de gradiente v' E debe ser re-evaluado en cada paso. En [8] se menciona 
que el algoritmo originalmente usado de gradiente descendiente es un algoritmo muy 
ineficiente en términos de recursos requeridos para resolver problemas altamente no 
lineales tales como la optimización de una red neuronal. Se han propuesto varias 
modificaciones para tratar de mejorar su eficiencia. Una de las más comunes es la adición 
de un ténnino de momentum a la ecuación (3 .11) quedando 

(3.12) 

aquí µ se conoce corno parámetro de momentum, que actúa haciendo más suaves las 
oscilaciones producidas por los diferentes valores producidos al calcular el error, y lo hace 
al especificar que el cambio en el peso en el paso n + 1 debería ser de alguna forma similar 
al cambio producido en el paso n. De esta forma, se conserva alguna inercia, y por lo tanto 
también se conserva el momentum en el ritmo del cambio. A pesar que esta corrección 
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generalmente lleva a mejoras en el desempeño del gradiente descendiente, ahora existen 
dos parámetros arbitrarios 1J yµ cuyos valores se deben ajustar en la práctica para lograr un 
mejor desempeño. 

El algoritmo básico de retro-propagación se muestra en la figura 3. 7: 

Inicio 

Establecer parámetros 
Leer entrada I 

Establecer pesos iniciales 
aleatoriamente Fin 

Hacer r = 1 ÉPOCAS~----~ 

Hacer q = 1 

Calcular las salidas de 
las neuronas 

Actualizar pesos 

EJEMPLOS 

r=r+l 

q=q+ 

SI 

FIGURA 3.7. Diagrama de flujo de retropropagación. 

El diagrama de flujo de la figura 3.7 presenta una descripción muy general de la forma más 
básica ( existen otras) del algoritmo de retro-propagación del error. En el primer paso, la 
arquitectura de la red neuronal se lee de un archivo, se establecen los parámetros y se 
acepta el número I de épocas que se proporciona. La red neuronal consiste del número N de 
entradas, el número M de neuronas de la capa oculta, el número J de neuronas de salida, el 
número Q de ejemplos, y los Q pares de ejemplos {(x(q), ifk(qJJ: q = 1, ... ,Q} de vectores de 
entrada con sus respectivas salidas deseadas. 

El segundo paso en forma aleatoria establece NM pesos iniciales { Wnm (O)} para las neuronas 
ocultas y:MJ pesos iniciales { um}°>} para las neuronas de salida (aleatoriamente entre -0.5 y 
0.5 para funciones sigmoidales polares o bipolares). El tercer paso establece el número 
actual de épocas ar= 1, mientras que el cuarto paso establece el número actual de ejemplos 
a q = 1. El quinto paso realiza todas las sumas y activaciones en las capas oculta y de 
salida. Posteriormente estos valores se utilizan en el sexto paso para calcular los 
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incrementos en los pesos Llwnm para cada peso Wnm{r) y Llum¡ para um/J y entonces sumarlos a 
los pesos actuales para obtener los pesos nuevos Wnm(r+IJ y um/+IJ. 

En este punto, se realiza la pregunta si (¿q > Q?). Si es falsa, entonces q se incrementa, 

q~q+ 1 

y el proceso regresa al quinto paso. Si es verdadera, entonces se ha completado una época, 
y entonces se hace la prueba (¿r > 1 ?). Si es falso, entonces r se incrementa, 

r~r+ 1 

y el proceso regresa al cuarto paso para otra época, o en caso contrario el proceso termina 
(se han completado I épocas). Los pesos actualizados se calculan de la siguiente forma: 

(r ·;-/) _ (r) A (r+ /) _ (r) A 
Umj - Umj + uUmj, Wnm - Wnm + uWnm (3 .13) 

Como puede verse lo que en realidad se busca es la minimización del error al ajustar los 
pesos, y esta minimización comienza con un vector de peso inicial w(OJ que se mueve desde 
cualquier punto en que se encuentre w(rJ siguiendo la dirección de -V E(w(r)) o sea el 
camino más rápido de disminución para llegar a la siguiente aproximación a la solución. Se 
acostumbra utilizar un "tamaño de paso" o "factor de aprendizaje" (learning rate = l.r.) en 
cada paso de descenso. Este factor de aprendizaje debe eventualmente decender a cero para 
obtener la convergencia de la solución. La correcta selección del factor de aprendizaje es un 
factor importante en el desempeño de la red. 

Uno de los aspectos más importantes de la retro-propagación del error es su eficiencia en lo 
que se refiere a complejidad computacional. Para entender esto, examinemos cómo el 
número de operaciones requeridas para evaluar las derivadas de la función de error escalan 
con el tamaño de la red. Una evaluación simple de la función de error (para un patrón de 
entrada dado) requeriría 0( U') operaciones, en donde W es el número total de pesos en la 
red. Para W pesos en total es necesario evaluar W derivadas. Una evaluación directa de 
estas derivadas en forma individual requeriría por lo tanto 0(W2

) operaciones. En 
comparación, la retropropagación permite que todas las derivadas sean evaluadas usando 
una sola propagación hacia adelante y una sola propagación hacia atrás junto con el uso de 
la ecuación (3.5). Ya que cada uno de estos requiere 0(W) pasos, el costo se reduce de 
0(W2

) a 0(W). El entrenamiento de una red de alimentación hacia adelante, aún usando el 
algoritmo de retro-propagación puede ser muy consumidor de tiempo, por lo que esta 
ventaja en complejidad es importante. 

Para finalizar esta sección acerca de la retro-propagación, debemos tener en cuenta que 
existen aún muchos puntos no claros acerca del cálculo de errores a través de la retro
propagación; uno de ellos se debe a que los mínimos que se encuentran con este método 
son mínimos locales y no mínimos globales, lo que puede llevarnos posiblemente a tomar 
direcciones de gradiente que no son las mejores. Un estudio detallado respecto a ventajas y 
desventajas del uso de la retro-propagación del error se puede encontrar en [8]. 
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3.5 ARQUITECTURAS DE REDES NEURONALES PARA 
PROCESAMIENTO DE SECUENCIAS TEMPORALES 

En [l] en el capítulo de Michael C. Mozer para el concurso de Santa Fe Institute, se 
presenta un estudio de arquitecturas de redes neuronales para procesar patrones que varían 
con el tiempo. Se propone ahí que cualquier arquitectura que procese patrones que varían 
con el tiempo requiere dos componentes conceptualmente distintos: una memoria de corto 
plazo que guarda todos los eventos relevantes en el pasado, y un asociador que utiliza a la 
memoria de corto plazo para clasificar o predecir. La clasificación que se presenta se basa 
en una caracterización de los modelos de corto plazo junto con las dimensiones de la forma, 
contenido, y adaptabilidad. 

El reconocimiento de patrones temporales involucra el procesamiento de patrones que 
evolucionan con el tiempo. La respuesta apropiada en un punto particular en el tiempo 
depende no solamente de su entrada actual, sino más bien puede depender de todas las 
entradas previas, esto se ilustra en la figura 3.8: 

x(t) 
Memoria de 
Corto plazo 

Predictor 
Genérico y(t) 

FIGURA 3.8. Formulación abstracta de una tarea de predicción. 

En la figura 3.8 la entrada en el tiempo t se denota por x(t), y es un vector para permitir la 
consideración de series con múltiples variables. La salida del predictor al tiempo r es y(r) 
que se basa en la secuencia de entrada x( 1) . . . x(t) y representa algún valor futuro de la 
entrada o posiblemente alguna función de un valor futuro; y puede ser también un vector. 
Una predicción y se puede hacer a cada paso en el tiempo o en momentos seleccionados. La 
predicción involucra dos componentes conceptualmente distintos. El primero es crear una 
memoria de corto plazo que guarda los aspectos de la secuencia de entrada relevantes a la 
generación de predicciones. El segundo hace una predicción basado en la memoria de corto 
plazo. En el marco de una red neuronal, el predictor siempre será un componente de 
alimentación hacia adelante en la red, mientras que la memoria de corto plazo generalmente 
tendrá conexiones internas recurrentes. 

Al diseñar un modelo de red neuronal, se deben considerar los siguientes puntos: 

Arquitectura: ¿ Cúal es la estructura interna de la memoria de corto plazo y la red de 
predicción? Responder esta pregunta involucra especificar el número de capas y unidades, 
el patrón de conectividad entre las unidades, y sus dinámicas de activación. 
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Entrenamiento: Dado un conjunto de ejemplos de entrenamiento, ¿cómo se deberían 
ajustar los parámetros internos en el modelo? Cada ejemplo de entrenamiento i consiste de 
una serie de entradas, {x¡(l), x¡(2), x¡(3), ... , x¡(t¡)}, y una serie de predicciones asociadas, 
{p¡(l), p¡(2), p¡(3), ... , p¡(t¡)}, en donde t¡ es el número de pasos en el ejemplo y p¡(-t) es 
una predicción esperada en el tiempo 't. Entrenar un modelo de red neuronal involucra fijar 
sus pesos de forma tal que sus predicciones, y¡('t), se acercan tanto corno sea posible a las 
predicciones esperadas p¡( t) . 

Representación: ¿ Cómo debería ser representada una secuencia de entrada que varía con el 
tiempo en la memoria de plazo corto? La naturaleza y cantidad de información que debe ir 
dentro de la memoria depende del dominio. 

Debido a lo expuesto anteriormente es importante considerar las diferentes formas de 
memoria de corto plazo. 

3.5.1 MEMORIA CON RETRASO (TAPPED DELAY-LINE MEMORY) 

La forma más simple de memoria es un área de almacenamiento temporal que contiene las 
n entradas más recientes. Tal memoria generalmente se conoce corno un modelo de 
memoria con retraso debido a que el área de memoria temporal puede ser formado por una 
serie de líneas de retraso. También se conoce como "delay space embedding" y forma las 
bases de los modelos estadíticos tradicionales de auto-regresión (AR). Las memorias con 
retraso son comunes en los modelos de redes neuronales [ 1]. Estas memorias cuantifican 
para seleccionar ciertos elementos de una secuencia x( 1) . . . x(t), digamos un total de Q 

elementos, y formar una representación de estado (x ¡(l), x ¡(2), x ¡(3), ... , x n(t¡)), en 
donde x ¡(t) = x(t- i + 1). 

3.5.2 MEMORIA DE TRAZADO EXPONENCIAL 

Para poder entender lo que es una memoria de trazado exponencial, es necesario definir el 
término de función de kernel. Supongamos que tenemos una región R que es un hipercubo 
con lados de longitud h centrado sobre el punto x. Entonces su volumen está dado por 

Definimos ahora una función de kernel H(u), que también se conoce como ventana de 
Parzen dada por 

{ 
1 luA<l/2 j = I, ... ,d 

H(u)-- O de otra forma 

de tal forma que H(u) corresponde a un hipercubo unitario centrado en el origen, y por 
tanto, para todos los puntos x" , la cantidad H((x - x")lh) es igual a la unidad si el punto x" 
cae dentro de un hipercubo de lado h centrado en x, y es cero de otra forma; o sea que es 
una superposición de una función de ventana normalizada centrada sobre un conjunto. 
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Ahora bien, una memoria de trazado exponencial se forma utilizando la función de kernel 

C;(t) = (1 - µ¡) µ'., 

en donde µ¡ se encuentra en el intervalo [-1, 1] . Esta forma de memoria ha sido estudiada 
en [ 1]. A diferencia de la memoria con retraso, la memoria con trazado exponencial no cae 
abruptamente a un punto fijo en el tiempo; en vez de esto, la fuerza de la entrada decae en 
forma exponencial. Lo anterior significa que las entradas más recientes tendrán siempre una 
mayor fuerza que las entradas más lejanas. 

Una propiedad importante de las memorias de trazado exponencial consiste en que x ¡ 
puede ser calculado en forma incremental : 

X¡(t) = (1- µ¡) X¡(t) + µ¡x(t-1) 

3.5.3 MEMORIA GAMMA 

Se pueden utilizar dos dimensiones que son profundidad y resolución para caracterizar las 
memorias con retraso y de trazado exponencial. Brevemente, la profundidad se refiere a 
que tan lejos en el pasado la memoria almacena información en relación con el tamaño de 
la memoria. Una memoria poco profunda solamente almacena información reciente. La 
resolución se refiere al grado al cual se preserva la secuencia de entrada concerniente a los 
elementos individuales. Una memoria de alta resolución puede reconstruir los elementos 
reales de la secuencia de entrada. En términos de estas dimensiones, la memoria con retraso 
tiene poca profundidad pero alta resolución, mientras que la memoria de trazado 
exponencial es profunda pero con poca resolución. 

En [ 1] se habla de una tercera forma de memoria que presenta una equivalencia discreta de 
la función de densidad gamma: 

e//) - [ :.J (! - µ,)""' µ,:-•, si t ;, w, y c,(t) - O si t < ro, 

Como anteriormente, W; es un retraso entero y µ; cae en el intervalo [O, 1 ]. Con W; = O, el 
kernel gamma se reduce a un kernel de trazado exponencial. En el límite µ;~O , se reduce a 
un kernel de memoria con retraso. 

3.6 METODOLOGÍA DE ENTRENAMIENTO SUPERVISADO DE 
UNA RED NEURONAL. 

La metodología de entrenamiento de una red neuronal consiste de (i) entrenamiento, (ii) 
validación, y (iii) verificación. Para cada uno de los pasos anteriores se requiere un 
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conjunto propio de muestras para trabajar: (a) a conjunto de entrenamiento (el mayor), (b) 
un conjunto de validación, y (c) un conjunto de verificación. La validación se debe hacer 
después de cada segmento de entrenamiento durante varias iteraciones para determinar 
cuando el error en el conjunto de validación deja de hacerse más pequeño. El error en el 
conjunto de validación comienza a decrecer mientras se desarrolla el entrenamiento, pero 
llega un momento en que deja de hacerse más pequeño, o incluso comienza a crecer cuando 
el entrenamiento se especializa más en el conjunto de entrenamiento. El conjunto de datos 
de validación es pequeño comparado con el conjunto de datos de entrenamiento. En la fase 
de verificación por lo general se utiliza un conjunto de aproximadamente la mitad de 
tamaño que el conjunto de entrenamiento para verificar que la red entrenada en realidad 
puede reconocer patrones del tipo que se le presentarán, aunque en este trabajo el propósito 
es usar un conjunto aún mayor. Existen varios trabajos previos sobre el uso de redes de 
alimentación hacia adelante utilizándose para predicción de series de tiempo, entre ellos 
están (1 ], (24] y aquí describiremos brevemente (11] que trata acerca de la predicción de los 
niveles de agua para el río Amazonas con los datos de niveles máximo y mínimo durante 1 7 
años. Las redes utilizadas en este caso tuvieron cuatro nodos de entrada y utilizaron los 1 7 
datos para la evaluación en los dos casos involucrados consistentes en predecir los niveles 
mínimos y máximos del río; pero en la simulación para la predicción de los niveles 
máximos se utilizaron 11 datos para el entrenamiento mientras que en la predicción de los 
niveles mínimos a diferencia del caso anterior, se utilizaron 15 datos para el entrenamiento. 

En general, la forma de entrenar a la red es la siguiente: 

A partir de la arquitectura de red seleccionada, es decir, número de neuronas de salida, 
número de capas ocultas, número de neuronas en cada capa oculta, factor de aprendizaje y 
momentum, debemos decidir cuántas muestras de entrada necesitamos, así como en (11] se 
decidió que el número de entradas sería cuatro; en el capítulo 5 explicaremos que la forma 
de seleccionar este subconjunto está basado en lo expuesto en [ 1 O] y para seleccionar 
nuestra arquitectura de red recurrimos a constante experimentación. Una vez decidido el 
número de nodos de entrada necesitamos que la red nos proporcione el siguiente dato en la 
serie, o sea, si los primeros 12 datos de desempeño de un equipo son: 

0.46, 0.23, 0.18, 0.83, 0.3, 0.82, 0.13, 0.8, 0.44, 0.84, 0.72, 0.12 

Suponiendo que hemos decidido que el número de nodos de entrada es diez, entonces 
debemos proporcionar las entradas para el entrenamiento de la red de la siguiente forma: 

En el primer paso "0.46, 0.23, 0.18, 0.83, 0.3, 0.82, 0.13, 0.8, 0.44, 0.84" serian los nodos 
de entrada, y O. 72 sería la salida esperada. En el segundo paso recorreríamos nuestra 
ventana de muestreo un lugar hacia la derecha, y ahora los nodos de entrada serian "0.23, 
0.18, 0.83, 0.3, 0.82, 0.13, 0.8, 0.44, 0.84, 0.72" con una salida deseada de 0.12, y así 
continuaríamos y en el tercer paso la entrada seria "0.18, 0.83, 0.3, 0.82, 0.13, 0.8, 0.44, 
0.84, 0.72, 0.12". Es importante notar que la salida deseada en cada paso es usada como 
parte de la entrada en el paso siguiente. Explicaremos ahora con la figura 3. 9 a que nos 
referimos con el término "ventana de muestreo": 
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Datos para la red= lo.46, 0.23, 0.18, 0.8},@o.82, 0.13, 0.8, 0.44, 0.84, 0.72, 0.12 

/ 
Ventana de muestreo de 4 elementos. En el 1 er 

paso esta ventana abarca los primeros 4 
elementos, que son los que se alimentan como 

nodos de entrada en la red. 

(a) 

En el siguiente paso la ventana de muestreo de 
4 elementos se recorre un lugar a la derecha de 
los datos, y ahora estos nuevos cuatro datos se 

alimentan como nodos de entrada a la red. 

(b) 

Salida deseada al 
proporcionarse las cuatro 
entradas incluidas en la 

ventana de muestreo 

Nueva salida deseada al 
proporcionarse las cuatro 

entradas incluidas en la ventana 
de muestreo en el segundo paso 

FIGURA 3.9. 2 ventanas de muestreo con sus correspondientes salidas deseadas. (a) 
Ventana de muestreo para el primer paso. (b) Ventana de muestreo para el segundo paso. 

En la figura 3.9 se puede ver el movimiento de una ventana de muestreo en dos pasos 
diferentes para alimentar de datos de entrada y de la salida deseada a una red neuronal. El 
proceso se continua en la misma forma hasta que se finaliza con los datos de entrenamiento. 

En la fase de validación lo que se hace es dejar de proporcionar a la red las salidas deseadas 
y en su lugar en cada paso que se avance se utiliza la salida pronosticada por la red, así ésta 
se alimenta con la misma información que predice y nos permite medir que tan bien está 
"generalizando" (se explica en el siguiente subtema) nuestra arquitectura de red propuesta. 

3.7 GENERALIZACIÓN 

La meta del entrenamiento de una red no es la de aprender una representación exacta de los 
datos de entrenamiento, sino más bien el construir un modelo estadístico del proceso que 
genera los datos. Esto es importante si la red va a presentar una buena "generalización", 
esto es, hacer buenas predicciones para entradas nuevas. 

Para que la red proporcione una buena representación del generador de los datos, es 
importante que la complejidad efectiva del modelo corresponda con el conjunto de datos. 
Lo anterior puede entenderse mejor utilizando la analogía con el ajuste a una curva 
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generada por un polinomio propuesta por [8); en este caso, la complejidad del modelo está 
gobernada por el orden del polinimio el cual a su vez gobierna el número de coeficientes de 
ajuste. Consideremos un conjunto de datos de 11 puntos generados al muestrear la función 

h(x) = 0.5 + 0.4sin(2m:) (3.14) 

a intervalos iguales de x y añadiendo ruido con una distribución Gaussiana con desviación 
estándar de a= 0.05. Esto refleja una propiedad básica de la mayoría de los conjuntos de 
datos de interés en reconocimiento de patrones, que consiste en que exhibe un componente 
sistemático de alguna forma oculto, representado en este caso por la función /,(.\), pero que 
se encuentra corrupto por el ruido aleatorio. La prueba en este caso, consiste en intentar 
ajustar los puntos obtenidos al agregar el ruido. Dicho ajuste se hará con un polinomio y se 
espera obtener un resultado que debe ser muy parecido a la función h(x). En [8], se 
demuestra que se obtiene un mejor ajuste cada vez que se incrementa el orden del 
polinomio, hasta que se llega a un polinimio de grado l O. Pero al comparar el polinomio de 
grado 1 O con la función h(x) se puede ver que existe una gran diferencia entre ellas, 
mientras que el polinomio de grado 3 aunque da un mayor error, en realidad se asemeja 
mucho más a la función deseada. En la figura 3.1 O lomada de [8], se muestra el ajuste con 
un polinomio de grado 3, que como podemos ver no verifica perfectamente los puntos de 
muestra, pero en cambio ajusta muy bien la función h(x); mientras que en la figura 3.11 se 
ve cómo un polinomio de grado 11 ajusta perfectamente los puntos de muestra, pero se 
encuentra muy lejos de ajustar a la función h(x). Lo anterior nos muestra que es posible que 
buscando minimizar el error se puede llegar a especializar la red y así hacer que sus 
capacidades de descubrir el comportamiento general se pierdan y aunque obtengamos un 
error menor durante el entrenamiento, durante la fase de validación se tendrán resultados 
pobres. 

1.0 .------

y 

0.5 

0.5 X 1.0 

FIGURA 3.1 O. Un ejemplo de un conjunto de 11 puntos obtenidos al muestrear la función 
h(x) = 0.5 + 0.4sin(2m:) a intervalos iguales y agregando un error aleatorio. La curva con 
linea de calidad más gruesa muestra la función h(x}, mientras que la curva de linea más 
delgada muestra la aproximación obtenida por un polinomio de grado J. 
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0.0 0.5 X 1.0 

FIGURA 3.11. La misma función h(x) ahora siendo ajustada por un polinomio de grado l O. 
Puede verse cómo las muestras se ajustan perfectamente, pero el resultado se aleja del 
ajuste de la función h(x). 

En el capítulo 6 que trata de los resultados obtenidos en la experimentación, veremos cómo 
en algunos casos al disminuir el error del entrenamiento, se llegó a resultados más pobres 
durante la validación. 

Debido a lo expuesto en este capítulo, concluimos que para nuestro trabajo experimental 
será necesario tomar muy en cuenta los parámetros tales como el número de nodos de 
entrada a la red, el número de capas ocultas, el número de neuronas en cada una de las 
capas ocultas, el número de neuronas de salida, el factor de aprendizaje y además también 
será necesario probar durante la etapa de validación distintas redes que varíen en el error 
presentado durante el entrenamiento para verificar su generalización. De esta fomrn 
deberemos de proceder durante la fase experimental. 
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4 OBJETIVOS 

El presente trabajo de tesis tiene como objetivos los siguientes: 

• Explorar las técnicas de redes neuronales para la predicción de series de tiempo 
analizando datos de desempeño de dos diferentes equipos de cómputo para poder 
predecir su comportamiento a futuro y saber cuando será necesario realizar una 
actualización en los equipos en cuestión. El indicador que consideraremos para 
determinar si la red neuronal puede predecir el comportamiento del desempeño de los 
dos diferentes equipos de cómputo será la fase de verificación; es decir, para saber si la 
red neuronal es capaz de predecir el comportamiento del desempeño de los equipos será 
necesario validar con datos no proporcionados durante la fase de entrenamiento. 

• Estudiar cuáles de las diferentes arquitecturas de redes neuronales nos pueden ayudar a 
predecir el comportamiento a futuro del desempeño de los sistemas; esto es, que 
combinaciones de nodos de entrada, número de capas ocultas, número de neuronas en 
cada capa oculta, y factor de aprendizaje nos permiten predecir mejor el 
comportamiento del desempeño de los equipos en estudio. 

• Estudiar el efecto de la utilización de dos capas ocultas en la arquitectura de la red, 
cuando el desarrollo teórico indica que el efecto es exactamente el mismo que tener una 
única capa oculta con un número de neuronas igual a la suma de las neuronas presentes 
en las dos capas ocultas. 

• Observar el efecto de la selección del número de nodos de entrada en la efectividad del 
entrenamiento de la red neuronal, esta elección del número de nodos de entrada 
depende de la cantidad de datos para entrenar, y probaremos el entrenamiento con 
diferentes números de nodos de entrada para ver en forma experimental como afectan 
durante el entrenamiento. 

• Explorar diferentes selecciones de factores de aprendizaje en el entrenamiento y 
validación de la red neuronal, este factor de aprendizaje debe eventualmente decrecer 
hacia cero para lograr la convergencia, y sus posibles selecciones se encuentran entre 
0.1 y 0.9. 

• Estudiar la causalidad del error de entrenamiento en el error de validación, es decir 
cómo se comporta el error en la validación a diferentes errores en el entrenamiento, y 
con ello la capacidad de generalización de la red para este problema. 
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• Proporcionar nociones generales que puedan contribuir a la predicción de series de 
tempo en general. 
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5 DESARROLLO EXPERIMENTAL 

Como se comentó en el capítulo 2 "Planteamiento del Problema", para el presente trabajo 
se contó con información de desempeño de dos equipos, uno con sistema operativo HP-UX 
10.20 y otro con Windows NT 4.0; los datos de desempeño se obtuvieron con una 
herramienta conocida como Unicenter TNG y en general corresponden a los disponibles a 
través de las herramientas "sar" de HP-UX y "Performance Monitor" de Windows NT, sólo 
que cuenta con facilidades para realizar gráficas de los datos en los intervalos de tiempo 
que el usuario defina, lo cual nos proporciona la capacidad de tomar muestras de tiempo tan 
separadas como deseemos, o tan cercanas como cada 5 minutos durante todo el intervalo de 
muestreo correspondiente a casi 9 meses de información. 

Para el análisis de los datos en un principio se pensó en utilizar el software SNNS (Stuttgart 
Neural Network Simulator) el cuál es un simulador para redes neuronales desarrollado en la 
Universidad de Stuttgart [ 4 J. Debido a que este simulador está diseñado principalmente 
para reconocimiento de patrones y no para predicción de series de tiempo que también es 
una tarea de reconocimiento de patrones sólo que la forma de alimentar datos al simulador 
debe ser diferente, era necesario el realizar sobre él modificaciones para que pudiera 
trabajar con los datos con que se contaba. Ya que el SNNS es un software registrado y que 
para realizar modificaciones es necesario incurrir en una serie de trámites de 
licenciamiento, se decidió buscar otro software para la simulación de redes neuronales, uno 
que pudiera modificarse para cubrir los requerimientos de este trabajo. 

De [13] se tomó el código de un simulador de redes neuronales, que aunque no se ajusta en 
un 100% a las necesidades del presente trabajo, puede ser modificado para cubrir los 
requerimientos del mismo. Para explicar las modificaciones a que nos referimos, 
comenzaremos por describir como funciona dicho simulador: como entrada el simulador 
recibe la información correspondiente a los ejemplos y las salidas esperadas de los mismos, 
una vez que se entrena con esta información, el simulador esta listo para reconocer nuevos 
patrones. Lo que nosotros necesitamos hacer es que el simulador genere sus propios nuevos 
patrones basándose en la información que él mismo genera Es decir, la salida calculada en 
el paso "n" será utilizada como entrada en el paso "n + l" junto con las entradas anteriores 
haciendo una lista de tipo FIFO. Más adelante explicaremos a mayor detalle el por qué 
debemos hacer lo anterior y cómo trabajamos con los datos. En el Apéndice D se muestra el 
programa modificado. 

Una vez habiendo decidido qué simulador de redes neuronales utilizar, se procedió a 
seleccionar los datos adecuados para trabajar analizando sus tendencias temporales y 
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buscando primero en los parámetros ya mencionados en las tablas 2.1 y 2.2. En el caso 
particular del equipo con HP-UX 10.20 se seleccionaron los datos correspondientes a 
Swaping -> pswch/s y en el caso de Windows NT 4.0 los correspondientes a "Memory -> 
Pages/second", cuyas gráficas se muestran en las figuras 5.1 y 5.2 respectivamente. La 
figura 5.1 muestra el comportamiento de la "paginación" de un equipo con HP-UX 10.20 
durante 250 días, y se seleccionó entre las otras posibles debido a que aparentemente tiene 
una tendencia a la alza, la cual nos podría estar indicando un problema futuro. Esta 
información se utilizará como entrada para el simulador de red neuronal. 

Swapping->pswchls 

FIGURA 5.1. Paginación en un equipo con HP-UX 10.20. 

La información de la figura 5.2 correspondiente a Memory -> Pages/sec de un equipo con 
Windows NT fue elegida entre otras debido a un ligero comportamiento a la alza y a sus 
frecuentes "picos" que pueden ser dificiles de ajustar para la red neuronal. 
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Memory->Pages/sec 

FIGURA 5.2. Paginación en un equipo con Windows NT 4.0. 

Una vez seleccionados los datos a procesar, el siguiente paso consiste en seleccionar la 
arquitectura de red a utilizar por lo menos en un principio; posteriormente durante el 
proceso de experimentación se pueden probar distintas arquitecturas para verificar cuál de 
ellas nos proporciona mejores resultados. 

Basándonos en la teoría expuesta en [ 1 O] acerca de ingeniería de datos ( engineering well
distributed input data) se decidió que el conjunto mínimo a considerar para el número de 
unidades de entrada era diez, por lo que esta fué nuestra primera aproximación, aunque 
como después veremos en los resultados obtenidos, se debió probar con veinte y veinticinco 
unidades de entrada. El siguiente paso consistió en determinar el número de capas ocultas, 
la cual era una tarea muy sencilla debido a que como se demostró en [ 14] sólo es necesaria 
una capa oculta si el número de neuronas en dicha capa no es exagerado, sólo se usa más de 
una capa cuando se quiere aumentar el número de neuronas en esta capa, un punto 
importante a considerar aquí consiste en saber si el tener dos capas ocultas con 1 O neuronas 
cada una es equivalente a tener una sola capa oculta con 20 neuronas. En resumen, 
basándonos en [ 14] se decidió probar con una y con dos capas ocultas. La siguiente 
pregunta consiste en saber cuántas neuronas situar en cada capa oculta. Para contestar a la 
pregunta anterior se recurrió nuevamente a [14] quien postula que si M es el número de 
neuronas en la capa oculta, y N es el número de nodos de entrada, entonces como una 
buena aproximación el valor mínimo posible de M es: 

M=2N 

Una vez decidiendo la arquitectura de la red, para poder utilizar los datos tanto del equipo 
Windows NT como del HP-UX fué necesario antes procesarlos y normalizarlos. Como se 
mencionó en el capítulo 2 acerca de las funciones de umbral de las redes neuronales, dichos 
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umbrales fluctúan entre -1 y 1 o O y 1; por lo que fué necesario el normalizar los datos 
obtenidos y para evitar cualquier problema con valores negativos se decidió el normalizar 
los datos entre 0.1 y 0.9. Con lo anterior se logra asegurar que la función de umbral de la 
red neuronal puede mapear en forma exacta cualquiera de los datos que se le presenten en 
la entrada, aunque la función del error puede ser muy complicada y por lo tanto el conjunto 
de pesos que permiten el mapeo puede ser dificil de encontrar. La normalización se llevó a 
cabo por medio de la siguiente expresión: 

Y = P n(X) = [O. 8(x - Xn(min)) )/[ Xn(max) - Xn(min)] + O .1 

En donde "xn(mini" es el valor mínimo de la muestra de datos y "xn(maxi" es el valor máximo 
de la muestra. 

La expresión anterior se automatizó con el programa en lenguaje C llamado normal.e que 
se muestra en el Apéndice C. 

Para mostrar el efecto de la normalización que debió realizarse sobre los datos, en el 
Apéndice A pueden verse en la Tabla A. I los datos correspondientes a la figura 5.1 , la cual 
aún no ha sido normalizada, y en la Tabla A.2 pueden verse los datos ya normalizados. Para 
tener una comparación más natural, la siguiente figura es una gráfica de los mismos datos 
de paginación del equipo con HP-UX pero ya normalizados; en la que puede verse cómo 
las relaciones entre ellos se conservan: 

1, 1 ¡ I 1 ¡· t/..,kdL.M1\1t,I~~-, _¡',.A/¡11\f\,"''.J.·¿~ 
j Í. , n • ¡, 11 11 \, 1 , \ ! i /11. A } • 1 1 J1 1 

¡J 111.~J ,2L•'1 l/.J " 1"',(.AJ\1v~iJv.r ·'-'t•',' ., ... ,~ ... l,A l. '- ' . 
11--:~~~~~~~~~~~~~~~~~~~~~~~~~~~~-., 

• 1 ~ 

r 

FIGURA 5.3 . Datos normalizados entre 0.1 y 0.9 para el equipo con HP-UX. 
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Una vez que los datos han sido normalizados pueden prepararse para ser utilizados por el 
simulador de redes neuronales que se haya elegido. En nuestro caso los datos se 
fonnatearon para ser utilizados por el simulador de redes neuronales de [13]; este simulador 
acepta como entrada una serie de líneas que representan el número total de muestras para 
alimentar la red, y cada línea se compone de las entradas correspondientes al número de 
neuronas especificadas para la entrada y el número de neuronas especificadas para la salida; 
es decir, que en una misma línea se introduce la información de las neuronas de entrada, 
seguidas por sus correspondientes neuronas de salida. Un ejemplo sencillo para entender lo 
expuesto anteriormente es el siguiente: 

Dado el siguiente archivo con información para la red: 

O O O 0.9 
O O 1 0.1 
O 1 O 0.1 
O 1 1 0.9 
1 O O 0.1 
1 O 1 0.9 
1 1 O 0.9 
1 1 1 0.1 

El simulador interpreta lo siguiente: 

Número de unidades de entrada en cada ejemplo: 3 
Número de unidades de salida: 1 
Número total de ejemplos: 8 

De lo anterior vemos que el número de unidades de entrada corresponde al número de 
columnas antes de un tabulador. El número de unidades de salida corresponde al número de 
columnas después de un tabulador, y el número de muestras es el número total de 
renglones. 

Durante la ejecución del simulador, éste pregunta también por el número de capas ocultas y 
el número de neuronas en cada una de ellas, así como el momentum utilizado, y el factor de 
aprendizaje. 

Después del ejemplo anterior, nos damos cuenta de que para poder trabajar nuestros datos 
en el simulador de redes es necesario procesarlos para que cumplan con el formato 
necesario para dicho simulador. Un punto importante a considerar es el correspondiente a la 
metodología para el entrenamiento de la red neuronal, como se dijo en el capítulo 3 con 
respecto a esta metodología, es necesario seleccionar por lo menos un subconjunto del total 
de nuestros datos como conjunto de entrenamiento y uno como conjunto de validación. 
Basándonos en esta aproximación se seleccionaron 150 de las 250 muestras como conjunto 
de entrenamiento, de la 151 a la 200 como conjunto de validación, y las restantes como 
conjunto de verificación; después de esto, y dependiendo de la arquitectura que porporcione 
mejores resultados en las últimas fases mencionadas, recurriremos a la etapa de predicción, 
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en la que aún no contamos con los datos para decidir su veracidad, ya que es información 
que se espera ocurra en el futuro. La forma de entrenar y validar es la siguiente: 

A partir de la arquitectura de red seleccionada, sabemos que necesitamos 1 O muestras de 
entrada, por lo que de nuestro total de 150 muestras de entrenamiento seleccionamos las 
primeras diez como entrada para la red. Necesitamos que la red nos proporcione el 
siguiente dato en la serie es decir, si los primeros 12 datos de desempeño de un equipo son: 

0.46, 0.23, 0.18, 0.83, 0.3, 0.82, 0.13, 0.8, 0.44, 0.84, 0.72, 0.12 

Entonces nosostros debemos proporcionar las entradas al simulador de la siguiente forma: 

En el primer paso "0.46, 0.23, 0.18, 0.83, 0.3, 0.82, 0.13, 0.8, 0.44, 0.84" serían los nodos 
de entrada, y O. 72 sería la salida esperada. En el segundo paso recorreríamos nuestra 
ventana de muestreo un lugar hacia la derecha, y ahora los nodos de entrada serían "0.23, 
0.18, 0.83, 0.3, 0.82, 0.13, 0.8, 0.44, 0.84, O. 72" con una salida deseada de 0.12, y así 
continuaríamos y en el tercer paso la entrada sería 0.18, 0.83, 0.3, 0.82, 0.13, 0.8, 0.44, 
0.84, O. 72, 0.12. Es importante notar que la salida en cada paso es usada como parte de la 
entrada en el paso siguiente. 

Una vez que conocemos de qué forma debemos presentar los datos para el simulador, es 
necesario realizar esta presentación en forma automática y para ello se realizó el programa 
en lenguaje C llamado "formatea.e" que se muestra en el Apéndice C. 

En el Apéndice B se muestra el archivo con los datos de paginación del equipo con HP-UX 
ya formateado para utilizarse en el simulador de [ 13]. 

Después de tener los datos formateados se ingresaron al simulador para evaluar sus 
resultados, se probó con 1 O entradas a la red, con 20, con 25 y con 30; y en el siguiente 
capítulo describiremos los resultados obtenidos. 

De lo expuesto en este capítulo se puede concluir que es muy importante realizar la 
selección de los datos a procesar; es importante verificar su estacionalidad, sus tendencias y 
posibles correlaciones. También debemos saber en qué rango debemos convertir nuestros 
datos para que los filtros en la red los puedan procesar en forma adecuada. 
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6 RESULTADOS OBTENIDOS 

Como describimos en el capítulo anterior, se utilizó el simulador de [13) con diferentes 
arquitecturas de red para comparar sus resultados y decidir cuál se iba a utilizar para 
nuestro objetivo principal de predecir las series de tiempo de los equipos en estudio. 

Las primeras pruebas se realizaron con 1 O unidades de entrada, 1 capa oculta con l O 
neuronas en ella y una neurona de salida, es decir: 

o 
o 
o 
o 
o 
o 
o 
o 
o 

Nodos de Entrada 
Neuronas de la Capa 

Oculta Neurona de Salida 

FIGURA 6.1. Red neuronal artificial con l O nodos iniciales, l O neuronas en una única capa 
oculta y una neurona de salida. (Sólo se muestran las conexiones que salen del primer 

nodo). 

En la figura 6.1 se han omitido las conexiones de las wudades de entrada 2 a la 1 O para 
evitar que se pierda la claridad; pero es importante recordar que todas las unidades de 
entrada se conectan a todas las neuronas de la capa intermedia de la misma forma que lo 
hace la primer unidad de entrada. 
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Sabemos que la arquitectura del primer intento es decir 1 O unidades de entrada, 1 O 
neuronas en una única capa oculta y una neurona de salida es una arquitectura errónea, 
debido a que se tiene un número muy bajo de neuronas en la capa oculta; pero de cualquier 
forma decidimos utilizarla para explorar los efectos que produce una mala elección. 

La figura siguiente muestra una gráfica de los valores obtenidos por medio de la red 
neuronal contra los valores deseados en el equipo Windows NT. 

1-Salida deseada - Salida obtenida I 

FIGURA 6.2. Gráfica correspondientes al entrenamiento de una red neuronal con 
arquitectura 10-10-1 aplicados a los datos del equipo con Windows NT. 

Como puede verse en la figura 6.2, el resultado de la red neuronal principalmente toma en 
cuenta el promedio de los valores, y en cuanto a los "picos", éstos solo influyen para subir 
un poco el valor de la gráfica de la red neuronal cada vez que uno de ellos aparece. 
Podemos claramente decir que el resultado de la red neuronal con la arquitectura utilizada 
es muy pobre. 

Como siguiente paso decidimos utilizar lo siguiente: 

• Nuevamente 1 O unidades de entrada, sólo que ahora con 20 neuronas en una una única 
capa oculta y una neurona de salida. 
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• Nuevamente 1 O unidades de entrada, y dos capas ocultas con 20 neuronas cada una, 
siempre conservando una única neurona de salida. 

• Otra vez 10 unidades de entrada, dos capas ocultas de 30 neuronas cada una y una 
neurona de salida. 

Pero los resultados en todos estos casos fueron muy similares, es decir el resultado siguió 
siendo pobre. 

Debido a lo anterior se decidió el realizar nuevas pruebas pero ahora con 20 unidades de 
entrada, 40 neuronas en una única capa oculta (como recomienda [14]) y una neurona de 
salida. La figura 6.3 muestra el resultado: 

20-40-1 4000 0.000255 

1-Salida Obtenida - Salida Deseada I 
FIGURA 6.3. Entrenamiento de una red con arquitectura 20-40-1 con los datos del equipo 

con Windows NT. 

Como puede apreciarse en la figura 6.3 con la nueva arquitectura utilizada, ya la red 
neuronal comienza a tomar más en cuenta los múltiples picos, aunque el resultado no es aún 
el deseado. Cabe aquí preguntarse, ¿qué falta, más unidades de entrada, más capas 
intermedias, más neuronas en la capa intermedia o una combinación de todo? 

Para contestar a la pregunta anterior es necesario probar cada una de las opciones para 
decidir cuál de ellas nos mejora los resultados, por lo que primero probamos aumentando a 
dos capas ocultas con 30 neuronas cada una, que en teoría equivale a una capa oculta con 
60 neuronas. El resultado se ve en la figura 6.4: 



20-30-30-1 4000 0.000269 

i-Salida Obtenida - Salida Deseada ! 
FIGURA 6.4. Entrenamiento de una red con arquitectura 20-30-30-1, es decir dos capas 

ocultas de 30 neuronas cada una, con los datos del equipo con Windows NT 

Probando ahora con 40 neuronas en cada una de 2 capas ocultas tenemos la fig. 6.5: 
20-40-40-14000 0.000271 

O.J -------- - ··-·----- --- ----------------------

0.25 +--------~-----------+------------

02+1----------------------t1----1t----1,----~ 

0.05 +------------------------------~ 

!-Salida Obtenida - Salida Deseada ! 
FIGURA 6.5. Entrenamiento de una red con arquitectura 20-40-40-1 con los datos del 

equipo con Windows NT 
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Con 25 unidades de entrada, 50 neuronas en una única capa intermedia y una neurona de 
salida se tiene la figura 6.6: 

25-50-15000 0.000103 

0.3~-----------------------------

02~+----------t-----,.---------+----+-----~ 

02-1------M-----111---------.,~--___,~ ___ ._ __________ ~ 

0.05-1------------------------------~ 

1-Salida Obtenida - Salida Deseada j 

FIGURA 6.6. Entrenamiento de una red con arquitectura 25-50-1 con los datos del equipo 
con Windows NT. 

En el capítulo siguiente discutiremos acerca de los resultados obtenidos hasta ahora con el 
procesamiento de los datos del equipo con Windows NT. 

En la figura anterior podemos observar que el comportamiento del desempeño se aproxima 
en forma adecuada con la arquitectura de red de 25 nodos de entrada, 50 neuronas en la 
capa intermedia y una neurona de salida; ahora veremos los resultados de la misma 
arquitectura aplicados a los datos del equipo con HP-UX. 

La figura 6. 7 muestra los resultados del entrenamiento con 150 muestras de los datos de 
desempeño del equipo con HP-UX 10.20, y si no puede distinguirse entre ambas gráficas es 
debido a que son casi idénticas, ya que el error del ajuste resultó ser de 0.00001. 
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ENTRENAIIIIENTO PARA HPUX 1020 
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1- Ajust>do - Rul i 
FIGURA 6. 7. Entrenamiento de una red con arquitectura 25-50-1 con los datos del equipo 

con HP-UX. 

Viendo que la aproximación durante el aprendizaje puede ajustarse tanto como se desee, al 
utilizar como mínimo 25 nodos de entrada y 50 neuronas en una capa intermedia, se decidió 
pasar al proceso de validación con los siguientes 50 datos para verificar el funcionamiento 
correcto de la arquitectura propuesta y decidir si se necesitaba realizar variaciones. 

Entrenamiento de 25-50-1 

!-Calculado -Real j 

FIGURA 6.8. Entrenamiento y validación de una red con arquitectura 25-50-1 y factor de 
aprendizaje O. 7 con los datos del equipo con HP-UX. 
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La figura 6.8 muestra los resultados de la validación realizada con la arquitectura de 25 
nodos de entrada, 50 neuronas en una capa intermedia, una neurona de salida, factor de 
aprendizaje de 0.7 y error durante el entrenamiento de 0.00001. Como puede verse, el 
ajuste durante la validación no es igual al del entrenamiento, pero aún así el ajuste es muy 
aceptable excepto por un pico que la red predice y no corresponde a la tendencia presentada 
en la realidad. Ahora bien, cabe preguntarse si es posible o no el obtener un mejor ajuste en 
la validación utilizando una arquitectura de red diferente, por ejemplo, ¿qué ocurriría si 
cambiamos el factor de aprendizaje? 

La figura 6.9 muestra los resultados de la validación utilizando 25 nodos de entrada, 50 
neuronas en una sola capa oculta y una neurona de salida, sólo que ahora con un factor de 
aprendizaje de 0.4, con el cual el error que se logró en el entrenamiento fué de 0.000022: 

Validación con 25-50-1 yf. a.s0.4 

1-Calculado - Real j 

FIGURA 6.9. Entrenamiento y validación de una red con arquitectura 25-50-1 y factor de 
aprendizaje 0.4 con los datos del equipo con HP-UX 

De los resultados presentados en la figura anterior, podemos ver que el ajuste con la nueva 
arquitectura utilizada es inferior al que se había presentado con la arquitectura anterior, 
(aunque esto lo comprobaremos posteriormente de una forma más exacta), pero para no 
eliminar posibilidades se realizaron otras pruebas con diferentes arquitecturas debido a que 
aunque todas ajustan correctamente durante el entrenamiento, es durante la validación la 
prueba que definirá la arquitectura definitiva a utilizar. 

La figura 6.1 O muestra los resultados con la misma arquitectura pero cambiando el factor 
de aprendizaje a 0.2, con un error de 0.000027 durante el entrenamiento: 
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Validación lS-50-1 f.a.•Q.2 

1- Calculado - Real j 

FIGURA 6. l O. Entrenamiento y validación de una red con arquitectura 25-50-l y factor de 
aprendizaje 0.2 con los datos del equipo con HP-UX. 

Cambiando el número de neuronas de la capa intermedia a 75, es decir 25-75-1 con factor 
de aprendizaje de O. 7 tenemos la figura 6.11: 

Validación 25-75-1 f.a.=0.7 

J- Calculado - Real I 
FIGURA 6.11. Entrenamiento y validación de una red con arquitectura 25-75-1 y factor de 

aprendizaje O. 7 con los datos del equipo con HP-UX. 
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Con la misma arquitectura, pero variando el factor de aprendizaje a 0.4, fig. 6.12: 

Validación 25-75-1 f.a.-0.4 

1-Calculado - Real I 
FIGURA 6.12. Entrenamiento y validación de una red con arquitectura 25-75-1 y factor de 

aprendizaje 0.4 con los datos del equipo con HP-UX 

Variando el factor de aprendizaje a 0.2 tenemos la fig. 6.13: 

Validación 25-75-1 f.a.•02 

j-Calculado -Real J 

FIGURA 6.13. Entrenamiento y validación de una red con arquitectura 25-75-1 y factor de 
aprendizaje 0.2 con los datos del equipo con HP-UX 
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Cambiando la arquitectura a 30 nodos de entrada, 60 neuronas en una sola capa oculta y 1 
neurona de salida, con factor de aprendizaje de 0.7, obtenemos la fig. 6.14: 

Validación 30-60-1 f.a.-0.7 

!-Calculado -Real j 

FIGURA 6.14. Entrenamiento y validación de una red con arquitectura 30-60-1 y factor de 
aprendizaje 0.7 con los datos del equipo con HP-UX 

En la arquitectura anterior aumentando las neuronas de la capa oculta a 90, tenemos la fig. 
6.15: 

Vaidación 30-90-1 r.a.•0.7 

0,9 +------------..---------------

0.8 +----------------;-------------~ 

1-Calculado - Real I 
FIGURA 6.15. Entrenamiento y validación de una red con arquitectura 30-90-1 y factor de 

aprendizaje 0.7 con los datos del equipo con HP-UX. 
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En el capítulo 3 hablarnos de los problemas del sobre-entrenamiento, y las capacidades de 
generaliz.ación de las redes neuronales. Para no descartar el que los ejemplos estudiados 
anteriormente estén sobre-entrenados, realizamos pruebas de validación con los datos 
correspondientes al equipo con HP-UX y- utilizando en el entrenamiento errores de O.O 1, 
0.001 y 0.0001. Los resultados se presentan a continuación. 

Utilizando la misma arquitectura de 25 nodos de entrada, 1 capa oculta con 50 neuronas, 
una neurona de salida, factor de aprendizaje de 0.7 y error durante el entrenamiento de 0.01 
se obtuvo la figura 6.16: 

Validación 25-50-1 f.a.-0.7 error• 0.01 

!-Calculado - Real I 

FIGURA 6.16. Entrenamiento y validación de una red con arquitectura 25-50-1 y factor de 
aprendiz.aje O. 7 con los datos del equipo con HP-UX. Error de entrenarniento=0.01. 

De la figura 6.16 podemos ver que con un error tan grande como O.O 1 la red neuronal no es 
capaz de ajustar en una forma aceptable el comportamiento de los datos, y durante la fase 
de validación al parecer no se obtiene datos de valor. 

Probando ahora con la misma arquitectura y un error en el entrenamiento de 0.001 tenemos 
la figura 6.17: 
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validación 25-50-1 f.a.•0.7 error•0.001 

!-Calculado -Real J 

FIGURA 6.17. Entrenamiento y validación de una red con arquitectura 25-50-1 y factor de 
aprendizaje O. 7 con los datos del equipo con HP-UX. Error de entrenamiento=0.001 . 

Probando ahora con la misma arquitectura y un error en el entrenamiento de 0.0001 
tenemos la figura 6.18: 

Validación 25-50-1 f.a.-0.7 error•0.0001 

!-Calculado -Real I 

FIGURA 6.18. Entrenamiento y validación de una red con arquitectura 25-50-1 y factor de 
aprendizaje 0.7 con los datos del equipo con HP-UX. Error de entrenamiento=0.0001. 
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Ahora para tener una comparación más objetiva de las distintas validaciones mostradas en 
las gráficas 6.8 a 6.18 se calculó el error cuadrático medio de los diferentes ajustes en la 
fase de validación. El error cuadrático medio (ECM) se calculó por medio de la siguiente 
ecuación: 

En donde: 

J = Número de datos tomados para la validación 
z.1 = J-ésimo valor deseado (real) 
YJ = J-ésimo valor pronosticado por la red neuronal 

Y los resultados obtenidos se presentan en la siguiente tabla: 

TABLA 6.1. ERROR CUADRÁTICO MEDIO CORRESPONDIENTE A LOS 
AJUSTES DURANTE LA VALIDACIÓN PARA LAS FIGURAS 6.8 A 6.18. 

FIGURA ARQUITECTURA ERROR 
CUADRÁTICO 

MEDIO 
6.8 25-50-1 F.A.=0.7 0.008180 
6.9 25-50-1 F.A.=0.4 0.015201 

6.1 O 25-50-1 F.A.=0.2 0.012197 
6.11 25-75-1 F.A.=0.7 0.010842 
6.12 25-75-1 F.A.=0.4 O.O 10842 
6.13 25-75-1 F.A.=0.2 0.010808 
6.14 30-60-1 F .A. =O. 7 0.034241 
6.15 30-90-1 F.A.=O. 7 0.034241 
6.16 25-50-1 error=0.01 0.015493 
6.17 25-50-1 error=0.001 0.023725 
6.18 25-50-1 error=0.0001 0.014052 

Mostramos ahora los resultados incluyendo los datos para la fase de verificación, es decir 
intentando pronosticar los datos después del 200, y sus respectivos errores cuadráticos 
medios: 

TABLA 6.2. ERROR CUADRÁTICO MEDIO CORRESPONDIENTE A LOS 
AJUSTES DURANTE LA VERIFICACIÓN PARA LA FIGURA 6.19. 
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Para el equipo con HP-UX utilizando una arquitectura de red con 25 nodos de entrada, 50 
neuronas en una única capa oculta, una neurona de salida y factor de aprendizaje de 0.7 
tenemos: 

Verificación de 25-511-1 para HPUX 

!-Calculado -Real I 
lt) - ,.... r, 
O - - N 
N N N N 

FIGURA 6.19. Entrenamiento, validación y verificación de una red con arquitectura 25-50-
1 y factor de aprendizaje 0.7 con los datos del equipo con HP-UX. 

Según los resultados obtenidos hasta ahora con los datos del equipo con HP-UX, la 
metodología para entrenar una red neuronal del tipo de alimentación hacia adelante sería la 
siguiente: 

1. Del total de los datos, establecer los subconjuntos de entrenamiento, validación y 
verificación. 

2. Establecer el número de nodos de entrada y neuronas de salida, basándose en [ 1 O]. 

3. A partir de la definición del número de nodos de entrada, definir el número de capas 
ocultas y neuronas en cada una de las capas ocultas. Para esto basarse en [10] y en [14]. 

4. Normalizar los datos. 

5. Formatear los datos para ser utilizados por el simulador de redes neuronales. 

6. Entrenar a la red con los datos de entrenamiento, generalmente se deben tener varias 
opciones que ajusten en forma aceptable el comportamiento de la función. 
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7. No confiar en que los resultados de entrenamiento con el menor error sean los que se 
utilizarán para la etapa de predicción. 

8. Someter las arquitecturas seleccionadas a la etapa de validación para escoger aquellas 
que en esta etapa ajustan mejor y a su vez someterlas a la etapa de verificación. 

9. Seleccionar las que verifican mejor para la etapa de predicción. 

Para probar la veracidad de los pasos expuestos anteriormente, se utilizaron con la 
información del equipo con Windows NT; en este caso debido a que el conjunto de datos es 
igual en cantidad al conjunto de datos del equipo con HP-UX, el número de nodos de 
entrada será el mismo, así como la arquitectura de la red neuronal. Aunque incluiremos una 
variación en cuanto al número de neuronas en la capa oculta, para observar la validez de los 
resultados obtenidos. 

La figura siguiente muestra los resultados obtenidos en entrenamiento y validación 
utilizando una red con 25 nodos de entrada, 50 neuronas en una única capa intermedia y 
una neurona de salida en los datos del equipo con Windows NT: 

ValidaciónWinNT 25-50-1 Lr.=0.7 error=0.000033 
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FIGURA 6.20. Entrenamiento y validación de una red con arquitectura 20-50-1 y factor de 
aprendizaje 0.7 con los datos del equipo con Windows NT. 
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Los resultados de entrenamiento y validación con una red con 25 nodos de entrada, 75 
neuronas en una única capa oculta y una neurona de salida se muestran en la siguiente 
figura: 

Validacion WinNT 25-75-11.r. cQ, 7 error=0.00004 
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FIGURA 6.21. Entrenamiento y validación de una red con arquitectura 25-75-1 y factor de 
aprendizaje 0.7 con los datos del equipo con Windows NT. 

En la tabla siguiente se muestran los errores cuadráticos medios para las gráficas 6.20 y 
6.21. 

TABLA 6.3. ERROR CUADRÁTICO MEDIO CORRESPONDIENTE A LOS 
AJUSTES DURANTE LA VALIDACIÓN PARA LAS FIGURA.S 6.20 A 6.21. 

25-50-1 F.A.=0.7 
6.21 25-75-1 F.A.=0.7 

Mostramos ahora los resultados incluyendo los datos para la fase de verificación, es decir 
intentando pronosticar los datos después del 200, y sus respectivos errores cuadráticos 
medios. 

En el caso de los datos del equipo con Windows NT incluyendo la información para 
verificación y utilizando la misma arquitectura que en la verificación para el equipo con 
HP-UX tenemos: 
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Veríficacion WinNT 25-50-1 Lr.-G.7 error-0.000033 
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FIGURA 6.22. Entrenamiento, validación y verificación de una red con arquitectura 25-50-
1 y factor de aprendizaje O. 7 con los datos del equipo con Windows NT. 

TABLA 6.4. ERROR CUADRÁTICO MEDIO CORRESPONDIENTE A LOS 
AJUSTES DURANTE LA VERIFICACIÓN PARA LA FIGURA 6.22. 

Ahora bien, al utilizar la arquitectura de red seleccionada, con la finalidad de predecir el 
comportamiento del equipo con HP-UX para determinar si en un futuro próximo se 
necesitará realizar una actualización a los recursos del equipo para que sea capaz de hacer 
frente a sus demandas; se hizo la predicción de la paginación para dicho equipo para los 
próximos 3 años, y dichos resultados pueden verse en la figura 6.23. 
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Entrenamiento, validación, verificación y predicción para 3 años posteriores 
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FIGURA 6.23. Entrenamiento, validación, verificación y predicción para los siguientes 3 
años (el triple de los datos de entrenamiento, validación y verificación) utilizando una red 
con arquitectura 25-50-1 y factor de aprendizaje 0.7 con los datos del equipo con HP-UX. 

Cabe aquí señalar que para los datos de predicción no existe hasta ahora una serie de datos 
de mediciones reales para determinar que tan precisa es la predicción, por lo que en este 
caso no presentamos un error cuadrático medio ya que carecemos del resultado deseado 
para su cálculo; estos datos tendrán que ser verificados con el tiempo. 
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7 ANÁLISIS Y DISCUSIÓN 

A partir de los experimentos realizados, y de los resultados obtenidos, nos podemos dar 
cuenta de que la decisión del número de muestras de entrada para la red neuronal es un 
factor fundamental para el buen desempeño de la misma, pues en nuestro caso cuando 
seleccionamos el utilizar sólo 1 O unidades de entrada, no importó cuánto aumentamos y 
variamos la disposición y número de neuronas en las capas ocultas el resultado siempre fué 
muy pobre. Cuando aumentamos el número de nodos de entrada a 20, el entrenamiento 
comenzó a mejorar aunque en el caso de los datos del equipo con Windows NT aún el 
ajuste en los diferentes "picos" no fué el deseado. Por último, al utilizar 25 o 30 nodos de 
entrada, el entrenamiento mejora incluso hasta ajustar los datos en forma perfecta. 

En cuanto al número de capas ocultas, en [1 O] se explica que Jo importante es el número 
total de neuronas en las capas ocultas y no en cuántas capas ocultas se distribuyan dichas 
neuronas; de hecho se recomienda que para no tener arquitecturas con un número 
demasiado grande de neuronas en una capa intermedia, se pueden distribuir estas neuronas 
en diversas capas. En nuestro caso no ocurrió así, ya que como puede verse en la figura 6.3 
al tener 20 unidades de entrada y 40 neuronas en una capa oculta se tiene un mejor ajuste 
que al tener las mismas unidades de entrada pero con 30 neuronas en cada una de dos capas 
ocultas o incluso con 40 neuronas también en cada una de dos capas ocultas como 
corresponden a las figuras 6.4 y 6.5 respectivamente. Al parecer, en nuestro caso, cuando se 
agrega una capa oculta ésta contribuye disminuyendo la influencia de los picos en los datos 
y acentuando la influencia del promedio de dichos datos. Se corrieron varios intentos, pero 
el resultado fué siempre peor al utilizar más de una capa oculta. 

Con respecto al número de neuronas en las capas ocultas, es claro que como mínimo se 
debe utilizar en la capa oculta un número de neuronas que iguale el doble de las unidades 
de entrada. En nuestro caso comenzarnos a tener resultados que se aproximaron a un nivel 
satisfactorio sólo después de que el número de neuronas en la capa oculta alcanzó el doble 
de nodos de entrada, antes de esto, los resultados obtenidos sólo mostraban las tendencias 
del promedio de los datos y pasaban por alto los diferentes picos. 

Decidimos aumentar el número de unidades de entrada a 25 y el número de capas ocultas la 
dejamos en una con 50 neuronas y como siempre una neurona de salida. El resultado que 
puede verse en la figura 6.6 evidentemente es mejor que los anteriores en que aprende tanto 
el comportamiento "base" o promedio como la ocurrencia de los diferentes "picos", en este 
caso el mejorar este resultado de entrenamiento dependió sólo de más ciclos de 
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entrenamiento, y que pudo ser utilizado como la base para nuestro trabajo de predicción de 
series de tiempos con los datos que contamos. 

Debido a lo expuesto anteriormente, tenemos como arquitectura base la correspondiente a 
25 nodos de entrada, 50 neuronas en una única capa oculta, una neurona de salida y un 
factor de aprendizaje de 0.7 (el que el simulador sugiere por omisión), pero esto no implica 
que tal solución sea la mejor, aunque para probar las bondades de otra arquitectura esto ya 
no pudo hacerse sólo en base al entrenamiento, ya que con la arquitectura base el error 
puede reducirse tanto como se desee simplemente aumentando el número de ciclos de 
entrenamiento; por esta razón para comparar las bondades de otra arquitectura se decidió 
pasar a la fase de validación, en la que se presentan a la red datos no utilizados durante el 
entrenamiento para ver de que manera los ajusta después de haberse presentado un 
entrenamiento que se considera correcto. 

En el capítulo anterior se muestran las figuras de las diferentes pruebas de validación, 
principalmente aplicándose a los datos del equipo con HP-UX. En la figura 6.8 se muestran 
los resultados durante el entrenamiento y la validación utilizando la arquitectura de 25 
nodos de entrada, 50 neuronas en una única capa oculta, y una neurona de salida, con un 
factor de aprendizaje de 0.7. 

Para obtener los datos de la figura 6.9 se utilizó la misma arquitectura pero variando el 
factor de aprendizaje a 0.4, con lo que se obtuvo un error de 0.000022; y en la figura 6.1 O 
se utilizó un factor de aprendizaje de 0.2 con lo que se obtuvo un error de 0.000027. 

De las figuras 6.8, 6.9 y 6.1 O podemos ver que al disminuir el factor de aprendizaje 
seguimos obteniendo un ajuste muy bueno durante la fase de entrenamiento, pero en la fase 
de validación el disminuir el factor de aprendizaje nos lleva a peores resultados. 

Como siguiente paso, sabiendo de experimentaciones anteriores que el aumentar el número 
de capas ocultas nos lleva a peores resultados, decidimos aumentar el número de neuronas 
en la única capa oculta para ver que ocurría. La figura 6.11 muestra los resultados de 
entrenamiento y validación utilizando una arquitectura de 25 nodos de entrada, 75 neuronas 
en una única capa oculta, una neurona de salida y un factor de aprendizaje de O. 7; en la 
figura 6.12 se muestran los resultados de entrenamiento y validación cambiando el factor de 
aprendizaje a 0.4, y en la figura 6.13 el factor de aprendizaje utilizado fué de 0.2. Podemos 
ver en las tres figuras que aunque los resultados durante el entrenamiento son comparables 
a los obtenidos con la arquitectura base, en la fase de validación los resultados son 
inferiores, por lo que hasta ahora la arquitectura de 25-50-1 es la que mejor predice el 
comportamiento del sistema. 

Habiendo probado diferentes posibilidades con 25 nodos de entrada y sabiendo que con 
números inferiores de nodos de entrada se obtienen inferiores resultados, decidimos probar 
con 30 nodos de entrada para ver si al aumentar el número de nodos se mejoran los 
resultados durante el entrenamiento y más importante aún durante durante la validación. 

La figura 6.14 muestra los resultados de utilizar una arquitectura de 30 nodos de entrada, 60 
neuronas en una única capa oculta (ya que vimos que el número de neuronas en la capa 
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oculta debe por lo menos ser el doble de los nodos de entrada), una neurona de salida y un 
factor de aprendizaje de 0.7. Vemos en esta figura que durante el entrenamiento el ajuste es 
bastante bueno, pero durante la fase de validación los resultados proporcionados por esta 
arquitectura de red no son los deseables, ya que dan un valor promedio muy por encima del 
real. 

Intentando mejorar la fase de validación al aumentar el número de neuronas en la capa 
oculta, aumentamos a 90 dichas neuronas conservando los demás valores. En la figura 6.15 
se muestran los resultados de entrenamiento y validación con la red descrita anteriormente; 
al igual que la red con 60 neuronas en la capa oculta vemos que durante el entrenamiento 
los resultados son muy buenos, pero durante la validación los datos pronosticados son muy 
diferentes a los reales, por lo que esta arquitectura también fué descartada. 

En la figura 7 .1 se muestra una gráfica comparativa de los errores cuadráticos medios 
correspondientes a diferentes arquitecturas todas con un factor de aprendizaje de 0.7. La 
diferencia en cada una de las arquitecturas consiste en su número de nodos de entrada y 
neuronas en la capa oculta. 

Errores cuadráticos medios de distintas arquitecturas 
durante la validación 

0.03 

0.025 

0.02 

0.015 

0.01 

O 005 

o 
25- 50 25- 75 30- 60 30- 90 

Nodos de Entrada y Neuronas en la Capa Oculta 

IB Error cuadrático medio ! 

FIGURA. 7.1. Errores cuadráticos medios correspondientes a 4 diferentes arquitecturas de 
red. Una con 25 nodos de entrada y 50 neuronas en la capa oculta, la siguiente también con 
25 nodos de entrada y 75 neuronas en la capa oculta, la tercera con 30 nodos de entrada y 
60 neuronas en la capa oculta; y la última con 30 nodos de entrada y 90 neuronas en la capa 
oculta. 
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Para considerar los efectos que pudieran surgir debido a sobre-entrenamiento, se decidió 
realizar fases de validación con la arquitectura de 25 nodos de entrada, 1 capa oculta con 50 
neuronas, una neurona de salida, factor de parendizaje de 0.7, pero variamos los errores 
permitidos en el entrenamiento a 0.01, 0.001 y 0.0001. Podemos ver de las gráficas y de los 
cálculos del error cuadrático medio, que las validaciones en estos casos no superaron a la 
validación presentada con la misma arquitectura pero con un error en el entrenamiento de 
0.00001; por lo que podemos afirmar que en este caso no se presentó sobre-entrenamiento. 

De los diferentes experimentos realizados vemos que al aumentar el número de nodos y 
neuronas se alcanza un máximo en los resultados de validación con 25 nodos de entrada, 50 
neuronas en una única capa oculta, una neurona de salida y factor de aprendizaje de 0.7, 
para después bajar la calidad de los pronósticos a medida que cualquiera de los parámetros 
se aumenta. 

Para continuar con la experimentación se aplicó la arquitectura de red y la metodología 
mencionada anteriormente a los datos del equipo con Windows NT. En las figuras 6.20 y 
6.21 puede verse que en efecto la arqitectura de 25-50-1 es la que mejor se comporta 
durante la fase de validación, aunque en este caso la diferencia no es tan notoria como con 
la serie de datos del equipo con HP-UX, pero podemos considerar que nuestra metodología 
funciona de manera correcta, al menos para este caso. 

Debido a que consistentemente mostró ser la arquitectura que mejores resultados 
proporciona en las fases de entrenamiento y validación, se decidió utilizar la arquitectura de 
25 nodos de entrada, 50 neuronas en una única capa oculta, una neurona de salida y factor 
de aprendizaje de O. 7 fué la que se seleccionó para la última fase que es la de verificación. 
Las figuras 6.19 y 6.22 muestran los resultados presentados durante las tres diferentes fases, 
es decir, entrenamiento validación y verificación. 

Podemos ver de ambas figuras que durante la fase de verificación los resultados son 
similares a los obtenidos durante la validación, por lo que podemos afirmar que con la 
arquitectura seleccionada durante la experimentación es posible pronosticar la tendencia del 
desempeño de ambos equipos, aunque no así en forma exacta los valores diarios, pero como 
dijimos, la tendencia sí puede pronosticarse y con ello conseguir el objetivo de saber 
cuándo los recursos de estos equipos no serán suficientes para hacer frente a la demanda 
que se les presentará. En el caso de los dos equipos estudiados en este trabajo, la demanda 
que pudo observarse durante el año de estudio de sus datos aún no llega al límite de 
utilización, pero hemos visto que al contar ya con una herramienta que puede pronosticar la 
tendencia, podemos extender el pronóstico en el tiempo y contar con información de 
cuándo llegarán a su límite con tiempo suficiente para hacer algo al respecto. Nuevamente, 
en el caso de los dos equipos estudiados en este trabajo hubiera sido más vistoso el poder, 
con la información con que se cuenta, predecir que alguno de los equipos va a necesitar ser 
actualizado en algún futuro próximo; pero en el caso del equipo con HP-UX la tendencia de 
el parámetro estudiado, o sea, "pswitch/sec" es definitivamente hacia la disminución, y no 
hacia el aumento. Lo anterior implica que el aumento en la utilización de la paginación en 
el equipo con HP-UX durante el año estudiado fué temporal, y tenía una tendencia a 
regresar a niveles más bajos. Debido a lo anterior lo que podemos concluir acerca del 
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equipo con HP-UX es que en base a la utilización presentada durante el año de estudio aún 
no es necesario aumentar la capacidad de este equipo; por otra parte, si nos apegamos a los 
datos mostrados en la figura 6.23 de la predicción realizada para los siguientes tres años, 
nos damos cuenta que los aumentos en la utilización del equipo son periódicos, pero que 
según los resultados mostrados por la red neuronal siempre regresan a sus valores base; 
además, los aumentos que se pueden observar en la utilización no permanecen en sus 
niveles más altos por periodos largos de tiempo, lo que nos indicaría que se está 
presentando saturación y que debido a la normalización realizada no somos capaces de 
verla. Como dijimos anteriormente, los aumentos son sólo temporales y los datos regresan 
siempre a sus valores base. En cuanto al equipo con Windows NT como podemos ver de su 
gráfica de verificación, la tendencia sí es hacia el aumento, pero con un ritmo muy suave, 
por lo que sería muy aventurado continuar la predicción hacia 1 O o 15 años para decir que 
el equipo necesitará actualización, cuando sólo se cuenta con la información de un año. Lo 
que definitivamente puede saberse de ambos equipos es que aún no es tiempo de invertir en 
actualizaciones para ellos durante por lo menos tres años. Así, lo que logramos con este 
estudio no fué saber cuando se debe actualizar los equipos; pero lo que sí sabemos es que 
cualquier proyecto para invertir en ellos durante los próximos tres años si se cumple que el 
número de usuarios y aplicaciones es el mismo que se ha presentado hasta ahora; es una 
inversión que debe esperar y dar paso a otros proyectos más importantes. 

Otro punto interesante para considerar consiste en que aunque una red neuronal logre 
realizar un entrenamiento perfecto, esto no implica que sea la mejor solución para 
"entender" el comportamiento de los datos y por ello es muy importante la etapa de 
validación; es decir, que aunque una red presente un ajuste muy bueno durante el 
entrenamiento, no siempre presentará los mejores resultados de predicción cuando se le 
alimente con valores nuevos. 
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8 CONCLUSIONES Y RECOMENDACIONES 

A partir de las pruebas realizadas y resultados obtenidos podemos concluir que: 

La decisión del número de muestras de entrada para la red neuronal es un factor 
fundamental para el buen desempeño de la misma, y existe toda una teoría que se puede 
consultar en [10] para elegir el número correcto, aunque siempre será necesaria la 
experimentación para comprobarlo. 

También podemos concluir que por lo menos en nuestros ejemplos existe un límite en la 
selección del número de nodos de entrada, después del cual la calidad del trabajo de la red 
neuronal comienza a decrecer en lugar de mejorar. 

Es claro que como mínimo se debe utilizar en la capa oculta un número de neuronas que 
iguale el doble de las unidades de entrada, en nuestro caso comenzamos a tener resultados 
que se aproximaron a un nivel satisfactorio sólo después de que el número de neuronas en 
la capa oculta alcanzó el doble de unidades de entrada. 

En cuanto al número de capas ocultas, la teoría explica que lo importante es el número total 
de neuronas en las capas ocultas y no en cuántas capas ocultas se distribuyan estas 
neuronas, de hecho se recomienda que para no tener arquitecturas con un número 
demasiado grande de neuronas en una capa intermedia, se puede distribuir estas neuronas 
en diversas capas. En nuestro caso, por alguna razón no ocurrió así; ya que como puede 
verse en la figura 8 al tener 20 unidades de entrada y 40 neuronas en una capa oculta se 
tiene una mejor aproximación que al tener las mismas unidades de entrada pero con 30 
neuronas en dos capas ocultas o 40 neuronas también en dos capas ocultas que 
corresponden a las figuras 9 y 1 O respectivamente. Al parecer, en nuestro caso, cuando se 
agrega una capa oculta ésta contribuye disminuyendo la influencia de los picos en los datos 
y acentuando la influencia del promedio de los datos. Se corrieron varias muestras de los 
datos, pero el resultado fué siempre peor al utilizar más de una capa oculta. Como punto 
final, decidimos aumentar el número de unidades de entrada a 25 y el número de capas 
ocultas la dejarnos en una con 50 neuronas y como siempre una neurona de salida. El 
resultado evidentemente es mejor que los anteriores en que aprende tanto el 
comportamiento "base" como la ocurrencia de los diferentes "picos", suponemos que el 
mejorar este resultado dependerá sólo de más entrenamiento y que podrá ser utilizado como 
la base para nuestro trabajo de predicción de series de tiempos con los datos que contamos. 
El resultado de toda esta experimentación nos permite inferir principios generales en lo que 
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respecta a la metodología de trabajo para aplicar en el estudio de los datos con que 
contamos, y así se verificó con los datos del equipo con Windows NT. 

La decisión conjunta de unidades de entrada y de número de capas ocultas y neuronas en 
cada una de éstas es quiz.á la tarea más importante a realizar al trabajar con redes 
neuronales del tipo de alimentación hacia adelante. 

Es evidente que a partir de éste trabajo nos surge una pregunta que hasta ahora queda sin 
responder, ¿por qué no es igual el comportamiento de una o dos capas ocultas aunque en 
total el número de neuronas es el mismo? Lo que aquí podemos aventurar como respuesta 
es que el número de clases separables linealmente no es muy alto en nuestros ejemplos, por 
lo que el tener capas ocultas extra no proporciona una ventaja. 

La principal aportación del presente trabajo consiste en que como se mostró en la prueba 
con los datos de Windows NT, podemos concluir que las técnicas de redes neuronales 
pueden en efecto ser exitosamente aplicadas al estudio de datos de desempeño de equipos 
de cómputo con vistas a su utilización en la planeación de capacidades de los diferentes 
equipos. El utilizar éstas técnicas puede mejorar en forma sustancial la calidad de las 
decisiones de compra y actualización de equipos, y hacer del trabajo de planeación de 
capacidades un trabajo más basado en datos precisos y no en suposiciones sustentadas por 
experiencias anteriores que bien podrían no tener relación con los casos presentes. 
Contando con información del desempeño de los equipos, es posible con una inversión 
mínima analizar dichos datos a través de las técnicas de redes neuronales y obtener 
información valiosa con respecto al desempeño de los equipos analizados. Esta información 
puede ser utilizada para asegurar las decisiones de planeación de capacidades. 

También vemos que al contar con una base pronosticada por la red acerca del 
comportamiento del equipo de cómputo, podemos a través de ésta establecer los umbrales a 
ser utilizados en los diferentes sistemas de monitoreo del desempeño del equipo de 
cómputo, con la ventaja de que dichos umbrales se establecerán ahora con base en una 
teoría más sólida que la intuición, y utilizando los datos propios del equipo que se está 
monitoredo, y no en base a recomendaciones; en nuestro caso particular, el valor medio de 
la información pronosticada por la red neuronal puede ser utilizado como un umbral y en 
caso de que éste valor se exceda por más de los días que generalmente duran los picos 
existentes en el pronóstico, se puede emitir una alerta de que el comportamiento de los 
sistemas ha presentado una variación con respecto su tendencia pronosticada y por lo tanto 
debe ser analizado, lo cual cumple con el objetivo de recibir solamente alertas 
significativas, y no una gran cantidad que lograrían el efecto de ignorarlas 
indiscriminadamente. 

El trabajo que queda para el futuro, consiste en seguir analizando los datos de los equipos 
ya estudiados principalmente en caso de que aumente el número de usuarios o cambien las 
aplicaciones instaladas en tales equipos; de presentarse estas situaciones, será imperativo 
analizar los datos y nuevamente verificar si será necesario en un futuro actualizar las 
características de los equipos. 
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APÉNDICE A 

TABLA A.l. DATOS DE DESEMPEÑO DEL EQUIPO CON HP-UX ANTES DE 
SER NORMALIZADOS: 

Days Swapping- Days Swapping- Days Swapping- Days Swapping 
>pswch/s >pswch/s >pswch/s ->pswch/s 

1 148 40 145 79 144 118 144 
2 148 41 146 80 151 119 144 
3 142 42 144 81 140 120 144 
4 142 43 142 82 141 121 146 
5 144 44 174 83 149 122 199 
6 142 45 142 84 143 123 160 
7 143 46 143 85 142 124 163 
8 152 47 148 86 161 125 162 
9 142 48 143 87 144 126 160 

10 141 49 141 88 146 127 160 
11 145 50 183 89 151 128 171 
12 142 51 142 90 145 129 161 
13 141 52 142 91 145 130 160 
14 146 53 153 92 151 131 167 
15 142 54 141 93 142 132 161 
16 143 55 141 94 144 133 160 
17 148 56 149 95 145 134 167 
18 142 57 147 96 144 135 159 
19 141 58 143 97 142 136 164 
20 168 59 142 98 147 137 163 
21 142 60 143 99 141 138 163 
22 142 61 140 100 142 139 161 
23 150 62 149 101 141 140 167 
24 143 63 141 102 143 141 161 
25 141 64 143 103 142 142 161 
26 167 65 148 104 153 143 172 
27 142 66 142 105 141 144 162 
28 142 67 142 106 143 145 160 
29 146 68 149 107 151 146 193 
30 142 69 143 108 143 147 160 
31 142 70 142 109 143 148 161 
32 146 71 142 11 O 178 149 167 
33 144 72 145 111 142 150 161 
34 145 73 144 112 142 151 162 
35 148 74 151 113 143 152 172 
36 144 75 143 114 144 153 163 
37 145 76 144 115 143 154 161 
38 152 77 145 116 157 155 192 
39 145 78 144 117 144 156 167 
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157 161 181 162 205 164 229 161 
158 182 182 165 206 182 230 166 
159 160 183 160 207 161 231 159 
160 164 184 161 208 169 232 159 
161 177 185 160 209 175 233 161 
162 171 186 160 210 166 234 159 
163 174 187 159 211 177 235 159 
164 172 188 164 212 170 236 165 
165 163 189 162 213 170 237 158 
166 163 190 162 214 161 238 160 
167 164 191 162 215 163 239 162 
168 162 192 163 216 162 240 159 
169 161 193 161 217 178 241 158 
170 173 194 163 218 177 242 159 
171 160 195 160 219 178 243 160 
172 162 196 165 220 169 244 162 
173 183 197 169 221 162 245 160 
174 161 198 171 222 169 246 160 
175 160 199 165 223 162 247 159 
176 173 200 171 224 165 248 162 
177 160 201 163 225 162 249 157 
178 164 202 167 226 160 250 158 
179 162 203 181 227 164 
180 161 204 162 228 160 

TABLA A.2. DA TOS DE DESEMPEÑO DEL EQUIPO CON HP-UX UNA VEZ 
NORMALIZADOS: 

Days Swapping- Da)'S Swapping- Days Swapping- Days Swapping 
>pswch/s >pswch/s >pswch/s ->pswcb/s 

1 0.208475 17 0.127119 33 0.167797 49 0.683051 
2 0.127119 18 0.113559 34 0.208475 50 0.127119 
3 0.127119 19 0.479661 35 0.154237 51 0.127119 
4 0.154237 20 0.127119 36 0.167797 52 0.276271 
5 0.127119 21 0.127119 37 0.262712 53 0.113559 
6 0.140678 22 0.235593 38 0.167797 54 0.113559 
7 0.262712 23 0.140678 39 0.167797 55 0.222034 
8 0.127119 24 0.113559 40 0.181356 56 0.194915 
9 0.113559 25 0.466102 41 0.154237 57 0.140678 

10 0.167797 26 0.127119 42 0.127119 58 0.127119 
11 0.127119 27 0.127119 43 0.561017 59 0.140678 
12 0.113559 28 0.181356 44 0.127119 60 0.1 
13 0.181356 29 0.127119 45 0.140678 61 0.222034 
14 0.127119 30 0.127119 46 0.208475 62 0.113559 
15 0.140678 31 0.181356 47 0.140678 63 0.140678 
16 0.208475 32 0.154237 48 0.113559 64 0.208475 
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65 0.127119 112 0.140678 159 0.425424 206 0.384746 
66 0.127119 113 0.154237 160 0.601695 207 0.49322 
67 0.222034 114 0.140678 161 0.520339 208 0.574576 
68 0.140678 115 0.330508 162 0.561017 209 0.452542 
69 0.127119 116 0.154237 163 0.533898 210 0.601695 
70 0.127119 117 0.154237 164 0.411864 211 0.50678 
71 0.167797 118 0.154237 165 0.411864 212 0.50678 
72 0.154237 119 0.154237 166 0.425424 213 0.384746 
73 0.249153 120 0.181356 167 0.398305 214 0.411864 
74 0.140678 121 0.9 168 0.384746 215 0.398305 
75 0.154237 122 0.371186 169 0.547458 216 0.615254 
76 0.167797 123 0.411864 170 0.371186 217 0.601695 
77 0.154237 124 0.398305 171 0.398305 218 0.615254 
78 0.154237 125 0.371186 172 0.683051 219 0.49322 
79 0.249153 126 0.371186 173 0.384746 220 0.398305 
80 0.1 127 0.520339 174 0.371186 221 0.49322 
81 0.113559 128 0.384746 175 0.547458 222 0.398305 
82 0.222034 129 0.371186 176 0.371186 223 0.438983 
83 0.140678 130 0.466102 177 0.425424 224 0.398305 
84 0.127119 131 0.384746 178 0.398305 225 0.371186 
85 0.384746 132 0.371186 179 0.384746 226 0.425424 
86 0.154237 133 0.466102 180 0.398305 227 0.371186 
87 0.181356 134 0.357627 181 0.438983 228 0.384746 
88 0.249153 135 0.425424 182 0.371186 229 0.452542 
89 0.167797 136 0.411864 183 0.384746 230 0.357627 
90 0.167797 137 0.411864 184 0.371186 231 0.357627 
91 0.249153 138 0.384746 185 0.371186 232 0.384746 
92 0.127119 139 0.466102 186 0.357627 233 0.357627 
93 0.154237 140 0.384746 187 0.425424 234 0.357627 
94 0.167797 141 0.384746 188 0.398305 235 0.438983 
95 0.154237 142 0.533898 189 0.398305 236 0.344068 
96 0.127119 143 0.398305 190 0.398305 237 0.371186 
97 0.194915 144 0.371186 191 0.411864 238 0.398305 
98 0.113559 145 0.818644 192 0.384746 239 0.357627 
99 0.127119 146 0.371186 193 0.411864 240 0.344068 

100 0.113559 147 0.384746 194 0.371186 241 0.357627 
101 0.140678 148 0.466102 195 0.438983 242 0.371186 
102 0.127119 149 0.384746 196 0.49322 243 0.398305 
103 0.276271 150 0.398305 197 0.520339 244 0.371186 
104 0.113559 151 0.533898 198 0.438983 245 0.371186 
105 0.140678 152 0.411864 199 0.520339 246 0.357627 
106 0.249153 153 0.384746 200 0.411864 247 0.398305 
107 0.140678 154 0.805085 201 0.466102 248 0.330508 
108 0.140678 155 0.466102 202 0.655932 249 0.344068 
109 0.615254 156 0.384746 203 0.398305 250 0.344068 
110 0.127119 157 0.669492 204 0.425424 
111 0.127119 158 0.371186 205 0.669492 
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TABLA B.1. DATOS CORRESPONDIENTES AL EQUIPO CON HP-UX 
PREPARADOS PARA SER TRABAJADOS POR EL SIMULADOR DE PAO. 

73 

0.208475 0.127119 0.127119 0.154237 0.127119 0.140678 0.262712 0.127119 0.113559 0.167797 0.127119 
0.113559 0.181356 0.127119 0.140678 0.208475 0.127119 0.113559 0.4796610.1271190.127119 0.235593 
0.140678 0.113559 0.466102 0.127119 
0.127119 0.127119 0.154237 0.127119 0.140678 0.262712 0.127119 0.113559 0.167797 0.127119 0.113559 
0.181356 0.127119 0.140678 0.208475 0.127119 0.113559 0.4796610.1271190.127119 0.235593 0.140678 
0.1135590.4661020.127119 0.127119 
0.127119 0.154237 0.127119 0.140678 0.262712 0.127119 0.113559 0.167797 0.127119 0.113559 0.181356 
0.127119 0.140678 0.208475 0.127119 0.113559 0.479661 0.127119 0.127119 0.235593 0.140678 0.113559 
0.466102 0.127119 0.127119 0.181356 
0.154237 0.127119 0.140678 0.262712 0.127119 0.113559 0.167797 0.127119 0.113559 0.181356 0.127119 
0.140678 0.208475 0.127119 0.113559 0.479661 0.127119 0.127119 0.235593 0.140678 0.113559 0.466102 
0.127119 0.127119 0.181356 0.127119 
0.127119 0.140678 0.262712 0.127119 0.113559 0.167797 0.127119 0.113559 0.181356 0.127119 0.140678 
0.208475 0.127119 0.113559 0.4 79661 0.127119 0.127119 0.235593 0.140678 0.113559 0.466102 0.127119 
0.127119 0.181356 0.127119 0.127119 
0.140678 0.262712 0.127119 0.113559 0.167797 0.127119 0.113559 0.181356 0.127119 0.140678 0.208475 
0.127119 0.113559 0.4796610.1271190.127119 0.235593 0.140678 0.113559 0.466102 0.127119 0.127119 
0.181356 0.127119 0.127119 0.181356 
0.262712 0.127119 0.113559 0.167797 0.127119 0.113559 0.181356 0.127119 0.140678 0.208475 0.127119 
0.113559 0.4796610.1271190.127119 0.235593 0.140678 0.113559 0.466102 0.127119 0.127119 0.181356 
0.127119 0.127119 0.181356 0.154237 
0.127119 0.113559 0.167797 0.127119 0.113559 0.181356 0.127119 0.140678 0.208475 0.127119 0.113559 
0.4796610.1271190.127119 0.235593 0.140678 0.113559 0.466102 0.127119 0.127119 0.181356 0.127119 
0.127119 0.181356 0.154237 0.167797 
0.113559 0.167797 0.127119 0.113559 0.181356 0.127119 0.140678 0.208475 0.127119 0.113559 0.479661 
0.127119 0.127119 0.235593 0.140678 0.113559 0.466102 0.127119 0.127119 0.181356 0.127119 0.127119 
0.181356 0.154237 0.167797 0.208475 
0.167797 0.1271190.113559 0.181356 0.127119 0.140678 0.208475 0.127119 0.113559 0.479661 0.127119 
O. 127119 0.235593 0.140678 0.113559 0.466102 0.127119 0.127119 0.181356 0.127119 0.127119 0.181356 
0.154237 0.167797 0.208475 0.154237 
0.1271190.113559 0.181356 0.127119 0.140678 0.208475 0.127119 0.113559 0.4796610.1271190.127119 
0.235593 0.140678 0.113559 0.466102 0.127119 0.127119 0.181356 0.127119 0.127119 0.181356 0.154237 
0.167797 0.208475 0.154237 0.167797 
0.113559 0.181356 0.127119 0.140678 0.208475 0.127119 0.113559 0.4796610.1271190.127119 0.235593 
0.140678 0.113559 0.466102 0.127119 0.127119 0.181356 0.127119 0.127119 0.181356 0.154237 0.167797 
0.208475 0.154237 0.167797 0.262712 
0.181356 0.127119 0.140678 0.208475 0.127119 0.113559 0.4796610.1271190.127119 0.235593 0.140678 
0.113559 0.466102 0.127119 0.127119 0.181356 0.127119 0.127119 0.181356 0.154237 0.167797 0.2084 75 
0.154237 0.167797 0.262712 0.167797 
0.127119 0.140678 0.208475 0.127119 0.113559 0.479661 0.127119 0.127119 0.235593 0.140678 0.113559 
0.466102 0.127119 0.127119 0.181356 0.127119 0.127119 0.181356 0.154237 0.167797 0.208475 0.154237 
0.167797 0.262712 0.167797 0.167797 
0.140678 0.208475 0.127119 0.113559 0.479661 0.127119 0.127119 0.235593 0.140678 0.113559 0.466102 
0.127119 0.127119 0.181356 0.127119 0.127119 0.181356 0.154237 0.167797 0.208475 0.154237 0.167797 
0.262712 0.167797 0.167797 0.181356 
0.208475 0.127119 0.113559 0.479661 O. 127119 0.127119 0.235593 0.140678 0.113559 0.466102 0.127119 
0.127119 0.181356 0.127119 O.127119 O. 181356 0.154237 0.167797 0.208475 0.154237 0.167797 0.262712 
0.167797 0.167797 0.181356 0.154237 
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0.1271190.113559 0.4796610.1271190.127119 0.235593 0.1406780.113559 0.4661020.1271190.127119 
0.1813560.1271190.127119 0.181356 0.154237 0.167797 0.208475 0.154237 0.167797 0.262712 0.167797 
0.167797 0.181356 0.154237 0.127119 
o. 113559 0.479661 0.127119 0.127119 0.235593 0.140678 0.113559 0.466102 0.127119 0.127119 0.181356 
0.127119 0.127119 O. 181356 O. 154237 0.167797 0.208475 0.154237 0.167797 0.262712 0.167797 0.167797 
0.181356 0.154237 0.127119 0.561017 
0.4796610.1271190.127119 0.235593 0.140678 0.113559 0.4661020.1271190.127119 0.1813560.127119 
0.127119 0.181356 0.154237 0.167797 0.208475 0.154237 0.167797 0.262712 0.167797 0.167797 0.181356 
0.154237 0.127119 0.561017 0.127119 
0.127119 0.127119 0.235593 0.140678 0.113559 0.466102 0.127119 0.127119 0.181356 0.127119 0.127119 
0.181356 0.154237 0.167797 0.208475 0.154237 0.167797 0.262712 0.167797 0.167797 0.181356 0.154237 
0.127119 0.5610170.127119 0.140678 
0.127119 0.235593 0.140678 0.113559 0.466102 0.127119 0.127119 0.1813560.127119 0.127119 0.181356 
0.154237 0.167797 0.208475 0.154237 0.167797 0.262712 0.167797 0.167797 0.181356 0.154237 0.127119 
0.561017 0.127119 0.140678 0.208475 
0.235593 0.140678 0.113559 0.466102 0.127119 0.127119 0.1813560.127119 0.127119 0.181356 0.154237 
0.167797 0.208475 0.154237 0.167797 0.262712 0.167797 0.167797 0.181356 0.1542370.127119 0.561017 
0.127119 0.140678 0.208475 0.140678 
O. 140678 0.113559 0.466102 0.127119 O. 127119 O. 181356 0.127119 O. 127119 O. 181356 0.154237 O. 167797 
0.208475 0.154237 0.167797 0.262712 0.167797 0.167797 0.181356 0.154237 0.127119 0.5610170.127119 
0.140678 0.208475 0.140678 O. 113559 
0.113559 0.466102 0.127119 0.127119 0.181356 0.127119 0.127119 0.181356 0.154237 0.167797 0.208475 
0.154237 0.167797 0.262712 0.167797 0.167797 0.181356 0.154237 0.127119 0.561017 0.127119 0.140678 
0.208475 0.140678 0.113559 0.683051 
0.4661020.1271190.127119 0.1813560.1271190.127119 0.181356 0.154237 0.167797 0.208475 0.154237 
0.167797 0.262712 0.167797 0.167797 Q.181356 0.154237 0.127119 0.561017 0.127119 0.140678 0.208475 
0.1406780.113559 0.683051 0.127119 
0.127119 0.127119 0.181356 0.127119 0.127119 0.181356 0.154237 0.167797 0.208475 0.154237 0.167797 
0.262712 0.167797 0.167797 0.181356 0.154237 0.127119 0.561017 0.127119 0.140678 0.208475 0.140678 
0.113559 0.683051 0.127119 0.127119 
0.127119 0.181356 0.127119 0.127119 0.181356 0.154237 0.167797 0.208475 0.154237 0.167797 0.262712 
0.167797 0.167797 0.181356 0.154237 0.127119 0.561017 0.127119 0.140678 0.208475 0.1406780.113559 
0.6830510.1271190.127119 0.276271 
0.181356 0.127119 0.127119 0.181356 O. 154237 O. 167797 0.208475 O. 154237 0.167797 0.262712 0.167797 
0.167797 0.181356 0.1542370.127119 0.5610170.127119 0.140678 0.208475 0.1406780.113559 0.683051 
0.127119 0.127119 0.276271 0.113559 
O. 127119 0.127119O.181356 0.154237 O. 167797 0.208475 0.154237 0.167797 0.262712 0.167797 0.167797 
O. 181356 0.154237 0.127119 0.561017 0.127119 0.140678 0.208475 0.140678 O. 113559 0.683051 0.127119 
0.1271190.2762710.113559 0.113559 
0.127119 0.181356 O. 154237 0.167797 0.208475 O. 154237 0.167797 0.262712 O. 167797 0.1677970.181356 
0.1542370.127119 0.561017 0.127119 0.140678 0.208475 0.1406780.113559 0.6830510.1271190.127119 
0.276271 0.113559 0.113559 0.222034 
0.181356 0.154237 0.167797 0.208475 0.154237 0.167797 0.262712 0.167797 0.167797 0.181356 0.154237 
0.127119 0.561017 0.127119 0.140678 0.208475 0.140678 0.113559 0.6830510.1271190.127119 0.276271 
0.1135590.113559 0.222034 0.194915 
0.154237 0.167797 0.208475 0.154237 0.167797 0.262712 0.167797 0.167797 0.181356 0.154237 0.127119 
0.561017 0.127ll9 o. 140678 0.208475 0.140678 0.113559 0.683051 0.127ll9 0.127119 0.276271 0.113559 
0.113559 0.222034 0.194915 0.140678 
0.167797 0.208475 0.154237 0.167797 0.262712 0.167797 0.167797 O. 181356 0.154237 0.127119 0.561017 
0.127119 0.140678 0.208475 0.140678 O.113559 0.683051 0.127119 0.127119 0.276271 0.113559 0.113559 
0.222034 0.194915 0.140678 0.127119 
0.208475 0.154237 0.167797 0.262712 0.167797 0.167797 0.181356 0.154237 0.127119 0.561017 0.127119 
0.140678 0.208475 0.140678 0.113559 0.683051 0.127119 0.127119 0.276271 0.113559 0.113559 0.222034 
0.194915 0.140678 0.127119 0.140678 
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0.154237 0.167797 0.262712 0.167797 0.167797 0.181356 0.154237 0.127119 0.5610170.127119 0.140678 
0.208475 0.140678 0.113559 0.6830510.1271190.127119 0.2762710.1135590.113559 0.222034 0.194915 
0.1406780.1271190.140678 0.1 
O. 167797 0.262712 0.167797 0.1677970.181356 O. 154237 0.1271190.561017 O.127119 O. 140678 0.208475 
0.140678 0.113559 0.683051 0.127119 0.127119 0.276271 0.113559 O. 113559 0.222034 0.194915 0.140678 
0.127119 0.140678 0.100000 0.222034 
0.262712 0.167797 0.167797 0.181356 0.154237 0.127119 0.561017 0.127119 0.140678 0.208475 0.140678 
0.113559 0.6830510.1271190.127119 0.2762710.1135590.113559 0.222034 0.194915 0.140678 0.127119 
0.140678 0.100000 0.222034 0.113559 
0.167797 0.167797 0.181356 0.154237 0.127119 0.561 O 17 0.127119 0.140678 0.208475 0.140678 0.113559 
0.6830510.1271190.127119 0.2762710.1135590.113559 0.222034 0.194915 0.140678 0.127119 0.140678 
0.100000 0.222034 0.113559 0.140678 
0.167797 0.181356 0.1542370.127119 0.5610170.127119 0.140678 0.208475 0.140678 0.113559 0.683051 
0.127119 O. 127119 0.276271 0.113559 0.113559 0.222034 O. 194915 0.140678 O. 127119 0.140678 0.100000 
0.222034O.113559 0.140678 0.208475 
0.181356 0.154237 0.127119 0.561017 0.127119 0.140678 0.208475 0.140678 0.113559 0.683051 0.127119 
0.127119 0.2762710.1135590.113559 0.222034 0.194915 0.140678 0.127119 0.140678 0.100000 0.222034 
0.113559 0.140678 0.208475 0.127119 
0.1542370.127119 0.5610170.127119 0.140678 0.208475 0.1406780.113559 0.6830510.127119 0.127119 
0.276271 0.113559 0.113559 0.222034 0.194915 0.140678 0.127119 0.140678 O. 100000 0.2220340.113559 
0.140678 0.208475 0.127119 0.127119 
0.127119 0.5610170.127119 0.140678 0.208475 0.140678 0.113559 0.683051 0.127119 O. 127119 0.276271 
0.113559 0.113559 0.222034 0.194915 0.140678 0.127119 0.140678 0.100000 0.222034 0.113559 0.140678 
0.208475 0.127119 0.127119 0.222034 
0.561017 0.127119 0.140678 0.208475 0.140678 0.113559 0.6830510.1271190.127119 0.276271 0.113559 
0.113559 0.222034 0.194915 0.140678 0.127119 0.140678 0.100000 0.222034 0.113559 0.140678 0.208475 
0.127119 0.127119 0.222034 0.140678 
0.127119 0.140678 0.208475 0.1406780.113559 0.683051 0.127119 0.127119 0.276271 O.113559 0.113559 
0.222034 O. 194915 0.140678 0.127119 0.140678 0.100000 0.222034 0.113559 0.140678 0.208475 O. 127119 
0.127119 0.222034 0.140678 0.127119 
0.140678 0.208475 0.140678 0.113559 0.6830510.1271190.127119 0.2762710.1135590.113559 0.222034 
0.194915 0.140678 0.127119 0.140678 0.100000 0.222034 0.113559 0.140678 0.208475 0.127119 0.127119 
0.222034 0.140678 0.127119 0.127119 
0.208475 0.140678 0.113559 0.6830510.127119 0.127119 0.2762710.1135590.113559 0.222034 0.194915 
0.140678 0.127119 0.140678 0.100000 0.222034 0.113559 0.140678 0.208475 0.127119 0.127119 0.222034 
0.140678 O. 127119 O.127119 0.167797 
0.140678 0.113559 0.6830510.1271190.127119 0.2762710.113559 0.113559 0.222034 0.194915 0.140678 
0.127119 0.140678 0.100000 0.222034 0.113559 0.140678 0.208475 0.127119 0.127119 0.222034 0.140678 
0.1271190.127119 0.167797 0.154237 
0.113559 0.683051 0.127119 0.127119 0.276271 0.113559 0.113559 0.222034 0.194915 0.140678 0.127119 
0.140678 0.100000 0.2220340.113559 0.140678 0.208475 0.127119 0.127119 0.222034 0.1406780.127119 
0.127119 0.167797 0.154237 0.249153 
0.6830510.1271190.127119 0.2762710.1135590.113559 0.222034 0.194915 0.140678 0.127119 0.140678 
0.100000 0.222034 0.113559 0.140678 0.2084750.127119 0.127119 0.222034 0.140678 0.127119 0.127119 
0.167797 0.154237 0.249153 0.140678 
0.127119 0.127119 0.276271 0.113559 0.113559 0.222034 0.194915 0.140678 0.127119 0.140678 0.100000 
0.222034 0.113559 0.140678 0.208475 0.127119 0.127119 0.222034 0.140678 0.127119 0.127119 0.167797 
0.154237 0.249153 0.140678 0.154237 
0.127119 0.2762710.1135590.113559 0.222034 0.194915 0.1406780.127119 0.140678 0.100000 0.222034 
0.113559 0.140678 0.208475 0.127119 0.127119 0.222034 0.140678 0.127119 O.127119 O. 167797 0.154237 
0.249153 0.140678 0.154237 0.167797 
0.2762710.1135590.113559 0.222034 0.194915 0.140678 0.127119 0.140678 0.100000 0.222034 0.113559 
0.140678 0.2084750.1271190.127119 0.222034 0.1406780.127119 0.127119 0.167797 0.154237 0.249153 
0.140678 0.154237 0.167797 0.154237 
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0.113559 0.113559 0.222034 0.194915 0.140678 0.127119 0.140678 0.100000 0.222034 0.113559 0.140678 
0.208475 0.127119 0.127119 0.222034 0.140678 0.127119 0.127119 0.167797 0.154237 0.249153 0.140678 
0.154237 0.167797 0.154237 0.154237 
0.113559 0.222034 0.194915 0.140678 0.127119 0.140678 0.100000 0.222034 0.113559 0.140678 0.208475 
0.127119 0.127119 0.222034 0.140678 0.127119 0.127119 0.167797 0.154237 0.249153 0.140678 0.154237 
0.167797 0.154237 0.154237 0.249153 
0.222034 0.194915 0.140678 0.127119 0.140678 0.100000 0.222034 0.113559 0.140678 0.208475 0.127119 
0.127119 0.222034 0.140678 0.127119 0.127119 0.167797 0.154237 0.249153 0.140678 0.154237 0.167797 
0.1542370.1542370.249153 0.1 
0.194915 0.140678 0.127119 0.140678 0.100000 0.222034 0.113559 0.140678 0.208475 0.127119 0.127119 
0.222034 0.140678 0.127119 0.127119 0.167797 0.154237 0.249153 0.140678 0.154237 0.167797 0.154237 
0.154237 0.249153 0.100000 0.113559 
0.140678 0.127119 0.140678 0.100000 0.222034 0.113559 0.140678 0.208475 0.127119 0.127119 0.222034 
0.140678 0.127119 0.127119 0.167797 0.154237 0.249153 0.140678 0.154237 0.167797 0.154237 0.154237 
0.249153 0.100000 0.113559 0.222034 
0.127119 0.140678 0.100000 0.222034 0.113559 0.140678 0.208475 0.127119 0.127119 0.222034 0.140678 
0.127119 0.127119 0.167797 0.154237 0.249153 0.140678 0.154237 0.167797 0.154237 0.154237 0.249153 
0.100000 0.113559 0.222034 0.140678 
0.140678 0.100000 0.222034 0.113559 0.140678 0.208475 0.127119 0.127119 0.222034 0.140678 0.127119 
0.127119 0.167797 0.154237 0.249153 0.140678 0.154237 0.167797 0.154237 0.154237 0.249153 0.100000 
0.113559 0.222034 0.140678 0.127119 
0.100000 0.222034 0.113559 0.140678 0.208475 0.127119 0.127119 0.222034 0.140678 0.127119 0.127119 
0.167797 0.154237 0.249153 0.140678 0.154237 0.167797 0.154237 0.154237 0.249153 0.100000 0.113559 
0.222034 0.140678 0.127119 0.384746 
0.222034 0.113559 0.140678 0.208475 0.127119 0.127119 0.222034 0.140678 0.127119 0.127119 0.167797 
0.154237 0.249153 0.140678 0.154237 0.167797 0.154237 0.154237 0.249153 0.100000 0.113559 0.222034 
0.140678 0.127119 0.384746 0.154237 
0.113559 0.140678 0.208475 0.127119 0.127119 0.222034 0.140678 0.127119 0.127119 0.167797 0.154237 
0.249153 0.140678 0.154237 0.167797 0.154237 0.154237 0.249153 0.100000 0.113559 0.222034 0.140678 
0.1271190.3847460.154237 0.181356 
0.140678 0.208475 0.127119 0.127119 0.222034 0.140678 0.127119 0.127119 0.167797 0.154237 0.249153 
0.140678 0.154237 0.167797 0.154237 0.154237 0.249153 0.100000 0.113559 0.222034-0.140678 0.127119 
0.384746 0.154237 0.181356 0.249153 
0.208475 0.127119 0.127119 0.222034 0.140678 0.127119 0.127119 0.167797 0.154237 0.249153 0.140678 
0.154237 0.167797 0.154237 0.154237 0.249153 0.100000 0.113559 0.222034 0.140678 0.127119 0.384746 
0.154237 0.181356 0.249153 0.167797 
0.127119 0.127119 0.222034 0.140678 0.127119 0.127119 0.167797 0.154237 0.249153 0.140678 0.154237 
0.167797 0.154237 0.154237 0.249153 0.100000 0.113559 0.222034 0.140678 0.127119 0.384746 0.154237 
0.181356 0.249153 0.167797 0.167797 
0.127119 0.222034 0.140678 0.127119 0.127119 0.167797 0.154237 0.249153 0.140678 0.154237 0.167797 
0.154237 0.154237 0.249153 0.100000 0.113559 0.222034 0.140678 0.127119 0.384746 0.154237 0.181356 
0.249153 0.167797 0.167797 0.249153 
0.222034 0.140678 0.127119 0.127119 0.167797 0.154237 0.249153 0.140678 0.154237 0.167797 0.154237 
0.154237 0.249153 0.100000 0.113559 0.222034 0.140678 0.127119 0.384746 0.154237 0.181356 0.249153 
0.167797 0.167797 0.249153 0.127119 
0.140678 0.127119 0.127119 0.167797 0.154237 0.249153 0.140678 0.154237 0.167797 0.154237 0.154237 
0.249153 0.100000 0.113559 0.222034 0.140678 0.127119 0.384746 0.154237 0.181356 0.249153 0.167797 
0.167797 0.249153 0.127119 0.154237 
0.127119 0.127119 0.167797 0.154237 0.249153 0.140678 0.154237 0.167797 0.154237 0.154237 0.249153 
0.100000 0.113559 0.222034 0.140678 0.127119 0.384746 0.154237 0.181356 0.249153 0.167797 0.167797 
0.249153 0.127119 0.154237 0.167797 
0.127119 0.167797 0.154237 0.249153 0.140678 0.154237 0.167797 0.154237 0.154237 0.249153 0.100000 
0.113559 0.222034 0.140678 0.127119 0.384746 0.154237 0.181356 0.249153 0.167797 0.167797 0.249153 
0.1271190.1542370.167797 0.154237 
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0.167797 0.154237 0.249153 0.140678 0.154237 0.167797 0.154237 0.154237 0.249153 0.100000 0.113559 
0.222034 0.140678 0.127119 0.384746 0.154237 0.181356 0.249153 0.167797 0.167797 0.249153 0.127119 
0.154237 0.167797 0.154237 0.127119 
0.154237 0.249153 0.140678 0.154237 0.167797 0.154237 0.154237 0.249153 0.100000 0.113559 0.222034 
0.140678 0.127119 0.384746 0.154237 0.181356 0.249153 0.167797 0.167797 0.249153 0.127119 0.154237 
0.1677970.1542370.127119 0.194915 
0.249153 0.140678 0.154237 0.167797 0.154237 0.154237 0.249153 0.100000 0.113559 0.222034 0.140678 
0.127119 0.384746 0.154237 0.181356 0.249153 0.167797 0.167797 0.249153 0.127119 0.154237 0.167797 
0.154237 0.127119 0.194915 0.113559 
0.140678 0.154237 0.167797 0.154237 0.154237 0.249153 0.100000 0.113559 0.222034 0.140678 0.127119 
0.384746 0.154237 0.181356 0.249153 0.167797 0.167797 0.249153 0.127119 0.154237 0.167797 0.154237 
0.127119 0.194915 0.113559 0.127119 
0.154237 0.167797 0.154237 0.154237 0.249153 0.100000 0.113559 0.222034 0.140678 0.127119 0.384746 
0.154237 0.181356 0.249153 0.167797 0.167797 0.249153 0.127119 0.154237 0.167797 0.154237 0.127119 
0.194915 0.113559 0.127119 0.113559 
0.167797 0.154237 0.154237 0.249153 0.100000 0.113559 0.222034 0.140678 0.127119 0.384746 0.154237 
0.181356 0.249153 0.167797 0.167797 0.249153 0.127119 0.154237 0.167797 0.154237 0.127119 0.194915 
0.1135590.1271190.113559 0.140678 
0.154237 0.154237 0.249153 0.100000 0.113559 0.222034 0.140678 0.127119 0.384746 0.154237 0.181356 
0.249153 0.167797 0.167797 0.249153 0.127119 0.154237 0.167797 0.154237 0.127119 0.194915 0.113559 
0.127119 0.113559 0.140678 0.127119 
0.154237 0.249153 0.100000 0.113559 0.222034 0.140678 0.127119 0.384746 0.154237 0.181356 0.249153 
0.167797 0.167797 0.249153 0.127119 0.154237 0.167797 0.154237 0.127119 0.194915 0.113559 0.127119 
0.113559 0.140678 0.127119 0.276271 
0.249153 0.100000 0.113559 0.222034 0.140678 0.127119 0.384746 0.154237 0.181356 0.249153 0.167797 
0.167797 0.249153 0.127119 0.154237 0.167797 0.154237 0.127119 0.194915 0.113559 0.127119 0.113559 
0.140678 0.127119 0.276271 0.113559 
0.100000 0.113559 0.222034 0.140678 0.127119 0.384746 0.154237 0.181356 0.249153 0.167797 0.167797 
0.249153 0.127119 0.154237 0.167797 0.154237 0.127119 0.194915 0.113559 0.127119 0.113559 0.140678 
0.1271190.2762710.113559 0.140678 
0.113559 0.222034 0.140678 0.127119 0.384746 0.154237 0.181356 0.249153 0.167797 0.167797 0.249153 
0.127119 0.154237 0.167797 0.154237 0.127119 0.194915 0.113559 0.127119 0.113559 0.140678 0.127119 
0.2762710.1135590.140678 0.249153 
0.222034 0.140678 0.127119 0.384746 0.154237 0.181356 0.249153 0.167797 0.167797 0.249153 0.127119 
0.154237 0.167797 0.154237 0.127119 0.194915 0.113559 0.127119 0.113559 0.140678 0.127119 0.276271 
0.113559 0.140678 0.249153 0.140678 
0.140678 0.127119 0.384746 0.154237 0.181356 0.249153 0.167797 0.167797 0.249153 0.127119 0.154237 
0.167797 0.154237 0.127119 0.194915 0.113559 0.127119 0.113559 0.140678 0.127119 0.276271 0.113559 
0.140678 0.249153 0.140678 0.140678 
0.127119 0.384746 0.154237 0.181356 0.249153 0.167797 0.167797 0.249153 0.127119 0.154237 0.167797 
0.154237 0.127119 0.194915 0.113559 0.127119 0.113559 0.140678 0.127119 0.276271 0.113559 0.140678 
0.249153 0.140678 0.140678 0.615254 
0.384746 0.154237 0.181356 0.249153 0.167797 0.167797 0.249153 0.127119 0.154237 0.167797 0.154237 
0.127119 0.194915 0.113559 0.127119 0.113559 0.140678 0.127119 0.276271 0.113559 0.140678 0.249153 
0.140678 0.140678 0.615254 0.127119 
0.154237 0.181356 0.249153 0.167797 0.167797 0.249153 0.127119 0.154237 0.167797 0.154237 0.127119 
0.194915 0.113559 0.127119 0.113559 0.140678 0.127119 0.2762710.1135590.140678 0.249153 0.140678 
0.140678 0.615254 0.127119 0.127119 
0.181356 0.249153 0.167797 0.167797 0.249153 0.127119 0.154237 0.167797 0.154237 0.127119 0.194915 
0.113559 0.127119 0.113559 0.140678 0.127119 0.276271 0.113559 0.140678 0.249153 0.140678 0.140678 
0.615254 0.127119 0.127119 0.140678 
0.249153 0.167797 0.167797 0.249153 0.127119 0.154237 0.167797 0.154237 0.127119 0.194915 0.113559 
0.127119 0.113559 0.140678 0.127119 0.2762710.1135590.140678 0.249153 0.140678 0.140678 0.615254 
0.127119 0.127119 0.140678 0.154237 
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0.167797 0.167797 0.249153 0.127119 0.154237 0.167797 0.154237 0.127119 0.194915 0.113559 0.127119 
0.113559 0.140678 0.127119 0.276271 0.113559 0.140678 0.249153 0.140678 0.140678 0.615254 0.127119 
0.127119 0.140678 0.154237 0.140678 
0.167797 0.249153 0.127119 0.154237 0.167797 0.154237 0.127119 0.194915 0.113559 0.127119 0.113559 
0.140678 0.127119 0.2762710.1135590.140678 0.249153 0.140678 0.140678 0.615254 0.127119 0.127119 
0.140678 0.154237 0.140678 0.330508 
0.249153 0.127119 0.154237 0.167797 0.154237 0.127119 0.194915 0.113559 0.127119 0.113559 0.140678 
0.127119 0.276271 0.113559 0.140678 0.249153 0.140678 0.140678 0.615254 0.127119 0.127119 0.140678 
0.154237 0.140678 0.330508 O. 154237 
0.127119 0.154237 0.167797 0.154237 0.127119 0.194915 0.113559 0.127119 0.113559 0.140678 0.127119 
0.276271 0.113559 0.140678 0.249153 0.140678 0.140678 0.615254 0.127119 0.127119 0.140678 0.154237 
0.140678 0.330508 0.154237 0.154237 
0.154237 0.167797 0.154237 0.127119 0.194915 0.113559 0.127119 0.113559 0.140678 0.127119 0.276271 
0.113559 0.140678 0.249153 0.140678 0.140678 0.615254 0.127119 0.127119 0.140678 0.154237 0.140678 
0.330508 0.154237 0.154237 0.154237 
0.167797 0.154237 0.127119 0.194915 0.113559 0.127119 0.113559 0.1406780.127119 0.276271 0.113559 
0.140678 0.249153 0.140678 0.140678 0.615254 0.127119 0.127119 0.140678 0.154237 0.140678 0.330508 
0.154237 0.154237 0.154237 0.154237 
0.154237 0.127119 0.194915 0.113559 0.127119 0.113559 0.140678 0.127119 0.276271 0.113559 0.140678 
0.249153 0.140678 0.140678 0.6152540.127119 0.127119 0.140678 0.154237 0.140678 0.330508 0.154237 
0.154237 0.154237 0.154237 0.181356 
0.127119 0.194915 0.113559 0.127119 0.113559 0.140678 0.127119 0.276271 0.113559 0.140678 0.249153 
O. 140678 O. 140678 0.615254 0.127119 0.127119 0.140678 0.154237 0.140678 0.330508 0.154237 O. 154237 
0.154237 0.154237 0.181356 0.9 
0.1949150.113559 0.127119 0.113559 0.1406780.127119 0.2762710.1135590.140678 0.249153 0.140678 
0.140678 0.615254 0.127119 0.127119 0.140678 0.154237 0.140678 0.330508 0.154237 0.154237 0.154237 
0.154237 0.181356 0.900000 0.371186 
0.113559 0.127119 0.113559 0.140678 0.127119 0.276271 0.113559 0.140678 0.249153 0.140678 0.140678 
0.615254 0.127119 0.127119 0.140678 0.154237 0.140678 0.330508 0.154237 0.154237 0.154237 0.154237 
0.181356 0.900000 0.371186 0.411864 
0.127119 0.113559 0.140678 0.127119 0.276271 0.113559 o. 140678 0.249153 0.140678 0.140678 0.615254 
0.127119 0.127119 0.140678 0.154237 0.140678 0.330508 0.154237 0.154237 0.154237 0.154237 0.181356 
0.900000 0.371186 0.411864 0.398305 
0.113559 0.140678 0.127119 0.2762710.1135590.140678 0.249153 0.140678 0.140678 0.615254 0.127119 
0.127119 0.140678 0.154237 0.140678 0.330508 0.154237 0.154237 0.154237 0.154237 0.181356 0.900000 
0.371186 0.411864 0.398305 0.371186 
0.140678 0.127119 0.2762710.1135590.140678 0.249153 0.140678 0.140678 0.615254 0.127119 0.127119 
0.140678 0.154237 0.140678 0.330508 0.154237 0.154237 0.154237 0.154237 0.181356 0.900000 0.371186 
0.411864 0.398305 0.371186 0.371186 
0.127119 0.276271 0.113559 0.140678 0.249153 0.140678 0.140678 0.615254 0.127119 0.127119 0.140678 
0.154237 0.140678 0.330508 0.154237 0.154237 0.154237 0.154237 0.181356 0.900000 0.371186 0.411864 
0.398305 0.371186 0.371186 0.520339 
0.276271 0.113559 0.140678 0.249153 0.140678 0.140678 0.615254 0.127119 0.127119 0.140678 0.154237 
0.140678 0.330508 0.154237 0.154237 0.154237 0.154237 0.181356 0.900000 0.3711860.411864 0.398305 
0.371186 0.371186 0.520339 0.384746 
0.113559 0.140678 0.249153 0.140678 0.140678 0.615254 0.127119 0.127119 0.140678 0.154237 0.140678 
0.330508 0.154237 0.154237 0.154237 0.154237 0.181356 0.900000 0.371186 0.411864 0.398305 0.371186 
0.371186 0.520339 0.384746 0.371186 
0.140678 0.249153 0.140678 0.140678 0.615254 0.127119 0.127119 0.140678 0.154237 0.140678 0.330508 
0.154237 0.154237 0.154237 0.154237 0.181356 0.900000 0.371186 0.411864 0.398305 0.371186 0.371186 
0.520339 0.384746 0.371186 0.466102 
0.249153 0.140678 0.140678 0.615254 0.127119 0.127119 0.140678 0.154237 0.140678 0.330508 0.154237 
0.154237 0.154237 0.154237 0.181356 0.900000 0.371186 0.411864 0.398305 0.371186 0.371186 0.520339 
0.384746 0.371186 0.466102 0.384746 
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O. 140678 O. 1406780.615254 O. 127119 O. 127119 O. 140678 O. 154237 O. 140678 0.330508 O. 154237 O. 154237 
0.154237 0.154237 0.181356 0.9000000.371186 0.411864 0.398305 0.371186 0.371186 0.520339 0.384746 
0.371186 0.466102 0.384746 0.371186 
O. 140678 0.615254 0.127119 0.127119 O. 140678 0.154237 O. 140678 0.330508 0.154237 0.154237 0.154237 
0.154237 0.181356 0.900000 0.371186 0.411864 0.398305 0.3711860.371186 0.520339 0.3847460 .371186 
0.466102 0.3847460.371186 0.466102 
0.615254 0.1271190.127119 0.140678 0.154237 0.140678 0.330508 0.154237 0.154237 0.154237 0.154237 
0.181356 0.900000 0.371186 0.411864 0.3983050.371186 0.371186 0.520339 0.384746 0.371186 0.466102 
0.384746 0.371186 0.466102 0.357627 
0.127119 0.127119 0.140678 0.154237 0.140678 0.330508 0.154237 0.154237 0.154237 0.154237 0.181356 
0.900000 0.371186 0.411864 0.398305 0.371186 0.371186 0.520339 0.384746 0.371186 0.466102 0.384746 
0.371186 0.466102 0.357627 0.425424 
0.127119 0.140678 0.154237 0.140678 0.330508 0.154237 0.154237 0.154237 0.154237 0.181356 0.900000 
0.371186 0.411864 0.398305 0.371186 0.371186 0.520339 0.384746 0.371186 0.466102 0.384746 0.371186 
0.466102 0.357627 0.425424 0.411864 
0.140678 0.154237 0.140678 0.330508 0.154237 0.154237 0.154237 0.154237 0.181356 0.900000 0.371186 
0.411864 0.398305 0.371186 0.371186 0.520339 0.384746 0.371186 0.466102 0.384746 0.371186 0.466102 
0.357627 0.425424 0.411864 0.411864 
0. 154237 O. 140678 0.330508 0.154237 0.154237 0.154237 0.154237 0.181356 0.900000 0.371186 0.411864 
0.398305 0.371186 0.371186 0.520339 0.384746 0.371186 0.466102 0.384746 0.371186 0.466102 0.357627 
0.425424 0.4118640.411864 0.384746 
0.140678 0.330508 0.154237 0.154237 0.154237 0.154237 0.181356 0.900000 0.371186 0.411864 0.398305 
0.371186 0.371186 0.520339 0.384746 0.371186 0.466102 0.384746 0.371186 0.466102 0.357627 0.425424 
0.411864 0.411864 0.384746 0.466102 
0.330508 0.154237 0.154237 0.154237 0.154237 0.181356 0.900000 0.371186 0.411864 0.398305 0.371186 
0.371186 0.520339 0.384746 0.371186 0.466102 0.384746 0.371186 0.466102 0.357627 0.425424 0.411864 
0.411864 0.384746 0.466102 0.384746 
0.154237 0.154237 0.154237 0.154237 0.181356 0.900000 0.371186 0.411864 0.398305 0.371186 0.371186 
0.520339 0.384746 0.371186 0.466102 0.384746 0.371186 0.466102 0.357627 0.425424 0.411864 0.411864 
0.384746 0.466102 0.384746 0.384746 
0.154237 0.154237 0.154237 0.181356 0.900000 0.371186 0.411864 0.398305 0.371186 0.371186 0.520339 
0.384746 0.371186 0.466102 0.384746 0.371186 0.466102 0.357627 0.425424 0.411864 0.411864 0.384746 
0.466102 0.384746 0.384746 0.533898 
0.154237 0.154237 0.181356 0.900000 0.371186 0.411864 0.398305 0.371186 0.371186 0.520339 0.384746 
0.371186 0.466102 0.384746 0.371186 0.466102 0.357627 0.425424 0.411864 0.411864 0.384746 0.466102 
0.384746 0.384746 0.533898 0.398305 
0.154237 0.181356 0.900000 0.371186 0.411864 0.398305 0.371186 0.371186 0.520339 0.384746 0.371186 
0.466102 0.384746 0.371186 0.466102 0.357627 0.425424 0.411864 0.411864 0.384746 0.466102 0.384746 
0.384746 0.533898 0.398305 0.371186 
0.181356 0.900000 0.371186 0.411864 0.398305 0.371186 0.371186 0.520339 0.384746 0.371186 0.466102 
0.3847460.371186 0.466102 0.357627 0.4254240.4118640.411864 0.384746 0.466102 0.384746 0.384746 
0.533898 0.398305 0.371186 0.818644 
0.900000 0.371186 0.411864 0.398305 0.371186 0.371186 0.520339 0.3847460.371186 0.466102 0.384746 
0.371186 0.466102 0.357627 0.425424 0.411864 0.411864 0.384746 0.466102 0.384746 0.384746 0.533898 
0.398305 0.371186 0.818644 0.371186 
0.371186 0.411864 0.398305 0.371186 0.371186 0.520339 0.384746 0.371186 0.466102 0.384746 0.371186 
0.466102 0.357627 0.425424 0.411864 0.411864 0.384746 0.466102 0.384746 0.384746 0.533898 0.398305 
0.371186 0.818644 0.371186 0.384746 
0.411864 0.3983050.3711860.371186 0.520339 0.384746 0.371186 0.466102 0.3847460.371186 0.466102 
0.357627 0.425424 0.411864 0.411864 0.384746 0.466102 0.384746 0.384746 0.533898 0.398305 0.371186 
0.8186440.371186 0.384746 0.466102 
0.3983050.371186 0.371186 0.520339 0.3847460.371186 0.466102 0.384746 0.371186 0.466102 0.357627 
0.425424 0.411864 0.411864 0.384746 0.466102 0.384746 0.384746 0.533898 0.398305 0.371186 0.818644 
0.371186 0.384746 0.466102 0.384746 
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0.371186 0.371186 0.520339 0.384746 0.371186 0.466102 0.384746 0.371186 0.466102 0.357627 0.425424 
0.411864 0.411864 0.384746 0.466102 0.384746 0.384746 0.533898 0.398305 0.371186 0.818644 0.371186 
0.384746 0.466102 0.384746 0.398305 
0.371186 0.520339 0.384746 0.371186 0.466102 0.384746 0.371186 0.466102 0.357627 0.425424 0.411864 
0.411864 0.384746 0.466102 0.384746 0.384746 0.533898 0.398305 0.371186 0.818644 0.371186 0.384746 
0.466102 0.384746 0.398305 0.533898 
0.520339 0.384746 0.371186 0.466102 0.384746 0.371186 0.466102 0.357627 0.425424 0.411864 0.411864 
0.384746 0.466102 0.384746 0.384746 0.533898 0.398305 0.371186 0.818644 0.371186 0.384746 0.466102 
0.384746 0.398305 0.533898 0.411864 
0.384746 0.371186 0.466)02 0.384746 0.371186 0.466102 0.357627 0.425424 0.411864 0.411864 0.384746 
0.466102 0.384746 0.384746 0.533898 0.398305 0.371186 0.818644 0.371186 0.384746 0.466102 0.384746 
0.398305 0.533898 0.411864 0.384746 
0.371186 0.466102 0.384746 0.371186 0.466102 0.357627 0.425424 0.411864 0.411864 0.384746 0.466102 
0.384746 0.384746 0.533898 0.398305 0.371186 0.818644 0.371186 0.384746 0.466102 0.384746 0.398305 
0.533898 0.411864 0.384746 0.805085 
0.466102 0.384746 0.371186 0.466102 0.357627 0.425424 0.411864 0.411864 0.384746 0.466102 0.384746 
0.384746 0.533898 0.3983050.371186 0.818644 0.371186 0.384746 0.466102 0.384746 0.398305 0.533898 
0.411864 0.384746 0.805085 0.466102 
0.384746 0.371186 0.466102 0.357627 0.425424 0.411864 0.411864 0.384746 0.466102 0.384746 0.384746 
0.533898 0.3983050.371186 0.8186440.371186 0.384746 0.466102 0.384746 0.398305 0.533898 0.411864 
0.384746 0.805085 0.466)02 0.384746 
0.371186 0.466102 0.357627 0.425424 0.411864 0.411864 0.384746 0.466102 0.384746 0.384746 0.533898 
0.398305 0.371186 0.8186440.371186 0.384746 0.466102 0.384746 0.398305 0.533898 0.411864 0.384746 
0.805085 0.466102 0.384746 0.669492 
0.466102 0.357627 0.425424 0.411864 0.411864 0.384746 0.466102 0.384746 0.384746 0.533898 0.398305 
0.371186 0.818644 0.371186 0.384746 0.466102 0.384746 0.398305 0.533898 0.411864 0.384746 0.805085 
0.466102 0.384746 0.669492 0.371186 
0.357627 0.425424 0.411864 0.411864 0.384746 0.466102 0.384746 0.384746 0.533898 0.398305 0.371186 
0.818644 0.371186 0.384746 0.466102 0.384746 0.398305 0.533898 0.411864 0.384746 0.805085 0.466102 
0.384746 0.669492 0.371186 0.425424 
0.425424 0.411864 0.411864 0.384746 0.466102 0.384746 0.384746 0.533898 0.398305 0.371186 0.818644 
0.371186 0.384746 0.466102 0.384746 0.398305 0.533898 0.411864 0.384746 0.805085 0.466102 0.384746 
0.669492 0.371186 0.425424 0.601695 
0.411864 0.411864 0.384746 0.466102 0.384746 0.384746 0.533898 0.398305 0.371186 0.818644 0.371186 
0.384746 0.466102 0.384746 0.398305 0.533898 0.411864 0.384746 0.805085 0.466102 0.384746 0.669492 
0.371186 0.425424 0.601695 0.520339 
0.411864 0.384746 0.466102 0.384746 0.384746 0.533898 0.398305 0.371186 0.818644 0.371186 0.384746 
0.466102 0.384746 0.398305 0.533898 0.411864 0.384746 0.805085 0.466102 0.384746 0.669492 0.371186 
0.425424 0.601695 0.520339 0.561017 
0.384746 0.466102 0.384746 0.384746 0.533898 0.398305 0.371186 0.818644 0.371186 0.384746 0.466102 
0.384746 0.398305 0.533898 0.411864 0.384746 0.805085 0.466102 0.384746 0.669492 0.371186 0.425424 
0.601695 0.520339 0.561 O 17 0.533898 
0.466102 0.384746 0.384746 0.533898 0.398305 0.371186 0.818644 0.371186 0.384746 0.466102 0.384746 
0.398305 0.533898 0.411864 0.384746 0.805085 0.466102 0.384746 0.669492 0.371186 0.425424 0.601695 
0.520339 0.561017 0.533898 0.411864 
0.384746 0.384746 0.533898 0.398305 0.371186 0.818644 0.371186 0.384746 0.466102 0.384746 0.398305 
0.533898 0.411864 0.384746 0.805085 0.466102 0.384746 0.669492 0.371186 0.425424 0.601695 0.520339 
0.5610170.5338980.411864 0.411864 
0.384746 0.533898 0.398305 0.371186 0.818644 0.371186 0.384746 0.466102 0.384746 0.398305 0.533898 
0.411864 0.384746 0.805085 0.466102 0.384746 0.669492 0.371186 0.425424 0.601695 0.520339 0.561017 
0.533898 0.411864 0.411864 0.425424 
0.533898 0.398305 0.371186 0.818644 0.371186 0.384746 0.466102 0.384746 0.398305 0.533898 0.411864 
0.384746 0.805085 0.466102 0.384746 0.669492 0.371186 0.425424 0.601695 0.520339 0.561017 0.533898 
0.411864 0.411864 0.425424 0.398305 
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0.398305 0.371186 0.818644 0.371186 0.384746 0.466102 0.384746 0.398305 0.533898 0.411864 0.384746 
0.805085 0.466102 0.384746 0.669492 0.371186 0.425424 0.601695 0.520339 0.561017 0.533898 0.411864 
0.411864 0.425424 0.398305 0.384746 
0.371186 0.818644 0.371186 0.384746 0.466102 0.384746 0.398305 0.533898 0.411864 0.384746 0.805085 
0.466102 0.384746 0.669492 0.371186 0.425424 0.601695 0.520339 0.561017 0.533898 0.411864 0.411864 
0.425424 0.398305 0.384746 0.547458 
0.818644 0.371186 0.384746 0.466102 0.384746 0.398305 0.533898 0.411864 0.384746 0.805085 0.466102 
0.384746 0.669492 0.371186 0.425424 0.601695 0.520339 0.561017 0.533898 0.411864 0.411864 0.425424 
0.398305 0.384746 0.547458 0.371186 
0.371186 0.384746 0.466102 0.384746 0.398305 0.533898 0.411864 0.384746 0.805085 0.466102 0.384746 
0.669492 0.371186 0.425424 0.601695 0.520339 0.561017 0.533898 0.411864 0.411864 0.425424 0.398305 
0.384746 0.547458 0.371186 0.398305 
0.384746 0.466102 0.384746 0.398305 0.533898 0.411864 0.384746 0.805085 0.466102 0.384746 0.669492 
0.371186 0.4254240.601695 0.520339 0.561017 0.533898 0.411864 0.411864 0.425424 0.398305 0.384 746 
0.547458 0.371186 0.398305 0.683051 
0.466102 0.384746 0.398305 0.533898 0.411864 0.384746 0.805085 0.466102 0.384746 0.669492 0.371186 
0.425424 0.601695 0.520339 0.561017 0.533898 0.411864 0.411864 0.425424 0.398305 0.384746 0.547458 
0.371186 0.398305 0.683051 0.384746 
0.384746 0.398305 0.533898 0.411864 0.384746 0.805085 0.466102 0.384 746 0.669492 0.371186 0.425424 
0.601695 0.520339 0.561017 0.533898 0.411864 0.411864 0.425424 0.398305 0.384746 0.547458 0.37 1186 
0.398305 0.683051 0.384746 0.371186 
0.398305 0.533898 0.411864 0.384746 0.805085 0.466102 0.384746 0.669492 0.371186 0.425424 0.601695 
0.520339 0.561017 0.533898 0.4118640.411864 0.425424 0.398305 0.384746 0.547458 0.371186 0.398305 
0.6830510.3847460.371186 0.547458 
0.533898 0.411864 0.384746 0.805085 0.466102 0.384746 0.6694920.371186 0.425424 0.601695 0.520339 
0.561 O 17 0.533898 0.411864 0.411864 0.425424 0.398305 0.384746 0.547458 0.371186 0.398305 0.683051 
0.384746 0.371186 0.547458 0.371186 
0.411864 0.384746 0.805085 0.466102 0.384746 0.6694920.371186 0.425424 0.601695 0.520339 0.561017 
0.533898 0.411864 0.411864 0.425424 0.398305 0.384746 0.547458 0.371186 0.398305 0.683051 0.384746 
0.371186 0.547458 0.371186 0.425424 
0.384746 0.805085 0.466102 0.384746 0.669492 0.371186 0.425424 0.601695 0.520339 0.561017 0.533898 
0.411864 0.411864 0.425424 0.398305 0.384746 0.547458 0.371186 0.398305 0.683051 0.384746 0.371186 
0.547458 0.371186 0.425424 0.398305 
0.805085 0.466102 0.384746 0.669492 0.371186 0.425424 0.601695 0.520339 0.561017 0.533898 0.411864 
0.411864 0.425424 0.398305 0.384746 0.5474580.371186 0.398305 0.6830510.3847460.371186 0.547458 
0.371186 0.425424 0.398305 0.384746 
0.466102 0.384746 0.669492 0.371186 0.425424 0.601695 0.520339 0.561017 0.5338980.4118640.411864 
0.425424 0.398305 0.384746 0.547458 0.371186 0.398305 0.6830510.3847460.371186 0.5474580.371186 
0.425424 0.398305 0.384746 0.398305 
0.384746 0.669492 0.371186 0.425424 0.601695 0.520339 0.561017 0.533898 0.411864 0.411864 0.425424 
0.398305 0.384746 0.547458 0.371186 0.398305 0.6830510.3847460.371186 0.547458 0.371186 0.425424 
0.398305 0.384746 0.398305 0.438983 
0.669492 0.371186 0.425424 0.601695 0.520339 0.561017 0.533898 0.411864 0.411864 0.425424 0.398305 
0.384746 0.547458 0.371186 0.398305 0.683051 0.384746 0.371186 0.547458 0.371186 0.425424 0.398305 
0.384746 0.398305 0.438983 0.371186 
0.371186 0.425424 0.601695 0.520339 0.561017 0.533898 0.411864 0.411864 0.425424 0.398305 0.384746 
0.547458 0.371186 0.398305 0.683051 0.384746 0.371186 0.547458 0.371186 0.425424 0.398305 0.384 746 
0.398305 0.438983 0.371186 0.384746 
0.425424 0.601695 0.5203390.561017 0.533898 0.411864 0.411864 0.425424 0.398305 0.384746 0.547458 
0.371186 0.398305 0.6830510.3847460.371186 0.547458 0.371186 0.425424 0.398305 0.384746 0.398305 
0.438983 0.371186 0.384746 0.371186 
0.601695 0.520339 0.561 O 17 0.533898 0.411864 0.411864 0.425424 0.398305 0.384746 0.547458 0.371186 
0.398305 0.6830510.3847460.371186 0.547458 0.371186 0.425424 0.398305 0.384746 0.398305 0.438983 
0.371186 0.384746 0.371186 0.371186 
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0.520339 0.561017 0.533898 0.4118640.411864 0.425424 0.398305 0.384746 0.5474580.371186 0.398305 
0.6830510.3847460.371186 0.547458 0.371186 0.425424 0.398305 0.384746 0.398305 0.4389830.371186 
0.384746 0.3711860.371186 0.357627 
0.561017 0.533898 0.411864 0.411864 0.425424 0.398305 0.384746 0.547458 0.371186 0.398305 0.683051 
0.384746 0.371186 0.547458 0.371186 0.425424 0.398305 0.384746 0.398305 0.438983 0.371186 0.384746 
0.371186 0.371186 0.357627 0.425424 
0.533898 0.411864 0.411864 0.425424 0.398305 0.384746 0.5474580.371186 0.398305 0.683051 0.384746 
0.371186 0.547458 0.371186 0.425424 0.398305 0.384746 0.398305 0.438983 0.371186 0.384746 0.371186 
0.371186 0.357627 0.425424 0.398305 
0.411864 0.411864 0.425424 0.398305 0.384746 0.547458 0.371186 0.398305 0.6830510 .3847460.371186 
0.547458 0.371186 0.425424 0.398305 0.384746 0.398305 0.438983 0.371186 0.384746 0.371186 0.371186 
0.357627 0.425424 0.398305 0.398305 
0.411864 0.425424 0.398305 0.384746 0.5474580.371186 0.398305 0.6830510.3847460.371186 0.547458 
0.371186 0.425424 0.398305 0.384746 0.398305 0.438983 0.371186 0.384746 0.371186 0.371186 0.357627 
0.425424 0.398305 0.398305 0.398305 
0.425424 0.398305 0.384746 0.547458 0.371186 0.398305 0.6830510.3847460.371186 0.547458 0.371186 
0.425424 0.398305 0.384746 0.398305 0.438983 0.371186 0.384746 0.371186 0.371186 0.357627 0.425424 
0.398305 0.398305 0.398305 0.411864 
0.398305 0.384746 0.547458 0.371186 0.398305 0.6830510 .3847460.371186 0.547458 0.371186 0.425424 
0.398305 0.384746 0.398305 0.438983 0.371186 0.384746 0.371186 0.371186 0.357627 0.425424 0.398305 
0.398305 0.398305 0.411864 0.384746 
0.384746 0.547458 0.371186 0.398305 0.6830510.3847460.371186 0.547458 0.371186 0.425424 0.398305 
0.384746 0.398305 0.438983 0.3 71186 0.384746 0.371186 0.371186 0.357627 0.425424 0.398305 0.398305 
0.398305 0.411864 0.384746 0.411864 
0.54 7458 0.371186 0.398305 0.683051 0.384746 0.371186 0.547458 0.371186 0.425424 0.398305 0.384 746 
0.398305 0.438983 0.371186 0.384746 0.371186 0.371186 0.357627 0.425424 0.398305 0.398305 0.398305 
0.411864 0.384746 0.411864 0.371186 
0.371186 0.398305 0.6830510.3847460.371186 0.547458 0.371186 0.425424 0.398305 0.384746 0.398305 
0.438983 0.371186 0.384746 0.3 71186 0.371186 0.357627 0.425424 0.398305 0.398305 0.398305 0.411864 
0.384746 0.411864 0.371186 0.438983 
0.398305 0.683051 0.384746 0.371186 0.547458 0.371186 0.425424 0.398305 0.384746 0.398305 0.438983 
0.371186 0.384746 0.371186 0.371186 0.357627 0.425424 0.398305 0.398305 0.398305 0.411864 0.384746 
0.411864 0.371186 0.438983 0.49322 
0.683051 0.384746 0.371186 0.54 7458 0.371186 0.425424 0.398305 0.384746 0.398305 0.438983 0.371186 
0.384746 0.371186 0.371186 0.357627 0.425424 0.398305 0.398305 0.398305 0.411864 0.384746 0.411864 
0.371186 0.438983 0.493220 0.520339 
0.384746 0.371186 0.547458 0.371186 0.425424 0.398305 0.384746 0.398305 0.438983 0.371186 0.384746 
0.371186 0.371186 0.357627 0.425424 0.398305 0.398305 0.398305 0.411864 0.384746 0.411864 0.371186 
0.438983 0.493220 0.520339 0.438983 
0.371186 0.547458 0.371186 0.425424 0.398305 0.384746 0.398305 0.438983 0.371186 0.384746 0.371186 
0.371186 0.357627 0.425424 0.398305 0.398305 0.398305 0.411864 0.384746 0.411864 0.371186 0.438983 
0.493220 0.520339 0.438983 0.520339 
0.547458 0.371186 0.425424 0.398305 0.384746 0.398305 0.438983 0.371186 0.384746 0.371186 0.371186 
0.357627 0.425424 0.398305 0.398305 0.398305 0.411864 0.384746 0.411864 0.371186 0.438983 0.493220 
0.520339 0.438983 0.520339 0.411864 
0.371186 0.425424 0.398305 0.384746 0.398305 0.438983 0.371186 0.384746 0.371186 0.371186 0.357627 
0.425424 0.398305 0.398305 0.398305 0.411864 0.384746 0.411864 0.371186 0.438983 0.493220 0.520339 
0.438983 0.520339 0.411864 0.466102 
0.425424 0.398305 0.384746 0.398305 0.438983 0.371186 0.384746 0.371186 0.371186 0.357627 0.425424 
0.398305 0.398305 0.398305 0.411864 0.384746 0.411864 0.371186 0.438983 0.493220 0.520339 0.438983 
0.520339 0.411864 0.466102 0.655932 
0.398305 0.384746 0.398305 0.438983 0.371186 0.384746 0.371186 0.371186 0.357627 0.425424 0.398305 
0.398305 0.398305 0.411864 0.384746 0.411864 0.371186 0.438983 0.493220 0.520339 0.438983 0.520339 
0.411864 0.466102 0.655932 0.398305 
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0.384746 0.398305 0.438983 0.371186 0.384746 0.371186 0.371186 0.357627 0.425424 0.398305 0.398305 
0.398305 0.411864 0.384746 0.411864 0.371186 0.438983 0.493220 0.520339 0.438983 0.520339 0.411864 
0.466102 0.655932 0.398305 0.425224 
0.398305 0.438983 0.371186 0.384746 0.371186 0.371186 0.357627 0.425424 0.398305 0.398305 0.398305 
0.411864 0.384746 0.411864 0.371186 0.438983 0.493220 0.520339 0.438983 0.520339 0.411864 0.466102 
0.655932 0.398305 0.425424 0.669492 
0.438983 0.371186 0.384746 0.371186 0.371186 0.357627 0.425424 0.398305 0.398305 0.398305 0.411864 
0.384746 0.411864 0.371186 0.438983 0.493220 0.520339 0.438983 0.520339 0.411864 0.466102 0.655932 
0.398305 0.425424 0.669492 0.384746 
0.371186 0.384746 0.371186 0.371186 0.357627 0.425424 0.398305 0.398305 0.398305 0.411864 0.384746 
0.411864 0.371186 0.438983 0.493220 0.520339 0.438983 0.520339 0.411864 0.466102 0.655932 0.398305 
0.425424 0.669492 0.384746 0.493220 
0.384746 0.371186 0.371186 0.357627 0.425424 0.398305 0.398305 0.398305 0.411864 0.384746 0.411864 
0.371186 0.438983 0.493220 0.520339 0.438983 0.520339 0.411864 0.466102 0.655932 0.398305 0.425424 
0.669492 0.384746 0.493220 0.574576 
0.371186 0.371186 0.357627 0.425424 0.398305 0.398305 0.398305 0.411864 0.384746 0.411864 0.371186 
0.438983 0.493220 0.520339 0.438983 0.520339 0.411864 0.466102 0.655932 0.398305 0.425424 0.669492 
0.384746 0.493220 0.574576 0.452542 
0.371186 0.357627 0.425424 0.398305 0.398305 0.398305 0.411864 0.384746 0.411864 0.371186 0.438983 
0.493220 0.520339 0.438983 0.520339 0.411864 0.466102 0.655932 0.398305 0.425424 0.669492 0.384746 
0.493220 0.574576 0.452542 0.601695 
0.357627 0.425424 0.398305 0.398305 0.398305 0.411864 0.384746 0.411864 0.3 71186 0.438983 0.493220 
0.520339 0.438983 0.520339 0.411864 0.466102 0.655932 0.398305 0.425424 0.669492 0.384746 0.493220 
0.574576 0.452542 0.601695 0.506780 
0.425424 0.398305 0.398305 0.398305 0.411864 0.384746 0.411864 0.371186 0.438983 0.493220 0.520339 
0.438983 0.520339 0.411864 0.466102 0.655932 0.398305 0.425424 0.669492 0.384746 0.493220 0.574576 
0.452542 0.601695 0.506780 0.506780 
0.398305 0.398305 0.398305 0.411864 0.384746 0.411864 0.371186 0.438983 0.493220 0.520339 0.438983 
0.520339 0.411864 0.466102 0.655932 0.398305 0.425424 0.669492 0.384746 0.493220 0.574576 0.452542 
0.601695 0.506780 0.506780 0.384746 
0.398305 0.398305 0.411864 0.384746 0.411864 0.371186 0.438983 0.493220 0.520339 0.438983 0.520339 
0.411864 0.466102 0.655932 0.398305 0.425424 0.669492 0.384746 0.493220 0.574576 0.452542 0.601695 
0.506780 0.506780 0.384746 0.411864 
0.398305 0.411864 0.384746 0.411864 0.371186 0.438983 0.493220 0.520339 0.438983 0.520339 0.411864 
0.466102 0.655932 0.398305 0.425424 0.669492 0.384746 0.493220 0.574576 0.452542 0.601695 0.506780 
0.506780 0.384746 0.411864 0.398305 
0.411864 0.384 746 0.411864 0.371186 0.438983 0.493220 0.520339 0.438983 0.520339 0.411864 0.466102 
0.655932 0.398305 0.425424 0.669492 0.384746 0.493220 0.574576 0.452542 0.601695 0.506780 0.506780 
0.384746 0.411864 0.398305 0.615254 
0.384746 0.411864 0.371186 0.438983 0.493220 0.520339 0.438983 0.520339 0.411864 0.466102 0.655932 
0.398305 0.425424 0.669492 0.384746 0.493220 0.574576 0.452542 0.601695 0.506780 0.506780 0.384746 
0.411864 0.398305 0.615254 0.601695 
0.411864 0.371186 0.438983 0.493220 0.520339 0.438983 0.520339 0.411864 0.466102 0.655932 0.398305 
0.425424 0.669492 0.384746 0.493220 0.574576 0.452542 0.601695 0.506780 0.506780 0.384746 0.411864 
0.398305 0.615254 0.601695 0.615254 
0.371186 0.438983 0.493220 0.520339 0.438983 0.520339 0.411864 0.466102 0.655932 0.398305 0.425424 
0.669492 0.384746 0.493220 0.574576 0.452542 0.601695 0.506780 0.506780 0.384746 0.411864 0.398305 
0.615254 0.601695 0.615254 0.493220 
0.438983 0.493220 0.520339 0.438983 0.520339 0.411864 0.466102 0.655932 0.398305 0.425424 0.669492 
0.384746 0.493220 0.574576 0.452542 0.601695 0.506780 0.506780 0.384746 0.411864 0.398305 0.615254 
0.601695 0.615254 0.493220 0.398305 
0.493220 0.520339 0.438983 0.520339 0.411864 0.466102 0.655932 0.398305 0.425424 0.669492 0.384746 
0.493220 0.574576 0.452542 0.601695 0.506780 0.506780 0.384746 0.411864 0.398305 0.615254 0.601695 
0.615254 0.493220 0.398305 0.493220 
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0.520339 0.438983 0.520339 0.411864 0.466102 0.655932 0.398305 0.425424 0.669492 0.384746 0.493220 
0.574576 0.452542 0.601695 0.506780 0.506780 0.384746 0.411864 0.398305 0.615254 0.601695 0.615254 
0.493220 0.398305 0.493220 0.398305 
0.438983 0.520339 0.411864 0.466102 0.655932 0.398305 0.425424 0.669492 0.384746 0.493220 0.574576 
0.452542 0.601695 0.506780 0.506780 0.384746 0.411864 0.398305 0.615254 0.601695 0.615254 0.493220 
0.398305 0.493220 0.398305 0.438983 
0.520339 0.411864 0.466102 0.655932 0.398305 0.425424 0.669492 0.384746 0.493220 0.574576 0.452542 
0.601695 0.506780 0.506780 0.384746 0.411864 0.398305 0.615254 0.601695 0.615254 0.493220 0.398305 
0.493220 0.398305 0.438983 0.398305 
0.411864 0.466102 0.655932 0.398305 0.425424 0.669492 0.384746 0.493220 0.574576 0.452542 0.601695 
0.506780 0.506780 0.384746 0.411864 0.398305 0.615254 0.601695 0.615254 0.493220 0.398305 0.493220 
0.398305 0.438983 0.398305 0.371186 
0.466102 0.655932 0.398305 0.425424 0.669492 0.384746 0.493220 0.574576 0.452542 0.601695 0.506780 
0.506780 0.384746 0.411864 0.398305 0.615254 0.601695 0.615254 0.493220 0.398305 0.493220 0.398305 
0.438983 0.398305 0.371186 0.425424 
0.655932 0.398305 0.425424 0.669492 0.384746 0.493220 0.574576 0.452542 0.601695 0.506780 0.506780 
0.384746 0.411864 0.398305 0.615254 0.601695 0.615254 0.493220 0.398305 0.493220 0.398305 0.438983 
0.398305 0.371186 0.425424 0.371186 
0.398305 0.425424 0.669492 0.384746 0.493220 0.574576 0.452542 0.601695 0.506780 0.506780 0.384746 
0.411864 0.398305 0.615254 0.601695 0.615254 0.493220 0.398305 0.493220 0.398305 0.438983 0.398305 
0.371186 0.425424 0.371186 0.384746 
0.425424 0.669492 0.384746 0.493220 0.574576 0.452542 0.601695 0.506780 0.506780 0.384746 0.411864 
0.398305 0.615254 0.601695 0.615254 0.493220 0.398305 0.493220 0.398305 0.438983 0.398305 0.371186 
0.425424 0.371186 0.384746 0.452542 
0.669492 0.384746 0.493220 0.574576 0.452542 0.601695 0.506780 0.506780 0.384746 0.411864 0.398305 
0.615254 0.601695 0.615254 0.493220 0.398305 0.493220 0.398305 0.438983 0.398305 0.371186 0.425424 
0.371186 0.384746 0.452542 0.357627 
0.384746 0.493220 0.574576 0.452542 0.601695 0.506780 0.506780 0.384746 0.411864 0.398305 0.615254 
0.601695 0.615254 0.493220 0.398305 0.493220 0.398305 0.438983 0.3983050.371186 0.425424 0.371186 
0.384746 0.452542 0.357627 0.357627 
0.493220 0.574576 0.452542 0.601695 0.506780 0.506780 0.384746 0.411864 0.398305 0.615254 0.601695 
0.615254 0.493220 0.398305 0.493220 0.398305 0.438983 0.398305 0.371186 0.425424 0.371186 0.384746 
0.452542 0.357627 0.357627 0.384746 
0.574576 0.452542 0.601695 0.506780 0.506780 0.384746 0.411864 0.398305 0.615254 0.601695 0.615254 
0.493220 0.398305 0.493220 0.398305 0.438983 0.398305 0.371186 0.425424 0.371186 0.384746 0.452542 
0.357627 0.357627 0.384746 0.357627 
0.452542 0.601695 0.506780 0.506780 0.384746 0.411864 0.398305 0.615254 0.601695 0.615254 0.493220 
0.398305 0.493220 0.398305 0.438983 0.3983050.371186 0.4254240.371186 0.384746 0.452542 0.357627 
0.357627 0.384746 0.357627 0.357627 
0.601695 0.506780 0.506780 0.384746 0.411864 0.398305 0.615254 0.601695 0.615254 0.493220 0.398305 
0.493220 0.398305 0.438983 0.398305 0.371186 0.425424 0.371186 0.384746 0.452542 0.357627 0.357627 
0.384746 0.357627 0.357627 0.438983 
0.506780 0.506780 0.384746 0.411864 0.398305 0.615254 0.601695 0.615254 0.493220 0.398305 0.493220 
0.398305 0.438983 0.398305 0.371186 0.425424 0.371186 0.384746 0.452542 0.357627 0.357627 0.384746 
0.357627 0.357627 0.438983 0.344068 
0.506780 0.384746 0.411864 0.398305 0.615254 0.601695 0.615254 0.493220 0.398305 0.493220 0.398305 
0.438983 0.398305 0.371186 0.425424 0.371186 0.384746 0.452542 0.357627 0.357627 0.384746 0.357627 
0.357627 0.438983 0.344068 0.371186 
0.384746 0.411864 0.398305 0.615254 0.601695 0.615254 0.493220 0.398305 0.493220 0.398305 0.438983 
0.398305 0371186 0.425424 0.371186 0.384746 0.452542 0.357627 0.357627 0.384746 0.357627 0.357627 
0.438983 0.344068 0.371186 0.398305 
0.411864 0.398305 0.615254 0.601695 0.615254 0.493220 0.398305 0.493220 0.398305 0.438983 0.398305 
0.371186 0.425424 0.371186 0.384746 0.452542 0.357627 0.357627 0.384746 0.357627 0.357627 0.438983 
0.344068 0.371186 0.398305 0.357627 
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0.398305 0.6152540.601695 0.615254 0.493220 0.398305 0.493220 0.398305 0.438983 0.398305 0.371186 
0.425424 0.371186 0.384746 0.452542 0.357627 0.357627 0.384746 0.357627 0.357627 0.438983 0.344068 
0.371186 0.398305 0.357627 0.344068 
0.6152540.601695 0.615254 0.493220 0.398305 0.493220 0.398305 0.438983 0.398305 0.371186 0.425424 
0.371186 0.384746 0.452542 0.357627 0.357627 0.384746 0.357627 0.357627 0.438983 0.344068 0.371186 
0.398305 0.357627 0.344068 0.357627 
0.601695 0.615254 0.493220 0.398305 0.493220 0.398305 0.438983 0.398305 0.371186 0.425424 0.371186 
0.384746 0.452542 0.357627 0.357627 0.384 746 0.357627 0.357627 0.438983 0.344068 0.371186 0.398305 
0.357627 0.344068 0.357627 0.371186 
0.615254 0.493220 0.398305 0.493220 0.398305 0.438983 0.398305 0.371186 0.425424 0.371186 0.384746 
0.452542 0.357627 0.357627 0.384746 0.357627 0.357627 0.438983 0.344068 0.371186 0.398305 0.357627 
0.344068 0.357627 0.3 71186 0.398305 
0.493220 0.398305 0.493220 0.398305 0.438983 0.398305 0.371186 0.425424 0.371186 0.384746 0.452542 
0.357627 0.357627 0.384746 0.357627 0.357627 0.438983 0.344068 0.371186 0.398305 0.357627 0.344068 
0.357627 0.371186 0.398305 0.371186 
0.398305 0.493220 0.398305 0.438983 0.398305 0.371186 0.425424 0.371186 0.384746 0.452542 0.357627 
0.357627 0.384746 0.357627 0.357627 0.438983 0.344068 0.371186 0.398305 0.357627 0.344068 0.357627 
0.371186 0.398305 0.371186 0.371186 
0.493220 0.398305 0.438983 0.398305 0.371186 0.425424 0.371186 0.384746 0.452542 0.357627 0.357627 
0.384746 0.357627 0.357627 0.438983 0.344068 0.371186 0.398305 0.357627 0.344068 0.357627 0.371186 
0.398305 0.371186 0.371186 0.357627 
0.398305 0.438983 0.398305 0.371186 0.425424 0.371186 0.384746 0.452542 0.357627 0.357627 0.384746 
0.357627 0.357627 0.438983 0.344068 0.371186 0.398305 0.357627 0.344068 0.357627 0.371186 0.398305 
0.371186 0.371186 0.357627 0.398305 
0.438983 0.398305 0.371186 0.425424 0.371186 0.384746 0.452542 0.357627 0.357627 0.384746 0.357627 
0.357627 0.438983 0.344068 0.371186 0.398305 0.357627 0.344068 0.357627 0.371186 0.398305 0.371186 
0.371186 0.357627 0.398305 0.330508 
0.398305 0.371186 0.425424 0.371186 0.384746 0.452542 0.357627 0.357627 0.384746 0.357627 0.357627 
0.438983 0.344068 0.371186 0.398305 0.357627 0.344068 0.357627 0.371186 0.398305 0.371186 0.371186 
0.357627 0.398305 0.330508 0.344068 
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APÉNDICEC 

Programa "Normal.C" utilizado para normalizar los datos entre 0.1 y 0.9. 

!************************************************************************/ 
/*** ***/ 
/*** 
/*** 
/*** 

normal.e 
Programa para normalizar datos a un rango entre 0.1 y 0.9 

***! 
***/ 
***/ 

!************************************************************************/ 

#include <stdio.h> 
#include <math.h> 

main () 
{ 

float valor; 
float min; 
float max; 
float newval; 
float redvall; 
float templ; 
float temp2; 
int n=O; 

FILE *bfPtr; 
FILE *cfPtr; 

if((bfPtr=fopen("normal.dat","w"))==NULL) 
printf ("Archivo de escritura no puede crearse\n"); 

else { 

if((cfPtr=fopen("original.dat","r"))==NULL) 
printf ("Archivo de datos no puede leerse\n"); 

else { 

fscanf (cfPtr, " %f", &valor); 
min=valor; 
max=valor; 

while (!feof(cfPtr)) { 
fscanf(cfPtr, "%f", &valor); 

if(valor < min) 
min=valor; 

else 

if(valor > max) 
max=valor; 



else 
n++; 

printf ("El valor minimo es: %g\n", min); 
printf ("El valor maximo es: %g\n", max); 

rewind (cfPtr); 

while (!feof(cfPtr)) { 
fscanf(cfPtr, "%f", &redvall ) ; 

templ = redvall - min; 
temp2 = max - min; 
newval=((0.8 * templ) / (temp2)) + 0.1; 
fprintf(bfPtr, "%g ", newval); 

fclose (cfPtr ) ; 
fclose(bfPtr); 

return O; 
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/************************************************************************/ 

Programa "Formatea.C" que se utiliza para formatear los datos de entrada para ser 
utilizados por el simulador de [13). 

/ ****************************************************************** * ** / 
/*** 
/*** 
/ *** 
/*** 
/* ** 

Programa: formatea . e 
Este programa presenta los datos de forma tal que el 
simulador de Pao lo pueda procesar. 

*** / 
*** / 
*** / 
*** / 
*** / 

/*************************************************** * *********•*******/ 

# include <stdio.h> 

#define NODOS 24 / * Número de nodos de entrada menos uno*/ 

main () 
{ 

float valor; 
int n=O; 
int m=l; 
int i; 

FILE *bfPtr; 
FILE *cfPtr; 



if( (bfPtr=fopen("paoready.dat","w"))==NULL) 
printf ("Archivo de escritura no puede crearse\n"); 

else { 

if((cfPtr=fopen("normal.dat","r"))==NULL) 
printf ("Archivo de datos no puede leerse\n"); 

else { 

while (!feof(cfPtr)) { 
rewind(cfPtr); 

for(i=O; i<n; i++) 
fscanf(cfPtr, "%f", &valor); 

do{ 
fscanf(cfPtr, "%f", &valor); 
fprintf'.bfPtr, "%l.6f ", valor); 

while (+~m <= NODOS); 

fscanf (cf Pt:r, " %f", &valer); 
fprintf(bf?t:r, "%1.6f\t\t", valor); 
fscanf(cfP::r, " %f", &valor); 

fprintf (bfPtr, "%1. 6f \ ::", valor); 
++n; 

m=l; 

fclose ( cf Ptr ) ; 
fclose (bfPtr); 

return O; 

/*****************************************************************************************/ 
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APÉNDICED 

Programa tomado de [13] modificado para cubrir las necesidades del presente trabajo de 
tesis, fué compilado con Microsoft Visual C++: 

/************************************************************************/ 
/**A Generalized Delta Rule Net Program for Supervised Learning 
Introduction 
This appendix contains a C language program for readers to use as a 
point of departure for exploring the Generalized Delta Rule procedure f o r 
supervised learning. The algorithm and notation used are generally those 
of Chapter 5. The program provides code in support of the following 
tasks: 
l. Specify net architecture. 
2. Learn weights and thresholds with use of training set patterns . 
3. Use net to obtain output values for new patterns, either for 
classifica-

tion purposes or for estimation of values of associated attributes. 
The program runs under VAX /VMS or PC-DOS/MS-DOS. Under 

PC-DOS or MS-DOS, the program was compiled with Microsoft C.** / 
/ ** 

PROGRAM DESCRIPTION: 
TEIS PROGRAM ALLOWS A USER TO BUILD A GENERALIZED 

* Appendix A is contributed by M.S. Klassen and Yoh-Han Pao. 

DELTA RULE NET FOR SUPERVISED LEARNING. USER CAN 
SPECIFY THE NUMBER OF INPUT & OUTPUT UNITS, NUMBER 

OF HIDDEN LAYERS ANO NUMBER OF UNITS IN EACH 
HIDDEN LAYER. 

AFTER THE NET IS BUILT, LEARNING TAKES PLACE IN THE 
NET WITH A GIVEN SET OF TRAINING SAMPLES. USER 
SPECIFIES VALUES OF THE LEARNING RATE ETA, THE 
MOMENTUM RATE ALPHA, MAXIMUM TOLERANCE ERRORS ANO 
MJI.XIMUM NUMBER OF ITERATIONS. 

AFTER LEARNING, ALL THE INFORMATION RELEVANT TO THE 
STRUCTURE OF THE NET, INCLUDING WEIGHTS ANO 
THRESHOLDS ARE STORED IN FILES. 

OUTPUTS CAN BE GENERATED FOR NEW PATTERNS BY READING 
FROM FILE ANO BY RECONSTRUCTING THE NET. 

TR.;INING SET SAMPLES AND ADDITIONAL SAMPLES FOR 
PROCESSING ARE STORED IN FILES. 
** / 

/************************************************************************/ 



#include <stdio.h> 
#include <stdlib.h> 
#include <math.h> 
#include <ctype.h> 
#include <string.h> 
/ * #ifndef VAX */ 
/* for declaration of calloc() on PC or compatible* / 
/ * #include <alloc.h>* / 
/* #endif */ 

/ * define constants used throughout functions 

#define NMXUNIT 100 /* max no. of units in a layer*/ 
#define NMXHLR 5 /* max no. of hidden layers * / 
#define NMXOATTR 50 /* max no. of output fea-cures 
#define NMXINP 200 /* max no. of input samples 
#define NMXIATTR 50 /* max no. of input features 
#define SEXIT 3 /* exit successfully */ 
#define RESTRT 2 / * restart */ 
#define FEXIT 1 /* exit in failure 
#define CONTNE o /* continue calculation 

/ * Definici~n de tipos de funciones usadas* / 
void forward(int); 
int introspective(int, int); 
int randoml(void); 
int rumelhart(int, int); 
int user session(void); 
int init(void); 
int initwt(void); 
int set_up(void); 
in-e dwrite(char *); 
int wtwrite(char *); 
int dread(char *); 
int wtread(char *); 
int output_generation(void); 
int learning(void); 
/* Data base : declarations of variables*/ 

*/ 
*/ 
* / 

float eta; /** learning rate ** / 
float alpha; /** momentum rate .. * / 
float err_curr; /** normalized system error ** / 
float maxe; /** max allowed system error **/ 
float maxep; /** rnax allowed pattern error ** / 
float *wtptr[NMXHLR+l); 
float *outptr[NMXHLR+2); 
float *errptr[NMXHLR+2); 
float *delw[NMXHLR+l); 
float target[NMXINP] [NMXOATTR); 
float input[NMXINPJ [NMXIATTR), ep[NMXINP]; 
float o~tpt[NMXINP] [NMXOATTR); 

*/ 

*/ 

int nunit[NMXHLR+2), nhlayer, ninput, ninattr, noutattr; 
int 
int 
char 
FILE 
int 

result, cnt, cnt_num; 
nsnew, nsold; 
task_name[20]; 
*fpl, *fp2, *fp3, *fp4, *fopen(); 
fplotlO; 
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/* randoml number generator 
(computer independent) */ 

long randseed 
int randoml ( ) 
{ 

5687311; 

randseed = 15625L * randseed + 22221L; 
return( (randseed >> 16) & Ox7FFF); 

init () 
{ 

/* allocate dynamic storage far the net */ 

int lenl, len2, i; 
float *pl, *p2, *p3, *p4; 
lenl = · len2 = O; 
nunit[nhlayer+2) = O; 

far (i=O; i<(nhlayer + 2); i++) { 
lenl += (nunit [i) + 1) * nunit [i+l); 
len2 += nunit[i] + l; 

/* weights */ 
pl=(float *) calloc(lenl+l,sizeof(float)); 

/* output */ 
p2={float ~, calloc(len2+1,sizeof(float) ); 

/* errors */ 
p3=(float *) calloc(len2+1,sizeof(float)); 

/* delw */ 
p4=(float *) calloc(lenl+l,sizeof(float)); 

wtptr[OJ 
outptr[O) 
errptr[OJ 
delw[OJ 

/* set up initial pointers */ 
pl; 
p2; 
p3; 
p4; 

for (i=l ; 
/* set up the rest of pointers */ 

_ <(nhlayer +l) ; i++) { 
wtptr[i] 
delw[i] 

wtptr[i-1] + nunit[i) * (nunit[i-1) +l); 
= delw[i-1] + nunit [i) * (nunit [i-1] +l); 

for (i = i; i < ( nhlayer+2); i++) 
outptr[i] outptr[i-1] + nunit[i-1] + l; 
errptr[i) errptr[i-1) + nunit[i-1] + 1; 

/* set up threshold outputs */ 
far (i = O; i < nhlayer + l; i++) { 

*(outptr[i) + nunit[i)) = 1.0; 

initwt () 
{ 

int i,j; 

/* initialize weights with randoml 
numbers between -0.5 and +0.5 */ 
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for (j = O; j<nhlayer+l; j++) 
for (i=O; i<(nunit[j]+l) * nunit[j+l] ; i++) { 

*(wtptr[j]+i) = randoml()/pow(2.0,15.0) - 0.5; 
*(delw(j] + i) = O.O; 

set_up() 
{ 

int i; 

eta=0.9; 

/* specify architecture of net and 
values of learning parameters */ 

printf("\nMomentum rate eta (default =0.9)?: "); 
scanf("%f",&eta); 

alpha=0.7; 
printf("\nLearning rate alpha (default =0.7)?: "); 
scanf("%f",&alpha); 

rnaxe=0.01; rnaxep=0.001; 
printf("\nMax total error (default=0.01)?: "); 
scanf("lf",&maxe); 
printf("\nMax individual error (default=0.001)?: "); 
scanf("%f",&maxep); 

cnt num=lOOO; 
printf("\nMax number of iteration(default=lOOO)?: "); 
scanf ( "%d", &cnt num) ; 

printf("\nNumber of hidden layers?: "); 
scanf("%d", &nhlayer); 

for (i=O; i<nhlayer; i++) 
printf("\n\t_Number of uni"c:s for hidden layer %d?: ", 

i+l ) ; 
scanf("%d",&nunit[i+l)); 

printf("\nCreate error file? If so type 1,or type O "); 
scanf("%d",&fplot10); 

printf("\nExecution starts"); 

nunit[nhlayer+l] = noutattr; 
nunit[OJ=ninattr; 

/* read file for net architecture and 
learning parameters. File name has 
suffix v.dat */ 

dread (taskname) 
char *taskname; 

int i,c; 
char var file_name[20]; 

strcpy(var_file_name, taskname); 
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strcat(var_file_name,"_v.dat"); 
if (( fpl = fopen(var_file_narne,"r")) 
{ 

perror("\n Cannot open data file"); 
exit(O); 

NULL) 

fscanf(fpl,"%d%d%d%f%f%d%d",&ninput,&noutattr, 
&ninattr,&eta,&alpha,&nhlayer,&cnt_nurn); 

for ( i=O; i < nhlayer+2; i++) 
fscanf (fpl,"%d", &nunit[i]); 

if ( (c=fclose(fpl)) !=O) 
printf("\nFile cannot be closed %d ", e); 

/* read file containing ueights 
and thresholds . File narne has 
suffix u.dat*/ 

wtread(tasknarne) 
char *tasknarne; 
{ 

int i, j, e; 
char wt file_narne[20); 

strcpy(wt_file_narne,tasknarne); 
strcat(wt file_name,"_w.dat"); 

if (( fp2 = fopen(wt file_narne,"r")) 
{ 

perror("\n Cannot open data file"); 
exit(O); 

for (i =O; i <nhlayer +l; i++) { 

NULL) 

for (j =O; j < (nunit[i)+l) * nunit[i+l); j++) { 
fscanf (fp2,"%f", (wtptr(i]+j)); 

if ((c=fclose(fp2)) !=O) 
printf("\nFile cannot be closed %d ", e); 

/* create file for net architecture 
and learning 
parameters. File narne 

has suffix v.dat */ 

dwrite(taskname) 
char *taskname; 

int i, j, e; 
char var file_name[20]; 
strcpy(var_file_name,taskname); 
strcat(var_file_name, "_v.dat"); 

if (( fpl = fopen(var_file_name,"w+")) 
! 

perror("Cannot open data file"); 
exit (O); 

NULL) 
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fprintf (fpl,"%u %u %u %f %f lu %u\n",ninput,noutattr, 
ninattr,eta,alpha, 
nhlayer,cnt_num); 

for (i=O; i <nhlayer+2;i++) { 
fprintf(fpl,"%d ",nunit[i]); 

fprintf(fpl,"\n%d %f", cnt,err_curr); 
fprintf(fpl,"\n"); 

for(i=O;i<ninput;i++) 
{ 

for(j=O;j<noutattr;j++) 
fprintf (fpl, "H ", outpt [i) [j J); 

fprintf(fpl,"\n"); 

if ((c=fclose(fpl)) !=O) 
printf("\nFile cannot be closed %d ", e); 

/* create file for saving weights and 
thresholds learned from training. 
File name has suffix w.dat */ 

wtwrite(taskname) 
char *taskname; 

int i, j, e, k; 
char wt file_name[20]; 

strcpy(wt file_name,taskname); 
strcat (wt file_name, "_w.dat"); 

if (( fp2 = fopen(wt file_name,"w+")) 
{ 

perror("Cannot open data file"); 
exit(O); 

) 

k=O; 
for (i=O; i <nhlayer+l; i++) 

NULL) 

for ( j=O; j <(nunit[i] +l) * nunit[i+l]; j++) { 
if ( k==B) { 

k=O; 
fprintf(fp2,"\n"); 

fprintf(fp2,"%f ", *(wtptr[i] +j)); 
k++; 

if ( (c=fclose (fp2)) !=O) 
printf("\nFile cannot be closed %d ", e); 

/* bottom_up calculation 
of net for input pattern i */ 

void forward(i) 

int m, n, p, offset; 
float net; 

/* input level output calculation*/ 
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for (m=O; m<ninattr;m++) 
* (outptr [O] +m) == input [i] [m); 

/* hidden & output layer output calculation*/ 
for (m==l; m<nhlayer+2;m++) { 

for (n=O; n<nuni t [rn); n++) l 
net=O.O; 
for (p=O; p<nunit[m- l]+l; p++) { 

offset= (nunit[rn-1)+1) * n + p; 
net += * (wtptr[m- 1) +offset 

*(*(outptr[m-l]+p)); 

*(outptr[m)+n) = 1/(l+exp(-net)); 

for (n=O; n<nunit[nhlayer+l) ;n++) 
outpt [i] [n] = * (outptr [nhlayer+l) +n); 

/* several conditions are checked to 
see whether learning 

should termínate*/ 
int introspective (nfrorn,nto) 
int nfrom; 
int nto; 
j 

int i, flag; 
/* reached max. iteration ?*/ 

if (cnt>=cnt_num) return(FEXIT); 
/* error for each pattern 

small enough? w¡ 
nsnew = O; 
flag = l; 
for (i = nfrom; (i < nto) && (flag 

if (ep[i] <= maxep) nsnew+~; 
else flag= O; 

if (flag== 1) return(SEXIT); 

l); i++) { 

/* system total error small 
enough? */ 

if ( err_curr <= maxe) return(SEXIT); 
return(CONTNE); 
} 

/* threshold is treated as weight of 
link from a virtual node whose 
output value is unity */ 

int rumelhart(from_snurn,to_snum) 
int frorn_snum; 
int to_snurn; 
( 

int i,j,k,m,n,p,offset, index; 
float out; 
char *err file= "criter.dat"; 

nsold = O; 
cnt = O; 
result = CONTNE; 
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if (fplotlO==l) 
if ((fp3=fopen(err_file,"w")) == NULL) 

do 

perror("Cannot open error file"); 
exit (0); 

err curr = O.O; 
/* for each pattern */ 

for (i=from_snurn; i<to_snum;i++) { 
/* bottom_up calculation */ 

forward ( i) ; 

/ * top_down error propagation */ 
/* output_level error */ 

for (m=O; m<nur.it[nhlayer+l]; m++) { 
out= *(outptr[nhlayer+l] +m); 
*(errptr[nhlayer+l]+m) (target[i) [m)-out) 

* (1-out) * out; 

/* hidden & input layer errors */ 
for (m= nhl ayer+l; m>=l; m--) { 

for ( n=O; n< nunit[m-1)+1; n++) 
* (errptr[m-l)+n) = O.O; 

for (p=O; p<nunit(m]; p++) ! 

offset= (nunit[m-1]+1) * p + n; 

* (delw[m-l]+offset)=eta * (* (errptr[m)+p)) 
* (* (outptr[m-1) +n) ) 
+alpha * (*(delw[m-l]+offset)); 

* (errptr[m-1) +n) += * (errptr[m) +p) 
* (*(wtptr[m-1)+ offset)); 

} 

* (errptr[m-1) +n) = * (errptr[m-1) +n) * 
( 1 - * ( outptr[m-l)+n) ) * ( * ( outptr[m-1) 
+n)); 

/* weight changes */ 
for (m=l; m<nhlayer+2; m++) { 
for ( n=O; n<nunit(m]; n++) { 

for (p=O; p<nunit [m-1) +l; p++) { 
offset= (nunit[m-1)+1) • n + p; 

ep [ i J = O. O; 

* (wtptr[m-l]+offset) += * (delw[rn-1) 
+offset); 

for (rn=O; rn<nunit[nhlayer+l]; rn++) 
ep[i] += fabs((target[i)[m] -

* (outptr[nhlayer+l)+m) ); 

err curr += ep[i) * ep[i]; 
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/* normalized system error*/ 

err curr = 0.5 * err_curr/ninput; 

/**save error in file to draw the system 
error with plotlO **/ 

if (f!)lotlO==l) 
fprintf(fp3,"%ld, %2.9f\n",cnt,err_curr); 
cnt++; 

/* check condition for terminating 
learning */ 

resul t = introspective(from_snum,to_snum); 
while (result == CONTNE); 

/ * upda:e output with changed weights */ 
for (i=from_snum; i<to snum;i++) forward(i); 

for (i=C; i <nhlayer+l; i++) { 
i~::iex = O; 
t~~ j=O; j <nunit[i+l); j++) 

printf("\n\nWeights between unit %d of layer %d", 
j, i+l); 

printf(" and units of layer %d\n", i); 
for( k=O;k<nunit[iJ;k++) 

printf(" %f", *(wtptr[i) + index++)); 
printf{"\n Threshold of unit %d of layer %d is %f",j,i+l, 

*(wtptr[i) 7 index++)); 
} 

for (i= O; i<ninput;i++) 
for (j=O;j<noutattr;j++) 

printf("\n\n sample %d output %d 
outpt [i) [j:, j, target [i] [j)); 

%f target %d 

prir.r.f (" \ n\nTotal number of iteration is %d", cnt); 
pri~tf(" \ nNormalized system error is %f\n\n\n", 
err_curr); 

return(result); 

user_session () 
{ 

/* read in the input data file 
specified by user during the 
interactive session*/ 

int i, j, showdata; 
char fnarn[20], dtype[20); 
FIL:S · *fp; 

printf("\n Start of learning session"); 

/* for task with name task_name, 
input data file of the task is 
automatically set to be 

%f", i, j, 
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task name.dat by the program */ 
printf("\n\t Enter the task name : "); 
scanf("%s", task_name); 

printf ("\n How many features in input pattern?: "); 
scanf ("%d",&ninattr); 

printf("\n How many output units?: "); 
scanf("%d",&noutattr); 

printf ("\n Total number of input samples?: "); 
scanf (" i d",&ninput); 

strcpy(fnam,task_name); 
strcat(fnarn,".dat"); 

printf("\n Input file name is %s ", fnam); 
if( ( fp = fopen(fnarn,"r"))==NULL) 
{ 

printf("\nFile %s does not exist",fnam); 
exi t (O); 

printf("\n Do you want to look at data j ust read?"); 
printf("\n Answer yes orno "); 
scanf("is",dtype); 
showdata = ((dtype[O] == 'y') 11 (dtype[OJ 'Y')); 
for ( i=O; i<ninput;i++) { 

for (j=O; j <ninattr;j++) 
fscanf (fp, " %f", &input [i] [j]); 
if (showdata) printf(" %f ",input[i)[j)); 

for (j=O; j<noutattr;j++) { 
fscanf (fp, "%f", &target [i] [j J); 

if (showdata) printf("%f \ n",target[i) [j]); 

if{(i=fclose(fp)) != O) 
{ 

printf("\nFile cannot be closed %d",i); 
exi t (O); 

learning ( ) 
{ 

int result; 
user_session(); 
se1:_up (); 
ini t (); 
do { 

initwt (); 

/ * main body of learning 
*/ 

result = rumelhart(O,ninput); 
while (result == RESTRT); 

if (result == FEXIT) 
{ 

printf("\n Max nurnber of iterations reached,"); 
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printf("\n but failed to decrease system"); 
printf("\n error sufficiently"); 

dwrite(task_name); 
wtwrite(task_name); 

/* main body of output generation * / 
output_generation( ) 
{ 

int 
char 
char 

i,m,nsample; 
ans[lO); 
dfile[20); 

/* If tauk is already in the rnemory, data 
files for task do not need to be read in. 
But, if it is a new task, data files 
should be read in to reconstruct the net */ 

printf("\nGeneration of outputs for a new pattern"); 
printf("\n\t Present task name is I s", task_name); 
printf("\n\t Work on a different task? "); 
printf("\n\t Answer yes orno : "); 
scanf ("%s", ans); 
i f ( ( ans [ O J =='y' ) 1 1 ( ans [ O J =='Y' ) ) 

printf("\n\t Type the task name : "); 
scanf("ls", task_name); 
dread(task_name); 
ini t (); 
wtread(task_name ) ; 

/ * input data for output 
generation are created */ 

printf("\nEnter file name for patterns to"); 
printf(" be processed: "); 
scanf("%s",dfile); 
if ((fpl=fopen(dfile,"r")) == NULL) 

perror["Cannot open dfile"); 
exit(O); 

if ([fp4=fopen("polo.dat","w")) == NULL) 
{ 

perror("Cannot open output file"); 
exit[O ) ; 

printf("\nEnter number of patterns for processing: "); 
scanf("%d", &nsample); 

for(i=O;i<nsample;i++) 
for (m=O;m<ninattr;m++) 
fscanf (fpl, " %f", &input [i] [m]); 

/*output generation calculation starts */ 
for(i=O;i<nsample;i++) 
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forward(i); 

for (m=O;m<noutattr;m++) { 

} 

printf("\n sample %d output %d %f", 
i,m,*(outptr[nhlayer+l)+m)); 

fprintf(fp4, "\n sample %d output %d %f", 
i,m,*(outptr[nhlayer+l)+m)); 

fprintf(fp4, "\n"); 
printf("\n"); 

printf("\nOutputs have been generated "); 

if((i=fclose(fpl)) != 0) 
printf("\nfile cannot be closed %d",i); 

/***************** MAIN ************************/ 
main () 
{ 

char select[20), cont[lO]; 

strcpy(task_name, "********~"); 

do 

100 

printf("\n** Select L(earning) or O(utput generation) 
do { 

* * \ n") ; 

scanf ( "%s", select); 
switch(select[OJ) 

case 'o': 
case 'O': 

output_generation (); 
break; 

case 'l': 
case 'L': 

learning () ; 
break; 

default: 
printf("\nanswer learning or output generation 
break; 

while ((select[OJ !='o') && (select[OJ !='O') 
&& (select[OJ!='l') && (select[OJ!='L')); 

printf("\nDo you want to continue? "); 
scanf ("%s",cont); 

while ((cont[OJ =='y') 11 (cont[OJ =='Y')); 

printf("\nit is all finished. "); 
printf("\n Good bye "); 

" \ . 
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